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Resumen 

En esta tesis 59 presenta un algoritmo de optimización que consta de dos fases. La primer fase 
(genética) obtiene una solución mediante un proceso evolutivo, en el cual se modelan las 
soluciones prometedoras con un vector de distribución de probabilidad y se utiliza dicho vector 
para generar nuevas propuestas y guiar la exploración del espacio de búsqueda. La segunda fase 
(escalador) modifica iteradamente en un bit la mejor solución obtenida hasta el momento. El 
proceso termina cuando no sea posible mejorar la solución al alterar un bit. 

Este algoritmo genético simula de manera estadfstica el comportamiento de los operadores 
genéticos tradicionales: selección y cruza, evitando su uso y por ende, la definición heurfstica de 
sus parámetros. A pesar de que teóricamente no es necesario, se incluye en el sistema una 
versión adaptada del operador de mutación debido a los resultados experimentales. 

El algoritmo estadfstico es probado en un conjunto de funciones clásicas (de DeJong), dando 
resultados similares a los del Algoritmo Genético Simple con cruza uniforme. 

El Algoritmo Genético Estadístico tiene como parámetros la probabilidad de mutación, el tamaño 
de la población y el tamaf\o de la élite. Mediante experimentos, se muestra la función que 
desarrolla cada uno de estos parámetros dentro del proceso evolutivo. 

Una desventaja de los algoritmos genéticos tradicionales es el gran consumo de memoria que 
requieren en problemas con tamaños de población grande. Debido a que el vector de probabilidad 
es un modelo de la población, un cálculo anticipado de éste evita que el Algoritmo Genético 
Estadistica tenga que almacenar toda la población, lo que resulta en ahorros considerables de 
memoria. 

Finalmente se señala que la manera de escalar los valores de evaluación, el método de 
actualización del vector de probabilidad y el modelo de probabilidad utilizado son direcciones en las 
cuales es posible profundizar la investigación en un futuro. 
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1 Introducción 

Uno de los lemas de mayor interés en la actualidad, es la optimización. La optimización se 
entiende como el proceso de búsqueda de la "mejor~ solución de un problema especíllco, de 
acuerdo con ciertos criterios definidos previamente. Los resultados de este procedimiento. 
permiten la reducción del tiempo y costo de los procesos en general. 

Entre los métodos de optimización que han tenido mayor auge en los últimos años se encuentran 
los Algoritmos Evolutivos (AE)', destacando los Algoritmos Genéticos (AG) en una gran variedad 
de aplicaciones. A pesar de su versatilidad, no pueden considerarse como sistemas automáticos 
de aplicación general como serfa deseable. ya que requieren que la persona que los utilice lenga 
cierto conocimiento previo del problema. 

Los algoritmos evolutivos fueron inspirados por la teorra de la evolución de Darwin y por el 
conocimiento sobre Genética. Debido a ello, realizan procesos por medio de operadores que 
emulan a aquellos encontrados en la naturaleza, para generar de manera heurfstica nuevas 
propuestas de solución al problema especificado. Los operadores, como se conocen 
tradicionalmente, delinen ciertos parámetros que controlan su actuación dentro de la búsqueda. 
Los valores de los parámetros determinan en gran medida si al final del proceso se encontrará una 
solución adecuadCl y si ésta se encontrará eficientemente. 

La definición corrécta de los parámetros de operación del algoritmo no es una tarea sencilla. Por 
ella, se han creado diversas formas de establecer esos parámetros. Algunos aulores argumentan 
que existen valores para algunos parámelros que hacen que el algoritmo sea robusto siempre y 
cuando se cumplan ciertas características (véase [HARI99a], [GOLD93]). Otros autores defienden 
la idea de que es inapropiado utilizar los mismos valores durante toda la búsqueda y por lo tanto, 
definen métodos Que controlan los parámetros conforme avanza el algoritmo (p.ej. [BÁCK92] 
[HINT97a1). Algunas clasificaciones de los métodos de definición y control de los parámetros 
pueden enconlrarse en [EIBE99], IANGE95] y [HINT97b]. 

El paradigma de la genética ha provisto a los cientlficos de conocimientos muy valiosos que han 
sido determinantes para el buen funcionamiento de los algoritmos diseñados. Sin embargo, como 
todo paradigma define una visión determinada y oculta otras posibilidades. 

Debido a mi formación de Ingenieria, tengo una visión pragmática respecto al diseño de los 
Algoritmos Evolutivos. No creo necesario apegarse rigurosamente a las ideas inspiradoras de los 
algoritmos. Por ello, pienso Que es posible lograr el comportamiento evolutivo sin necesidad de 
utilizar los operadores genétlcos. Yen consecuencia, reducir la necesidad de definir o controlar los 
parámetros relacionados con estos operadores . 

• Este término es utilizado de manera general para referirse a los algoritmos que Simulan evolución, ya sea en escala 
genética o en otros niveles de abstracción, a saber. Algoritmos Genéticos, Programación Evolutiva y ESlrategias Evolutivas. 
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1.1 Motivación 

A pesar de haberse presenlado por primera vez hace más de veinte años. el área de 105 
Algoritmos Evolutivos sigue siendo un campo fértil de investigación. De manera general, se 
distinguen cual ro rubros bajo los cuales pueden catalogarse la mayoría de los arHculos publicados 
respeclo al tema. 

El primer rubro es el de las aplicaciones donde se muestran múltiples e ingeniosas formas de 
utilizar los Algoritmos Evolutivos (p.ej. [DE1T95], [P1NT99J). Es de llamar la atención que estas 
aplicaciones conciernen no solamente a sectores induslriales sino lambién a otras áreas de 
investigación científica. 

La segunda categoría agrupa a las publicaciones que presentan mélodos para definir o con/rolar 
los valores de los diversos parámetros involucrados en el proceso evolutivo (p.ej. (GREF86], 
[SCHA89J). Ésta es un área de gran interés, ya que los algoritmos tradicionales dependen en gran 
medida de la COrrecta definición o control en el tiempo de dichas variables para la obtención de 
buenos resultados. 

En tercer término encontramos a los desarrollos teóricos del área. En ellos, so procura describir 
las bases formales que fundamentan el comportamiento y resullndos de los algoritmos en 
problemas complejos2 (p.ej. IMÜHL92j, [VOSE96], (RUD097]). A pesar de los grandes esfuerzos 
realizados, todavla no se conoce la naturaleza exacta del comportamiento de los algoritmos. 

La cuarta categoría, en la cual se inscribe la presente tesis, se reliere a aquellos trabajos donde se 
muestran estudios que permiten diseñar nuevos algoritmos evolutivos que mejoren las 
caracterfsticas de los algoritmos anteriores. Debido a la dificultad asociada con '11 diseño, son 
pocos los artículos que podemos encontrar, en comparación con los relacionados con los demás 
rubros. 

Dos sistemas basados en paradigmas distintos, sirvieron como inspiración a esta tesis: los 
Algoritmos Genéticos (GOLD89] y los Sistemas de Hormigas (DORI96] (véase Apéndice A). La 
comparación entre el proceso de aprendizaje de ambos sistemas hace creer que es posible 
diseñar un sistema evolutivo que resuelva rápida y ericienlemente problemas de onlimización, que 
además reduzca la cantidad necesaria de parametros heurísticos. 

1.2 Objetivo 

Estudiar nuevos métodos de evolución mediante la creación de un algoritmo eficiente y efectivo 
que sirva como base para futuras investigaciones. 

2 La complejidad de un problema suelo estar asociada con un aspacio de búsqueda de grandes dimOllsiones y un espacio 
de soluciones reducido. 
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1.30rgsnlzsclón del Documento 

Hasta el momento 59 ha dicho que la optim lzaejón es una tarea de gran importancia. ya que 
consiste en buscar la mejor solución a un problema dado bajo ciertos criterios, lo cual permite la 
reducción del tiempo y costo de los procesos en general. 

También se ha dicho que a pesar del gran auge que han tenido los algoritmos genéticos como 
sistemas de optimización, aun no pueden considerarse sistemas automáticos de aplicación 
general, ya que utilizan operadores que requieren parámetros definidos heurfsticarnente por el 
usuario. 

Como antecedentes del diseño del algoritmo de estudio de esta tesis, se describirá el 
funcionamiento del Algoritmo Genético Simple. Mediante un ejemplo simple se explicará cada uno 
de los procesos que componen al algoritmo para finalizar la sección con el pseudo-código 
correspondiente. 

En el siguiente capítulo se_ describe el Algoritmo Genético Estadfstico. tanto en su fase evolutiva 
como en su fase del escalador. Con él se muestra una nueva técnica evoluti\la basada en el 
modelo de la población a través de un vector de distribución de probabilidad. 

En el capitulo 3 se muestran los experimentos realizados sobre un conjunto de problemas 
matemáticos bien conocidos en el área. A manera de análisis de la función que desempeñan los 
parámetros en el Algoritmo Genético Estadistica, en el capítulo 4 se muestran los resultados 
obtenidos al variar cada uno de los parámetros en un ejercicio determinado. 

Dado que en la Inteligencia Artificial comúnmente se trata con problemas cuyo espacio de 
búsqueda rebasa las capacidades de almacenamiento de los equipos actuales, en el capitulo 5 se 
describen las modificaciones necesarias de la fase genética del algoritmo estadístico para reducir 
el espacio de memoria requerido en ejercicios con tamaños de población grande. 

La definición del modelo probabilfstico. como está planteado en el Algoritmo Genético Estadfstico, 
impone algunas dificultades y limitantes. En el capitulo 6 se describen los problemas encontrados 
y se dan algunas guras para futuras investigaciones. 

En el último capitulo se establecen las conclusiones resultantes del estudio de esta tesis. 

1.4Algorltmo Genético Simple 

En 1975, John Holland [HOLL751 se inspiró en la genética y la selección natural para proponer un 
método computacional de búsqueda, conocido ahora como Algoritmo Genético Simple (SGA~. 

La idea de Holland fue simular parcialmente el proceso evolutivo de las especies haciendo énfasis 
en aquellas funciones de la genética que se considera que tienen mayor influencia en la 
naturaleza; éstas son: la selección natural de los mejores individuos, el apareo o cruza de los 
individuos para la procreación y la mutación como mecanIsmo de adaptación de las especies. 

Los Algoritmos Genéticos (AGs) han sido utilizados con éxito en distintos sectores industriales y de 
Investigación para atacar problemas de optImización, aprendizaje de máquina y programación 
automática, entre otros. En esta tesis, nos enfocaremos a la faceta relacionada con la optimización 
y especfficamente'con-Ia'optimización·de funciones numéricas. 

, DebIdo a sus siglas en Inglés: Simple Gefl6tic Algorlthm. 
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La propuesta original de Holland ha sufrido muchas modificaciones. En el libro "A Comprehensive 
Approach to Genetic Algorithms in Optimization and Leaming" {KURI99aJ se presenta una 
taxonomía en la cual se reconocen 2,624,400 formas de definir un AG. Además de que se 
menciona que esta taxonomía no es exhaustiva'. En múltiples ocasiones se ha demostrado que el 
SGA es comúnmente inferior que sus variantes (véase p.ej. [DAVI91]). A pesar de esto, se sigue 

. tomando el algoritmo original como base y por ello es conocido también como Algoritmo Genético 
Canónico. 

A continuación, veremos los pasos que se siguen al utilizar el SGA y analizaremos el proceso 
mediante un ejemplo ilustrativo. 

Supongamos que se desea conocer el valor máximo de la siguiente función: 

f(x,y) = x+2y 

dados los siguientes Iímites5
: 

-16<x<16 

-16<y<16 

Figura 1: Gráfica de la Función-Ejemplo: f(x,y)=x+2y 

A simple vista podemos observar que el valor máximo es cercano a 48 y se obtiene cuando ambas 
variables tienen valor cercano a 16. 

El hecho de conocer la forma de la función y el resultado de antemano nos ayudará a 
concentrarnos en el proceso del Algoritmo Genético y no en el problema . 

_.- _._--_. ~._-_.,._- . - --- _.-

4 No se incluyen ciertos operadores como la inversión [GOLOaS], ni se consideran variantes del estilo propuesto en esta 
tesis. 

~ Estos límites fueron seleccionados para simplificar la representación que presentaré posteriormente. 

7 



1.4.1 Representación 

El primer paso para la solución de un problema en cómputo consiste en encontrar una 
representación adecuada del mismo. Con ello, se transforma el dominio del problema en el de 
búsqueda. 

Los AGs representan las soluciones factibles con una cadena de caracteres de un aHabeto 
determinado. En los problemas de optímlzación, el valor de cada variable se representa con una 
cadena. Estas cadenas se concatenan para tOlmar una propuesta de solución. Comúnmente se 
utiliza el alfabeto binario (i.e. unos y ceros). 

En el caso de querer representar valores numéricos, S9 puede optar entre diferentes códigos para 
interpretar la cadena. Los códigos más usados son el binario ponderado y el Gray (véase 
apéndice A). En este ejemplo utilizaremos el binario ponderado, ya que es el más simple y refleja 
las caracterfsticas del código que tradicionalmente conocemos: decimal ponderado. 

El ejemplo actual necesita que podamos representar números reales, lo cual nos lleva a una nueva 
decisión: la notación. Podemos optar por notación de punto fijo o punto flotante. Debido al 
funcionamiento de los AGs, suele preferirse la notación de punto fijo. Todos los experimentos de 
esta tesis utilizan esta notación. 

Dadas estas decisiones (alfabeto binario, código binario ponderado y notación de punto fijo), el 
siguiente paso consiste en determinar el número de caracteres o bits que se necesitarán para 
representar la variable, tanto en su parte entera como fraccionaria. 

La cantidad da bits p<:ira la parte antera está determinada por el dominio de la función a optimizar. 
Debe J?Qder representar todos los valores enteros del dominio, ajustándose al menor tamaño 
posible6

• Observamos que el dominio de la función, en este ejemplo, está dado por el intervalo 
(-16,16) para ambas variables. Por ello, seleccionamos cuatro bits enteros para denotar valores 
entre cero y quince. Anexamos un bit extra para representar el signo; cero, para números positivos 
y uno, para números negativos7

, 

La cantidad de bits fraccionarios dependerá de la cantidad de dfgitos decimales de precisión que 
queramos en el resultado final. Para simplificar el ejercicio, supongamos que solamente nos 
interesa un dfgito decimal. Por ello, seleccionamos cuatro bits fraccionarios para su 
representación. 

Con estos datos, podemos formar una cadena de nueve caracteres de longitud que representa el 
valor de una variable. Por ejemplo, la cadena: 

si no 'arte entera árté:fracclóiiai'la; 
1 1 O O 1 O 1 1 

equivale al número decimal -12.6875, calculado de la siguiente manera: 

·1 '·[(1·2')+(1'2')+(0·2 ')+(0·2')+(1·2"' )+(0·2"')+(1·2"3)+(1·2~)I" 

ft Los algoritmos pueden funcionar aun cuando no se utilice el menor tamaño posible, sin embargo, esto puede provocar 
fallas en la eficiencia y efectividad del algorlbno. 

7 Nótese que esta representación nos permite tener un cero positivo y un cero negativo. Para fines prácticos, haremos caso 
omiso de este detalle. 
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Al unir dos cadenas de este tipo obtendremos una propuesta para los valores de las variables del 
problema. En ténninos da los AGs, esta cadena es un cromosoma que determina a un individuo. 

1.4.2 Población Inicial 

La primer etapa del AG consiste en crear un conjunto de individuos con la representación descrita 
anteriormente. A este conjunto de individuos se le conoce como población. Debido a que 
normalmente no contamos con mayor conocimiento que la descripción del problema, se elige el 
valor de cada bit al azara, teniendo la misma probabilidad de seleccionar un cero o un uno. 

La decisión a tomar en este momento es el tamaño que se utilizará para este conjunto. El tamaño 
de la población es un factor determinante en la calidad del resultado final. Existen múltiples 
estudios respecto al tamaño ideal de la pob"ción (p.ej. [GOLD91]. [DEBK92]. [HARI97]). Sin 
embargo, no existe todav(a una fÓmlula general. Es aún, tema de investigación. En este ejemplo 
se eligió arbitrariamente un tamaño de 10 Individuos. En la siguiente tabla se muestra a los 
individuos generados. 

x (binario) .. ;,y (binario) . 
~.part ... 'Pa~ ·1 •• ;I,paM :,,~rte ., .. '" 
1.,0. s~.n e~~ra fracclonarI8~g~ entera racCloriarla . 

1 o 10101 o o 1 o 00001 o 1 o 10.5625 
2 1 1010 1 o 1 1 1 1000 1 o 1 1 -10.6875 
3 1 1 o o 1 o 1 o o o o o 1 o 1 o o o -9.2500 
4 o 111 o o o o o 1 o o 1 o o 1 1 1 14.0000 
5 o 01110 10 1 000001 101 7.3125 
6 o 0000 o 1 1 o 1 o 110 o o o o 0.3750 
7 o o 11 o o 1 o 1 1 o 110 1 o 1 1 6.3125 
8 1 01101 1 1 o 1 1101 O O O O -6.8750 
9 O 1101 O 1 O 1 O 1010 O O 1 O 13,3125 
10 O 1 O O 1 O 1 O 1 1 1 1 01 1 1 1 O 9.3125 

0.6250 
-8.6875 
2.5000 

-2.4375 
0.8125 

-6.0000 
-6.6875 

-13.0000 
10.1250 
13.8750 

Tabla 1. Pnmera GeneracIón de Individuos del Problema-Ejemplo. 

6 Debido a su naturaleza, ninguna computadora es capaz de generar secuencias de números verdaderamente a!eatorios (al 
azar). Por ello, se utilizan secuencias pseudo-a!eatorlas que cumplen con ciertas propiedades y que a los humanos nos 
pareesn ser aleatorios. Para fines prácticos, estas secuencias son suficientes. En esta tesis, no haré diferencia al respecto. 
Si el !ec!or desea conocer más sobra el tema, puade consultar [KNUT69j. 
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1.4.3 Evaluación 

El siguiente paso del Algoritmo Genético consiste en definir una función que dada una propuesta 
de solucl6n al problema (i.9. un Individuo). indique qué tan buena o mala es ésta con respecto a los 
demás indivtduos de la poblaci6n9

. En casos como éste, de maximización de funciones numéricas. 
la decisión es simple: se utiliza la función a optimizar como función de evaluación. puede optarss, 
también, por una función con un comportamiento similar. Por ejemplo, para optimizar la función 
l(x)=5x+2 en un rango da valores posijlvos pueda utilizarse simplemente g(x) = x, ya que: 

\I(>1.x2)(t(>1) = f(x2) $> g(>1) = g(x2»)Y (1(>1) > 1(x2) $> g(>1) > g(x2». 

La selección de la función de evaluación (o en inglés fitness) determina la velocidad con la cual se 
encontrará una solución final. En el esquema del SGA, es conveniente que las mejores soluciones 
(Le. individuos mejor adaptados) tengan un valor de evaluación mayor. Es decir, en el caso de 
querer minimizar una función conviene utilizar como función de evaluación la función de 
optimización multiplicada por menos uno. 

En este ejemplo, ambas funciones son equivalentes. A continuación se presentan los resultados 
de la evaluación de cada individuo. 

,no. 
. "-' i:: ~v~lú8cI611(e 

1 10.5625 0.6250 11.8125 
2 -10.6875 ·8.6875 ·28.0625 
3 ·9.2500 2.5000 ·4.2500 
4 14.0000 ·2.4375 9.1250 
5 7.3125 0.8125 8.9375 
6 0.3750 ·6.0000 ·11.6250 
7 6.3125 -6.6875 ·7.0625 
8 ·6.8750 ·13.0000 ·32.8750 
9 13.3125 10.1250 33.5625 
10 9.3125 13.8750 ·18.4375 

Tabla 2: Valores de Evaluación de los IndIviduos en el Problema-Ejemplo. 

1.4.4 Evolución 

Un Algoritmo Genético procura explotar la Información existente en una población para generar 
nuevas propuestas de solución con la esperanza de que éstas sean, en promedio, mejores que las 
de la generación 10 anterior. Como podemos damos cuenta, se trata de un proceso repetido de 
generación y explotación de datos. 

La manera en la cual se explota la información en el SGA es empfrica e imp1fcita. Se utilizan tres 
operadores que pretenden simular a los principales procesos de la genética: selección, cruza y 
mutación. De manera general, se eligen dos individuos de la población (o cromOSOmas en 
términos genétiCOS). se combinan sus caracterfsticas y se modifican ligeramente, produciéndose 

• Nótese que, aunque la mayorla de las veces se utiliza una función global que diferencia la calidad de la solución con 
respecto a todas las posibles soluciones, es suficiente con una función relativa a la población actual. 

I~ En esta tesis utilizaré indistintamente los términos -población- y "generación- para referirme al miSmo concepto. 
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dos nuevos individuos. 'Este proceso se repite tantas veces como sea necesario para alcanzar el 
tamaño de la población. 

A continuación explicaré cada uno de los operadores de evolución, tal como se utilizan en el SGA. 

1.4.4.1 Selección 

Existen diversos esquemas con los cuales se "aparean" los individuos. Se reconocen dos grandes 
categorfas: determinfsticos y probabilfstlcos. Los esquemas determinfstlcos definen de antemano 
cuales propuestas se combinarán, de acuerdo con los resultados obtenidos en la evaluación. Los 
esquemas probabilísticos definen para cada individuo un valor de probabilidad asociado con Su 
evaluación y utilizan estos valores en un ámbito de competencia. Para mayor información respecto 
a los diferentes esquemas de selección, véase [KURI99a, pp.16~20] 

El SGA utiliza un esquema probabiHstico conocido como Selección Proporcional, coloquialmente 
Selección de la Ruleta. El método consiste en encontrar una distribución de probabilidad (Le. 
valores en el intervalo (0,1) tal que su suma es igual a uno) relacionada con la población. Se 
genera un valor aleatorio1t en (0,1] y se compara con la distribución. El individuo cuyo rango de 
probabilidad cubra el valor aleatorio, es seleccionado. 

La distribución de probabilidad se obtiene al normalizar los valores de la función de evaluación en 
el rango (0,1). Primeramente, se alteran los vatores, de tal forma que se obtengan exclusivamente 
números positivos. Una manera de hacerlo sumar a cada uno, la suma del valor absoluto del 
menor valor más la media de tocios los valores. Es decir, 

Es importante cuidar que el valor agregado no reduzca demasiado la diferencia proporcional entre 
los valores. 

Posteriormente, cada uno de estos nuevos valores es dividido entre la suma de ellos. Obtentendo 
finalmente el valor normalizado. 

e' <1>.--'­
I -l:s'¡ 

Con este procedimiento obtenemos los resultados mostrados12 en la Tabla 3. La constante 
sumada para obtener e' es 49.45. La suma de los valores 9' es 455.625. La última columna indica 
ellfmite superior del rango de probabilidad cubierto, obtenido de la suma acumulada de los valores 
<l> de los Individuos anteriores. 

11 Se asume que todoS los números aleatorios utilizados están dlstnbuldos de manera uniforme (te. existe la misma 
prObabilidad de elegir cualquier valor en el intervalo). 

12 Los resultados de la evaluación aparecen en las tablas con cuatro o más dfgllOS decimales, de los cuales solamente el 
primero es significativo. Esto de acuerdo con la representación elegida en un principio. 

, , 



no. . ~ o' . o. CIi r8"go(r)" 
1 11.8125 61.2625 0.13446 0.13446 
2 28.0625 21.3875 0.04694 0.18140 
3 ·4.2500 45.2000 0.09920 0.28060 
4 9.1250 58.5750 0.12856 0.40916 
5 8.9375 58.3875 0.12815 0.53731 
6 ·11.6250 ·37.8250 0.08302 0.62033 
7 ·7.0625 42.3875 0.09303 0.71336 
8 ·32.8750 16.5750 0.03638 0.74974 
9 33.5625 83.0125 0.18219 0.93193 
10 ·18.4375 31.0125 0.06807 1 .. T ab/a 3. Valores de Nonnallzaclón y Rango de Probabilidad . 

Supongamos que obtenemos al azar el número a = 0.557260. Buscamos en la tabla aquel 
individuo cuyo Hmite superior de rango sea el rnfnimo mayor o igual que a. En este caso se trata 
de '6= 0.62033. Por lo tanto, el sexto individuo es seleccionado. 

Nótese que dada esta distribución, aquellas propuestas con mejor evaluación tienen mayor 
probabilidad de ser seleccionados. En términos genéticos, se dice que aquellos indMduos mejor 
adaptados tienen mayor probabilidad de supervivencia. Esta propiedad permite que las 
caracterfsticas (o los genes) de las mejores soluciones permanezcan en la siguiente generación y 
por lo tanto, se evolucione. En otras palabras. la selección gula la búsqueda procurando mantener 
las propiedades que conforman una Qbuena" solución. 

En el ejemplo que consideramos, se desea mantener el mismo número de individuos a través de 
las generaciones. Por tanto, el número de cadenas elegidas deberá ser el mfnimo número par 
mayor o igual que el número total de cadenas existentes; en este caso, diez. En la siguiente tabla 
se enlistan las cadenas seleccionadas y el valor aleatorio a por el cual se eligieron. En términos 
estadfsticos. se dice que se trata de una selección proporcional con reemplazo. Nótese que los 
individuos con mejor evaluación fueron seleccionados en más ocasiones, tal como se esperaba. 

no. ; valór- . 
: aleato;ló'(~l 

4 0.32432 
5 0.41981 
7 0.67256 
9 0.84555 
5 0.49197 
4 0.35436 
10 0.95205 
7 0.62685 
1 0.01097 
3 0.22208 . . 

Tabla 4: Selección de IndIviduos de acuerdo con su rango de probabilidad . 

1.4.4.2 Cruza 

- - El siguiente paso consiste en tomar de dos en dos las cadenas seleccionadas (la primera con-la 
segunda, la tercera con la cuarta, etc.) y se procede a combinar sus genes. Nuevamente, existen 
diversos métodos para realizar esta combinación. La cruza utilizada en SGA es conocida como 
cruza de un punto. Consiste en seleccionar aleatoriamente un número entero e en el intervalo (O, 1), 
donde I es la longitud de la cadena que representa a la solución. En este caso: 1= 18. Al valor e 
se le conoce como punto de cruza. 
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Se forman dos nuevas cadenas combinando todos los caracteres de una cadena cuya posición sea 
menor o igual que e y con aquellos caracteres de la otra cadena cuya posición sea mayor que c. 
Las nuevas" cadenas forman parte de una nueva población. La generación anterior es 
reemplazada por los nuevos individuos. 

Si los individuos seleccionados son el cuarto y el quinto, y e = 12, obtendremos las propuestas 
mostradas en la siguiente figura: 

011100oo0100~100111 

001110101oo0~001101 
a) Padres, antes de la cruza 

011100000100001101 
001110101000100111 

b) Hijos. después de la cruza 
Figura 2: Cruza de un solo punto de dos cadenas genéticas. 

Un dato interesante de este mecanismo, es que no utiliza ninguna información respecto a la 
interpretación de los bits. No se distinguen a las variables ni a sus partes. Se considera que a 
pesar de ello, se pueden crear individuos mejor adaptados. 

La siguiente tabla muestra el resultado de la .cruza de los individuos seleccionados previamente. 

No. "Nu"evos"lndlvlduo8 " Padres Pt6;Cruza 
11 011100000100001101 4.5 10 
12 001110101000100111 4.5 10 
13 001010101010100010 7.9 3 
14 011100101101101011 7.9 3 
15 001110000100100111 5.4 6 
16 011100101000001101 5.4 6 
17 011100101101101011 10.7 2 
18 000010101111011110 10.7 2 
19 010101001000001000 1.3 13 
20 110010100000101010 1.3 13 

Tabla 5. Segunda Generación, después de la cruza. 

1.4.4.3 Mutación 

Debido a que el operador de cruza procura mantener las caracterrsticas de los individuos más 
destacados, se corre el riesgo de sesgar demasiado de búsqueda. Por ello, es necesario un 
operador que permita explorar nuevas regiones del espacio de búsqueda. El balance correcto 
entre estas dos fuerzas determina la calidad del resultado final y la rapidez con la cual se alcanza. 

En el SGA, el operador utilizado como inyector da variabilidad es la mutación" Consiste en 
modHicar el valor de los bits de la población dada cierta probabllidad. Nuevamente, el lector podrá 
encontrar en la literatura diversas formas de realizar la mutación (p.ej [MITC96]). En el estudio de 

-- esta tesis se considerará exclusivamente la"mutación"uniforme. 

En la mutación uniforme, todos los bits, no importando su posición o alguna otra propiedad, tienen 
la misma probabilidad de mutación (Pm). La manera más simple, aunque no la más eficiente, da 
Implementar este operador genera un número al azar en [0,1) para cada bit y compara dicho 
número contra Pm, si es menor entonces se modifica el valor del bit, de lo contrario permanece 
igual. Esto es: 

13 



'IbEGb~{~b si(aleatorio(O,1)<Pm ) 

, b de lo contrario 

donde b es un bit cualquiera y G es la población o generación. 

En la siguiente tabla 59 muestran los bits mutados con negritas e itálicas, habiendo utilizado una 
probabilidad de mutación de 0.003. Este valor fue seleccionado arbitrariamente. Se pueden 
observar también en la tabla el resultado de la evaluación de las cadenas genéticas. 

No. . IÍlijlvldlJOs x ·;Y':· .. '. ·e:·' 
11 011100000100001101 14.0000 ·0.8125 12.3750 
12 001110101000100111 7.3125 2.4375 12.1875 
13 001010101010100010 5.3125 10.1250 25.5625 
14 011100101100101011 14.3125 ·2.6875 8.9375 
15 001110000100100111 7.0000 -2.4375 2.1250 
16 001100101000001101 6.3125 0.8125 7.9375 
17 011100101101001001 14.3125 -4.5625 5.1875 
18 000010101111011110 1.3125 13.8750 -26.4375 
19 010100001000001000 10.0625 0.5000 11.0625 
20 110010100000101010 -9.2500 2.6250 -4.0000 

Tabla 6. Segunda GeneracIón, después de la MutaCión. 

Al finalizar la mutación, obtenemos una población que en promedio mejora a la población anterior. 
En la siguiente tabla podemos ver que la nueva generación tiene una media mayor y una menor 
desviación estándar. Otra observación interesante es que el valor máximo de la segunda 
generación no superó a aquel de la primera. Este es un comportamiento nonnal del SGA. 
Recuerde que en este algoritmo, el comportamiento promedio es más importante que los valores 
máximos. Existen algunas varIantes que conservan los mejores valores de una generación a otra. 
Se dice que 9StaS variantes utilizan elitismo [KURI99a). El elilismo puede ser parcial o completo 
dependiendo de la cantidad de individuos que perduren. 

, Genei'ac. ". "Mínimo," .. MáXlmo. Medl.{j1) . Desv.Est.{a)· 
1 -32.8750 33.5625 -3.88750 20.2465 
2 ·26.4375 25.5625 5.49375 13.6012 

Tabla 7. Valores estadrstlcos de las dos pnmeras generaciones. 

1,4.5 Terminación 

Como se dijo anteriormente, un Algoritmo Genético es un proceso repetido de generación y 
explotación de datos. En las secciones anteriores vimos cómo explotar la Información contenida 
en una población para generar una nueva. Surge ahora la pregunta: ¿cuántas veces debe 
repetirse este proceso? 

El proceso se repite hasta que se cumpla alguna condición definida por el usuario. Algunas de las 
condiciones más comunes se enlistan a continuación. 

14 



• Convergencia: Esta condición se presenta cuando el algoritmo no es capaz de generar 
nuevos individuos por medio de la cruza. Lo anterior ocurre cuando son Idénticas 
todas las cadenas que representan a la población. Al ocurrir esta condición, la 
capacidad de exploración se reduce exclusivamente a lo que el operador de mutación 
pueda lograr13

• La probabilidad de mutación en el SGA es estática (Le. no varra 
conforme avanza el algoritmo) y normalmente pequeña14

• Esto provoca que la 
probabilidad de encontrar nuevos patrones sea muy reducida y se requiera gran 
esfuerzo para lograrlo. Por ello, en términos generales se considera que una vez 
habiendo convergido el algoritmo, no tiene sentido continuar la búsqueda. 

• Costo Máximo de Proceso: La etapa más costosa, en términos de proceso computacional, 
de un AG es la evaluación. En algunos caso es posible que se requiera de un 
procedimiento muy complejo para obtener el valor de fitness. Debido a esto, el usuario 
puede optar por definir previamente un costo máximo de proceso para el algoritmo. 
Este costo puede establecerse por medio de un número máximo de generaciones o 
bien, un número máximo de evaluaciones. El algoritmo termina al alcanzarse este 
máximo, si antes no ocurre alguna otra condición de terminación. 

Resultado Satisfactorio: Otra condición suficiente para finalizar el proceso se da cuando 
alguna de las soluciones propuestas en la población actual es satisfactoria para los 
fines para los cuales Se haya aplicado el algoritmo. La medida de lo satisfactorio se 
define para cada problema en particular. Por ejemplo, si queremos conocer las 
medidas que maximizan el volumen de una caja de cartón dada cierta cantidad de 
material, puede ser suficiente con alcanzar un volumen determinado aún cuando éste 
no sea el máximo. 

En el problema-ejemplo se utilizó la convergencia como condición de terminación. Ésta se alcanzó 
en la generación ciento catorce. A continuación se presentan los resultados obtenidos en una 
ejecución del algoritmo, 

1.4.6 Resultados 

El algoritmo genético, utilizado como lo acabamos de presentar, tiene un comportamiento general 
como el que se muestra en la Figura 3. Conforme pasan las generaciones, el valor promedio de la 
evaluación de los individuos tiene incrementos cada vez menores y la desviación estándar tiene 
ciclos en los cuales su valor se va reduciendo paulatinamente. Dada la naturaleza aleatoria del 
algoritmo, en ocasiones se encuentran cadenas cuya evaluación produce saltos en la desviación, 
valores grandes que poco a poco se reducen. 

Lo anterior nos indica que, efectivamente, el algoritmo encuentra implfcitamente patrones que 
mejoran la evaluación de los individuos (véase Gráfica A de la Figura 3). También podemos 
observar que, al repetir con mayor frecuencia dichos patrones, las diferencias entre las propuestas 
de solución se reducen (véase Gráfica B de la Figura 3) y esto nos lleva eventualmente a la 
convergencia (I.e. cuando todos los individuos de la población son idénticos). 

Entre los investigadores de computación, a los patrones se les conoce con el nombre de 
esquemas. 

13 Existen métoclos, conocidos como escaladores (o en inglés H1/I-Climbers). que basan su comportamiento únicamente en 
la mutación. Serán estudiados posteriormente, al referimos al Algoritmo Genético Estadlstico. 

,. Si la probabilidad de mutación no fuara pequeña, desviarla demasiado la búsquoda y se perderlan los patrones de los 
mejoras individuos encontrados con la cruza. 
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Figura 3: Gráficas del promedio y desviación estándar del fitness por generación del 
Algoritmo Genético Simple. 

En la siguiente tabla se presentan los resultados finales obtenidos después de una ejecución del 
algoritmo. Recuerde que se trata de un sistema en el que interviene en buen medida el azar, por lo 
cual Jos resultados de diferentes ejecuciones del algoritmo para el mismo problema pueden variar. 

~enerac .. Irid,I~,~~~ , _ .j:" 
, - , y, e 

Convergencia 114 011111101010100101 15.8125 10.3125 36.4375 
f\!áx/mo Global 106 011111101011100101 15.8125 14.3125 ~.4375 
fMáximo Teóriex; . 011111111011111111 15.9375 15.9375 ~7.8125 

Tabla 8. Resultados alcanzados y máximo te6nco del ProblemapEJemplo. 

En este caso, no se obtuvo el mejor resultado posible mostrado en el tercer renglón de la Tabla 8. 
Esto puede deberse a la selección arbitraria que se hizo de los parámetros del sistema. A pesar 
de ello, existe una diferencia muy pequeña entre el máximo encontrado y el valor teórico. 
Solamente varían cuatro bits, lo que equivale a un errar aproximado del veintidós por ciento. 
Nótese, también que de acuerdo con la representación definida los bits errados se encuentran en 
posiciones de bajo peso para las variables del problema. 

1.4.7 Pseudo-código 

Hablando estudiado con ejemplo sencillo el comportamiento general de un algoritmo genético, 
estamos en posición de definir un pseudo-código. Recuérdese que se trata de una versión 
simpl~icada, siendo ésta suficiente para efectos de esta "tosis. La siguiente figura describe el 
pseudo-código. 
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INICIALIZACiÓN 
Sea P la población actual, N el número de individuos en la población, pm la 
probabilidad de mutación, lla longitud de la cadena genética. Sea fla 
funci6n de evaluaci6n e i el número de genexaci6n actual 

POBLAaÓN INIClAL 

1. Seai=O 
2. Genere N cadenas binarias de longitud 1, eligiendo cada bit con la 

misma probabilidad (i.e. 0.5) de ser cero o uno. 

EVALUACiÓN 
3. Para cada individuo de la población actual P. 

3.1. Decodifique el valor propuesto de las variables. 
3.2. E''81úe al individuo de acuerdo con sus variables y la funci6nf. 

CONDlCIÓN DB 'fBRMINAOÓN 
4. Verifique si :;:e ha cumplido alguna condición de terminación. En caso 

afirmativo. vaya al paso 10. 

EVOLUCiÓN 
5. Seleccione con reemplazo NJ cadenas. teniendo mayor probabilidad de 

ser elegidas aquellas con mejor evaluación. 
6. Para cada par de cadenas: 

6.1. Genere un númerocen tl,I] 
6.2. Cruce los primeros e bits de ambos individuos. 
6.3. Agregue estos dos individuos2 a un nuevo conjunto Q. 

7. Con probabilidad Pm mute el valor de los bits de Q. 
8. Reemplace P con los individuos de Q. 
9. Vaya al paso 3. 

REsULTADO 
10. Muestre el resultado. 
11. Termine. 

N+l si N es impar. 
Solamente uno si N es impar y es la última pareia. 

Figura 4: Pseudo-códígo de un Algoritmo Genético SImple. 
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2 Algoritmo Genético Estadístico 

El Algoritmo Genético Estadfstico {STA lí. que propongo en esta tesis. representa un esfuerzo por 
diseñar un algoritmo evolutivo eficiente y efectivo de aplicación general para resolver problemas de 
optimización. A la vez, se presenta como una plataforma para el estudio de una técnica nueva de 
evolución que cOr:lsiste en el uso de un modelo probabilístico de la población para guiar la 
búsqueda. 

El STA imita. de manera estadística. el comportamiento de los operadores genéticos tradicionales 
(Le. selección, cruza y mutación) evitando su uso y su consecuente definición de parámetros que 
en muchas ocasiones resulta tediosa y heurfstica. Este algoritmo trabaja en dos fases: una 
genética - encargada del proceso de búsqueda propiamente dicho y una fase del escalador -
encargada de refinar la mejor solución alcanzada en la etapa anterior. 

En los experimentos realizados sobre un conjunto de problemas de optimización numérica y 
diversas variantes del algoritmo se obtuvieron resultados satisfactorios en comparación con el SGA 
tanto en la calidad de los resultados como en cuanto al tiempo de proceso y uso de memoria. 

En la siguiente sección se mostrará la fase evolutiva, del sistema. Se describirá su comportamiento 
y se presentará el pseudo-código asociado. En una sección posterior, se mostrará la fase del 
escalador y las razones por las cuales ésta es necesaria .. 

2.1 Fase Ganétlce 

La fase genética del Algoritmo Genético Estadistica, como cualquier algoritmo evolutivo, cuenta 
con un ciclo de generación-explotación de la información. La diferencia de este método con lOS 
tradicionales radica en la manera en la cual Se generan nuevas propuestas de solución al 
problema. 

En un algoritmo genético tradicional, la población contiene información referente al espacio de 
búsqueda que ha sido explorado previamente. Los operadores de selección y cruza se utilizan 
para explotar esta información, generando nuevas soluciones (o individuos) potenCialmente 
mejores. La selección permite guiar al sistema en la búsqueda, replicando mayor cantidad de 
veces aquellos patrones (o esquemas) que forman una buena solución. La cruza combina las 
caracterrsticas encontradas para explorar diferentes zonas del espacio de búsqueda. 

En el STA, la información obtenida de la población es modelada mediante un vector de 
probabilidad16

• Este vector tiene tantas variables como genes (bits) existan en un individuo. Cada 
variable es una estimación de la probabilidad de que el bit correspondiente a la posición de la 
variable sea uno en la solución óptima. Dado que los valores se encuentran entre cero y uno, 
podemos ver al vector de probabilidad como un genoma difuso. En realidad, estamos definiendo 
un conjunto de funciones de distribución de probabilidad, una por cada bit en el genoma (véase la 
nota 16 al pie). 

15 Por sus siglas en Inglés: Stat/stlcsJ Genetic Afgorithm {KURI99b]. 

- . 
18 El término "vector de probabilidad" se refiere a vectOres que contienen valores positivos y cuya suma es igUal a uno. La 
estructura que se utiliza en el algoritmo STA es en realidad une. matriz con tantas columnas como bits en el genoma y 
tantos renglones como caracteres en el código utilizado. cada columna de asta matriz es un vector de probabilidad. 
DebidO a que en toda la tesis solamente se utUlza código binario, la matriz puede simplificarse tomando solamente la 
probabilidad de ser uno, ya que la otra es complementaria P(O)=1-P(1). Por ello, se abusaré del término vector de 
probabilidad pam referirse a esta matriz simplificada. Nótese que los términos del vector renglón de la matriz simplificada 
no suman uno. 
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El Uso del vector de probabilidad reemplaza a la selección y la cruza en el proceso de creación de 

nueVas solucIones. Para cada bit k de un nuevo individuo, se genera un número aleatorio Pk entre 
cero y uno a partir de una distribución uniforme. si éste es menor que el k-éslmo elemento del 
vector de probabilidad, entonces el bit k del nuevo individuo será igual a uno o de lo contrario será 
cero. En la siguiente figura se muestra un ejemplo de la creación de un Individuo. 

l' 2 3. ·4, .5 6 7 
Vector de probabilidad 0.3590 0.8694 0.5000 0.1461 0.2774 0.6613 0.7823 
p, 0.3924 0.2595 0.5213 0.5868 0.9739 0.0975 0.7092 
Nuevo Individuo O 1 O O O 1 1 

.' Tabla 9. Ejemplo de la creación de un mdlVlduo basado en un vector de probabilIdad. 

En la primera generación, se inicializan las variables del vector de probabilidad en 0.5. Esto 
produce el mIsmo efecto que en el SGA al crear la población inicial. En las generaciones 
subsecuentes. el vector de probabilidad P se calcula a partir del valor normalizado el> de la 
evaluación de los individuos de la población (véase el tema Selección, pág.11). de acuerdo con la 
siguiente fórmula: 

" 
P, = ¿'ol>Jbfk k=l . .1 

Ja' 

donde I es la longitud del g9noma, n es el número de individuos en la población y bp. denota el 
k-ésimo bit del individuo j. 

Si consideramos a la población utilizada en el ejemplo del SGA (Tabla 1) y su evaluación (Tabla 3}. 
podemos calcular el vector de probabilidad que la modela como se muestra en la siguiente tabla' • 
en la cual se multiplicó cada bit por el valor <l> del IndMduo. La suma de estos valores da como 
resultado al vector de probabilidad, registrado en el último renglón de la tabla. 

x :y 

In arte' entera. parte ;racclonarla 's!in . .. ¡'artEfantera ..liarte f'r'acclonilrla 
)00 0.134 0.000 0.134 0.000 0.134 0.000 0.000 0.134 0.000 0.000 0.000 0.000 0.000 0.134 0.000 0.134 0.000 
)47 0.047 0.000 0.047 0.000 0.047 0.000 0.047 0.047 0.047 0.047 0.000 0.000 0.000 0.047 0.000 0.047 0.047 
)99 0.099 0.000 0.000 0.099 0.000 0.099 0.000 0.000 0.000 0.000 0.000 0.099 0.000 0.099 0.000 0.000 0.000 
)00 0.129 0.129 0.129 0.000 0.000 0.000 0.000 0.000 0.129 0.000 0.000 0.129 0.000 0.000 0.129 0.129 0.129 
lOO 0.000 0.128 0.128 0.128 0.000 0.128 0.000 0.128 0.000 0.000 0.000 0.000 0.000 0.128 0.128 0.000 0.128 
lOO 0.000 0.000 0.000 0.000 0.000 0.083 0.083 0.000 0.083 0.000 0.083 0.083 0.000 0.000 0.000 0.000 0.000 
lOO 0.000 0.093 0.093 0.000 0.000 0.093 0.000 0.093 0.093 0.000 0.093 0.093 0.000 0.093 0.000 0.093 0.093 
l36 0.000 0.036 0.036 0.000 0.036 0.036 0.036 0.000 0.036 0.036 0.036 0.000 0.036 0.000 0.000 0.000 0.000 
000 0.182 0.182 0.000 0.182 0.000 0.182 0.000 0.182 0.000 0.182 0.000 0.182 0.000 0.000 0.000 0.182 0.000 

000 0.086 0.000 0.000 0.068 0.000 0.068 0.000 0.068 0.086 0.068 0.068 0.000 0.086 0.068 0.068 0.068 0.000 
183 0.659 0.586 0.568 0.478 0.218 0.690 0.166 0.653 0.456 0.334 0.281 0.586 0.104 0.570 0.325 0.653 0.397 .. -Tabla 10. Cálculo del vector de probabilidad correspondIente a la poblaCión del Problema Ejemplo 

de la sección 1.4 

El operador de mutación no es necesario teóricamente, ya que las variaciones estadísticas 
envueltas en el proceso proveen la capacidad de explorar zonas desconocidas del espacio de 

- - 'búsqueda y evitar la convergencia prematura. Sin embargo, en la práctica se obserVó que un 

11 Debido a razones de espacio en la hoja. los valores fueron redondeados a tres drgltos. 
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factor pequeño de mutación es útil en el proceso. En este esquema, la mutación es un proceso 
estadfstlco pues depende no sólo de la probabilidad de mutación sino también de la probabilidad 
del gen denotada en el· vector de probabilidad. Por lo mismo, tfpicamente el valor de la 
probabilidad de mutación es menor que el que se utilfzarfa en el SGA. 

Los procesos de evaluación y normalización pueden ser iguales a los que se definieron en la 
sección 1.4. Las condiciones de terminación definidas para los algoritmos genéticos siguen siendo 
válidas. La convergencia puede verHlcarse ahora también en el vector de probabilidad. Esta 
condición ocurre cuando el vector deja de ser difuso, es decir, cuando todos los valores del vector 
de probabilidad son cero o uno. 

En la práctica, no es frecuente que en el Algoritmo Genético Estadfstico ocurra una convergencia 
completa debido a las fluctuaciones estadfstlcas que mencionamos anteriormente y a limitantas en 
la expresividad del vector de probabilidad (véase Sección 6.3). Sin embargo, es posible definir 
una medida de convergencia dada por el porcentaje de genes en el vector de probabilidad cuyo 
valor está definido en cero O uno. 
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Figura 5: Gráfica del comportamiento tfplco del porcentaje de convergencia en el STA. 

Trpicamente la curva de convergencia tiene crecimientos con incrementos cada vez menores. El 
porcentaje de convergencia está directamente relacionado con el gradO de aprendIzaje del 
sistema. Esta relación explica el comportamiento de la curva. Inicialmente existe una etapa de 
exploración en la cual es relativamente simple discriminar los patrones útiles, situación que se 
refleja en un crecimiento inicial acelerado en la curva de convergencia. Conforme transcurre el 
tiempo, los patrones entre los cuales se debe discernir tienen mayor simi/nud. Lo anterior produce 
una desaceleración en la tasa de aprendizaje y consecuentemente un crecimiento menor en el 
porcentaje de convergencia. 

Haciendo un análisis de la gráfica de convergencia, nos damos cuenta que exIste un punto en la 
ejecución del algoritmo a partir del cual el esfuerzo' requerido para avanzar en el aprendizaje es 
considerablemente mayor en comparación con las primeras generaciones produciendo un 
desperdicio enorme de recursos computacionales. Conviene, entonces, un cambio en la estrategia 
de optimización -la fase del escalador. 

-Erpuntó exacto para el cambio de estrategia puede determinarse de diversas formas. Por ejemplo, 
puede definirse un costo máximo de proceso en relación con el número da generaciones, de 
evaluaciones o cualquier otra medida. Puede también analizarse el tiempo transcurrido a partir de 
la última mejora en el resultado hasta el momento actual y terminarse 01 algoritmo si no existen 
cambios o éstos son mrnimos en un periodo determinado. 
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Se encontró que las medfdas Que determinan inicialmente un costo de proceso requieren del 
conocimiento previo del problema que tenga el operador. Su definición depende de la complejidad 
de cada problema. Aquellas que analizan [os resultados no son plenamente confiables ya que se 
ven afectadas por las variaciones estadfsticas propias del método de evolución. 

Por lo anterior, se decidió utilizar la curva de convergencia para determinar el momento del cambio 
de estr.ategia. El análisis del porcentaje de convergencia está directamente relacionado con la tasa 
de aprendizaje, no requiere ninguna heurística particular a cada problema y el costo computacional 
asociado es muy bajo. Entonces, la fase genética del STA finalizará cuando la pendiente de la 
cUlVa de convergencia alcance un valor cercano a cero. 

Contamos ahora con un algoritmo que utiliza un vector como modelo de la población para generar 
nuevas propuestas y actualiza dicho vector al finalizar la creación de cada generación. En la 
siguiente figura se muestra el pseudo-código correspondiente. 

INICIAUZAClóN 

Sea n la población actual, N el ntlmero de individuos i en la población, ro 
la probabilidad de mutación, lla longitud de la cadena genética. Sea fla 
fWlci6n de evaluación, g el número de generación actuaJ y P el vector de 
probabilidad 

1. Sea g = O Y P t = 0.5 para toda k tal que 1<= k <= 1 

POBLACIÓN INIClAL 

2. Genere N cadenas binarias ni de longitud 1, eligiendo cada bit k con 
probabilidad Pk. (Le. 0.5) de ser cero o uno. 

EVALUACIÓN 

3. Para cada individuo i de la población actual n. 
3.1. Decodifique el valor propuesto de las variables. 
3.2. Evalúe al individuo de acuerdo con sus variables y la funci6n! 

Llame a este valor de evaJuación e. 

CONDICiÓN DB TBRMn-:ACIÓN 

4. Verifique si se ha cwnplido alguna condición de terminación. En caso 
afirmativo. vaya al paso 11. 

EVOLUCIÓN 

5. Desplace los valores e de evaluación de las N cadenas a un rango de 
números positivos. según la siguiente fórmula: 

e'¡= el-menee,) 

e'¡ = máx(e¡) - e¡ 

para maximizar o 

para minimizar 

e' 
6. Nonnalice los valores obtenidos entre cero y uno: ct» i = -~ , 

" o, 
CONTINUA 
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CONTINUACIÓN 

7. ActuaUce los valores del vector de probabilidad de acuerdo con la 
siguiente fónnula: 

p.=t4>i¡. k =1..1 
1=1 

donde 1 es la longitud del genoma, n es el número de individuos en la 
población y bit denota el k-ésimo bit del individuo). 

8. Repita N veces: 
8.1. Paracadajdesde 1 hasta 1: 

8.1.1. Genere dos valores aleatorios O <= Pj, Pt < lde una 
distribución uniforme 

8.1.2. Sipj>m: 
bj = 1 si Pt<= Pj ,O de otro modo 

sino mute estadísticamente: 

bJ = O si Pt<= Pj ,1 de otro modo 
8.2. Agregue un individuo compuesto por la concatenación de los 1 bits 

generados en el paso anterior a una nueva población r 
9. Reemplace 11 COn los individuos de r 
10. Incremente el número g de generación actual. Vaya al paso 3. 

RESULTADO 

11. A1macene el resultado. 
12. Continúe con la fase del escalador. 

Figura 6: Pseudo~ígo de la fase genética del Algoritmo Genético Estadístico. 

2.2 Fase del Escalador 

La fase estadfstica del STA puede considerarse como un algoritmo completo, ya que adecuando 
correctamente sus parámetros puede dar respuestas efectivas. Sin embargo, su eficiencia va en 
decremento conforme avanza el algoritmo, dada su naturaleza estadCstica. En un principio, las 
cadenas son generadas de manera aleatoria. Por ello, es común que exista una varianza (<1) muy 
grande entre los valores de evaluación de estas cadenas. El algoritmo de la fase estadfstica 
explota eficientemente estas diferencias para guiar la búsqueda. Al hacerlo, provoca que las 
nuevas generaciones tengan varianzas cada vez menores hasta el punto en que ésta sea muy 
cercana a cero (er := O) implicando convergencia. Una varianza menor indica que existen menos 
diferencias estadfsticas entre los valores y por ende, menor fnformación que explotar. 

Debido a lo anterior y con objeto de mejorar la eficiencia del algoritmo global, se decidió finalizar 
prematuramente la fase estadrstica y ejecutar un algoritmo escalador sobre la mejor respuesta 
encontrada para llevarla al punto más alto (Le. óptimo local o posible~ente global). 

Existen diversos tipos de escaladores [MITC96) (conocidos en inglés como Hill-climbers) que son 
una variación evolutiva especial. En astas sistemas, se modifica sistemAticamente una cadona 
genética y se comp~ra su evaluación contra la del genoma sin modificar continuando el mismo 
proceso con la mejor de ellas hasta que no se puedan encontrar mejoras. Un ciclo del escalador 
termina en este momento, considerado como el punto en el que cualquier modificación.a la cadena 

.. resulta -en un deterioro de la- evaluación. El algoritmo puede realizar-varios ciclos utilizando en 
cada caso una cadena inicial distinta. El proceso termina cuando se haya encontrado una 
secuencia de bits óptima o se haya realizado un determinado número de evaluaciones. 
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La fase del escalador del STA utiliza solamente un ciclo que toma como cadena inicial a la mejor 
propuesta de solución encontrada en la fase genética. Dado que a la fase del escalador precede 
una fase genética en la que se encontró una buena solución, la intención es llevar a esta cadena al 
punlo más alto de su vecindad. 

Existen diferentes escaladores que es posible utilizar. En esta tesis se optó por el conocido en 
inglés como Next-Ascent HiII Climbing f (NAHC). A diferencia del escalador Steepest-Ascen~ no 
necesita almacenar tantas cadenas como bits modificados para su posterior comparación. Esta 
característica provoca que los requerimientos de memoria se mantengan bajos., lo cual como 
veremos más adelante es deseable en algunos problemas (véase capítulo 5). Se trata de un 
algoritmo sistemático con un ciclo de modificaciones bien definido que nos lleva a una pronta 
terminación - situación deseable en la realización de esta tesis. 

En los ejercicios da optimización realizados, la tase genética del STA nos acercó lo suficiente a un 
buen resultado, por lo que no fue necesario utilizar un escalador exhaustivo 19 como lo 9S el 
Random Mutation HiII ef/mber (RMHC). En algunos casos podrfa ser necesario aplicar este 
método. 

El pseudo-c6digo asociado con un ciclo del NAHC se muestra en la siguiente figura. 

lN1CIALIZACIÓN 
Sea j3 la mejor soluci6n encontrada por la fase genética, a una cadena 
auxiliar, lla longitud de la cadena genética. fla función de evaluación y 
mdfun valor booleano que indica si hubo alguna mejora. 

l. Copia la cadena f:l en a 
2. mdf = verdadero 
3. Mientras que mdf sea verdadero: 

MODIFICACiÓN 
3.1. mdf = falso 
3.2. Para todo bit i desde 1 hasta 1: 

3.2.1. Altere el bit i de a: Il; = - a¡ 

EVALUACiÓN 
3.2.2. Decodifique el valor propuesto de las variables en u 
3.2.3. Evalúe al individuo a de acuerdo con sus variables y La 

función! . 

EVOLUCIÓN 
3.2.4. SiAU) es mejor queJt~) entonces: 

sino: 

Copie la cadena u en f:l para guardar el mejor valor 
mdf = verdadero 

Devuelva a1 bit i de a su valor origina1: CI.¡ = - a¡ 
3.2.5. fin del para todo. vaya al paso 3.2 

3.3. fin del mientras, vaya al paso 3 

TERMIN"ACIÓN 
4. Muestre el resultado p y f(6) 

Figura 7: PS8udo-códlgo de fa fase def escalador del STA. 

18 Utilizaré el término en Inglés debido a qua no existe una traducción adecuada. 

la 8 termino ~9xhaustlvo· en este contexto S9 aplica a todo algoritmo que a lo largo del tiempo puede analizar todas las 
pos!bDidades o combinaciones. 
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3 Experimentos y Resultados 

Esta sección presenta los experimentos realizados para observar el comportamiento de la fase 
evolutiva genética del Algoritmo Estadístico en comparación con el Algoritmo Genético Simp-Ie con 
un punto de cruza20 y con cruza u'niforme con probabilidad de 0.5 en sus versiones elitistas21 (una 
comparación entre las versiones elitistas y no-elitistas puede encontrarse en [KURI99b]). 

Los valores presentados son el resultado de promediar cincuenta ejecuciones. La representación 
utilizada tiene un fonnato da punto fijo en el cual se concatena un bit S para denotar el signo. una 
serie de bits E que indican la parte entera del valor representado y una serie O extra. comúnmente 
de mayor tamaño, para señalar la parte fraccionaria: SEF. Las variables de los problemas se 
codificaron en Gray [HAMM80] debido a que la distancia Hamminif2 entre dos números 
consecutivos es en promedio menor que la existente en el código Binario Ponderado y esta 
característica es relevante en los Algoritmos Genéticos. 

Todos los ejercicios Inician con la misma población obtenida a partir de la misma semilla aleatoria. 
La misma secuencia de semillas aleatorias para las cincuenta repeticiones es utilizada en todos los 
experimentos. Se utilizó en la cruza en todo momento (i.e. probabilidad 1) y la probabilidad de 
mutación se estableció en 0.005 en todos los casos. Todas las ejecuciones finalizan al alcanzarse 
un máximo de 300 generaciones. 

El conjunto de funciones utilizadas en astas experimentos corresponde a aquel presentado en 
(DEJ075]. Este conjunto de funciones ha sido utilizado ampliamente en diferentes algoritmos de 
optimización. Cada uno de ellos es ejemplo de alguna dificultad encontrada en problemas de 
optimización. Al hacer comparaciones entre estas funciones, es posible notar las fuerzas y 
debilidades de los algoritmos. 

A continuación se muestran los resultados obtenidos para estos problemas de minimalización. En 
cada una de las funciones se muestran tres gráficas: una que corresponde al valor máximo 
obtenido en cada generación, una segunda con los valores promedia por generación y una última 
con el porcentaje de convergencla23

• 

3.1 Modelo EsférIco 

la primer función presentada por De Jong es un modelo esférico n-dimensional simple. Esta 
función representa el caso ideal para cualquier algoritmo de optimización, ya" que su 
comportamiento es suave, unimodal y simétrico. El desempeño en este problema da la medida de 
m eficiencia del sistema en general. 

la ecuación del modelo esférico es la siguiente: 

3 

,,(x) = LxI. -5.12$x, $5.12 
1_' 

20 Comparación tradicional que permite ser punto de referencia para la posterior comparación contra otros algornmos. 

21 Se eligió este algoritmo debido a que su estructura y modelo de cruza se asemela bastante a la utilizada en el Algoritmo 
- Estadfstlco;' 

22 LB distancia Hammlng entre dos secuencias de bits (Le. palabras) se define como el mínimo número de bits en los cuales 
difieren ambas palabras. Por ejemplO, la distancia Hamming entre '001011' y '101111' es Igual a dos. 

~ El porcentaje de convergencia se obtuvo al generar un vector de probabilidad para todos los al¡pritmos y calcular el 
porcentaje de las variables de esle vector que sean menores que 0.1 
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El valor mínimo se encuentra cuando todas las variables son cero: 

min(t,) = ',(0,0,0) = ° 
Para que el lector pueda darse una idea del modelo, se incluye en la siguiente figura una gráfica de 
la función tridimensional. Nótese que esta gráfica carece de una dimensión con respecto a la 
ecuación del problema. 

20000 i~~~~~~ HOOO 

10000 

100 -100 

Figura 8: Gráfica tridimensional del Modelo Esférico. 

El tamaño de la población, la élite y la representación utilizados en estos ejercicios se muestran en 
la siguiente tabla: 

ram.Pob. Elite SI no Enteros Fracclonales Num.Var. Lon .!ndiv. 
60 6 sr 7 15 3 69 

Tabla 11: Tamaño de Población, Elite y Representación en el Model,! Esférico. 

La siguiente gráfica muestra un comportamiento similar entre la versión elitista con cruza uniforme 
(SgaUE) del Algoritmo Genético Simple y el Algoritmo Estadfstico {Sta E) con respecto a los valores 
mínimos encontrados en cada generación24

, ambos obteniendo mejores resultados que los del 
algoritmo con un punto de cruza (SgaE) en este ejercicio. 

2. Nótese que a pesar de haber ejecutado los algoritmos hasta la generación trescientos, solamente se graficaron las 
primeras cien generaciones ya que el comportamiento a partir de ésta as monótono. 
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Figura 9: Gráficas del valor mlnimo por generación en el Modelo Esférico. 

En los casos en los que los valores de las variables de una propuesta genética estuvieron fuera de 
rango, se aplicó un valor de castigo K proporcional al número de restricciones no satisfechas (cada 
Hmite establece una restricción). De esta forma, la evaluación de un individuo se determina de la 
siguiente forma: 

1

,< x) si cumple con todas las restricciones 

K -L - de lo contrario !(x) = '(K) 
¡",1 m 

donde m es el número de restricciones, s es el número de restricciones satisfechas y K es un valor 
de castigo determinado arbitrariamente. Éste debe ser un número mucho mayor que aquellos 
provenientes de la función, por ejemplo, si sabemos que la función regresa valores entre cero y mil, 
un valor mucho mayor sería 109

• 

Cabe mencionar que el tratamiento de la función recién descrito, es heurfstico. La intención es 
separar los valores de evaluación según el número de restricciones cumplidas, de tal forma que 
aquellas que cumplan con más restricciones serán mejor evaluadas. El lector podrfa optar por el 
uso de otra heurrstlca si esto fuera conveniente para el problema en el cual se utilice. 

Debido al tratamiento descrito anteriormente, los valores promedio de la generación son 
comúnmente mucho mayores que los de la gráfica previa. 
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Figura 10: Gráficas del valor promedio por generación en el Modelo Esférico 

Una diferencia notable en cuanto al comportamle:-.to de los algoritmos comparados se encuentra al 
estudiar el nivel de convergencia de cada generación. El porcentaje de convergencia está 
directamente relacionado con la cantidad de información que aun puede ser explotada en los 
individuos de la población. Un algoritmo cuyo porcentaje de convergencia crezca rápidamente 
puede llevar a soluciones no óptimas. 
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Figura 11: Gráfica del porcentaje de convergencia en el Modelo Esférico. 

302 Función Generalizada de Rosenbrock 

La segunda función de prueba utilizada por DA Jong es conocida como Función de Rosenbrock. 
De manera contraria el modelo esférico, se trata de un problema complicado de optimización. Los 
algoritmos que no son capaces de descubrir direcciones adecuadas tienen un desempeño muy 
pobre en este ejercicio. 

En esta tesis utilizamos la generalización a cinco dimensiones respetando los Hmites. De esta 
forma, se representa por la siguiente ecuación: 

4 
- ~ 2 )' 2 '2(X) = L.100(X, -X,., +(1-x,). - 2.048 ~ x, ~ 2.048 

/,.1 
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Esta ecuación tridimensional, se minimiza cuando todas sus variables equivalen a uno, esto es: 

min('2) = '2(1.1.1.1.1) = O 

La gráfica tridimensional de esta función entre los límites señalados se muestra a continuación: 

Rgura 12: Gráfica Tridimensional de la Función Generalizada de Rosenbrock (dos vistas). 

En este experimento se utilizaron los siguientes valores: 

Tam.Pob. EIRe SI no Enteros Fracclonales Num.Var. Lon .lndiv. 
100 10 sr 2 15 5 90 
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Figura 13: Gráfica del valor mínimo por generación en la Función Generalizada de Rosenbrock. 

En la Figura 13 encontramos un comportamiento similar al obtenido en el experimento anterior. El 
I Simple.can_cruza uniforme-(SgaUE)-es-superior"en-general'al de un-punta"de - - . - - --" -" 

cruza (SgaE), esto ha sido comprobado también en otros resultados teóricos [SPEA91]. El 
Algoritmo Genético Estadistica (StaE) compite con el SgaUE y logra superar su comportamiento 
solamente después de la vigésima generación. 
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Figura 14: Gráfica del valor promedio por generación en la Función Generalizada de Rosenbrock. 

Nuevamente encontramos que el valor promedio del SgaE es mejor que el de los otros dos 
algoritmos en las primeras generaciones (véase Figura 14). Este comportamiento se explica al 
observar la siguiente gráfica en la que se nota que tanto SgaUE como StaE tienen mayor 
variabilidad en sus propuestas, implicado por el menor porcentaje de convergencia, lo que conduce 
a un valor promedio mayor. 
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Rgura 15: Gráfica del porcentaje de convergencia en la Función Generalizada de Rosenbrock. 

3.3 Modelo Entero 

El modelo entero 95 una función escalonada creciente que se representa por la suma de los 
valores enteros de sus variables. El modelo entero es el caso representativo de las superficies 
planas. Las superficies planas son un obstáculo para la optimización debido a que no 
proporcionan información respecto a cuál dirección es favorable. Los algoritmos que utilizan 

1--- tal~alños de paso'fijo'pueden-encontrar grandes-problemas"en-el"modelo entero~ "------ - - --

5 

,,(x) = Linteger(x¡), -5.12 $: Xi $5.12 
/",1 
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Fácilmente puede observarse que el valor mínimo de esta función se encuentra cuando el entero 
todas las variables equivale al mfnimo entero posible dentro del dominio especificado, en este caso 
-5. Lo anterior implica que no es un punto único el que minimiza la función sino un escalón 
consistente de todas las combinaciones de las variables en el intervalo [-5.12, -5] 

min(',) = '3(~5,-5,-5,-5,-5) = -25 

En la siguiente figura podemos observar dos vistas del modelo entero para el caso de tres 
dimensiones. 

Figura 16: Gráfica tridimensional del modelo entero (dos vistas). 

En este experimento se utilizaron los siguientes valores: 

TBm.Pob. Elite SI no Enteros Fracclonales Num.Var. Lon .Indiv. 
60 6 SI 3 15 5 95 

Esta representación es adecuada si para su elección se considera exclusivamente el dominio del 
problema. sin considerar la ecuación de la función. De antemano. sabemos que una gran 
cantidad de bits no proporcionan información alguna para determinar el valor mfnimo de la función. 
Específicamente, existen setenta y cinco bits que representan valores fraccionales que son 
desechados por la función entera. Solamente el veintiuno por ciento de los bits proporcionan 
información útil lo cual dificulta la búsqueda del valor mínimo. 
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Figura 17: Grntica del valor m(nimo por generación en el Modelo Entero. 

De acuerdo con los experimentos realizados, el Algoritmo Genético Simple con un punto de cruza 
obtiene mejores resultados en las primeras generaciones con respecto al valor m(nimo y en 
general con respecto al valor promedio en comparación con los otros dos algoritmos. 
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Figura 18: Gráficas del valor promedio por generación en el Modelo Entero, 

Es de llamar la atención que a pesar de que el comportamiento con respecto al valor mfnimo y 
promedio del SgaUE y el STAE es similar, no lo es así cuando se observa la gráfica de 
convergencia (Figura 19). Existe una relación proporcionalmente inversa entre el porcentaje de 
convergencia y la desviación estándar de la población. Esto indica que entre los individuos del 
STAE existe mayor diversidad que la encontrada en los otros algoritmos. 
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Figura 19: Gráfica del porcentaje de convergencia en el Modelo Entero. 

3.4 Función Cuártica con Ruido 

Un problema extra para los algoritmos de optimización se encuentra cuando algunas de los puntos 
encontrados proporcionan información falsa al sistema, conocida como ruido. Este es el caso de la 
cuarta función utilizada por De Jong. Se trata de una función cuártica ponderada a la cual se le ha 
introducido ruido con distribución de Gauss. 

A diferencia de las funciones anteriores, se utilizó un nivel alto de dimensiones que provoca una 
mayor dificultad en la búsqueda de una solución óptima. 

f4 (x):oc "':' ¡xi + Gauss(O,1) LJ,.l -1.28~Xi $1.28 

Debido al ruido no es posible determinar con precisión el valor mínimo, sin embargo, sabemos que 
este se encuentra en o muy cercano al origen. 

min(f,) = " (0.0.0" ...• 0) = O 

La figura que se muestra a continuación nos da idea de la forma de la función. 

Figura 20: Gráfica tridimensional de la Función Cuártica con Ruido. 
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En esta ocasión se seleccionaron los si uientes arámetros: 
Tam¡P6b.· 'Elite. SI' no 'Enterós' ; Fraeclonales ' ·NuriLVar. LQn .lndlv;. 

100 10 sr 1 15 30 510 

Los resultados obtenidos fueron similares a los de los primeros experimentos. El valor mfnimo del 
SgaUE y del STAE es significativamente menor que el de SgaE en todas las generaciones. 
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Figura 21: Gráfica del valor m{nimo por generación en la Función Cuártica con Ruido. 

El valor promedio del SgaE es el mejor en las primeras generaciones y es alcanzado por los otros 
dos algoritmos en generaciones posteriores. 
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Figura 22: Gráficas del valor promedio por generación en fa Función Cuártica con Ruído. 

La dificultad del problema debida a su alta dimensionalidad se ve reflejada en el bajo porcentaje de 
convergencia que alcanzan los algoritmos. Aún asf, se mantiene la relación encontrada en los 
demás experimentos. 
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Figura 23: Grcifica del porcentaje de convergencia en la Funci6n Cuártica con Ruido. 

3.5 Función Foxholes de Shekel 

La función Foxholes de Shekel tiene un comportamiento multimodal contiene veinticinco mrnimos 
locales. Está descrita por la siguiente ecuación: 

donde, 

25 

0.002+ L-~2~--
1",1 j + ¿(Xi _a,)6 

;",1 

- 65.536 S x, S 65.536 

¡-32, -16, 0, 16,32, - 32, -16,0, 16,32, -32. -16,0, 16.32, - 32, -16,0, 16, 32,- 32,-16, 0,16,32, 
~: . 

-32,- 32,- 32, - 32,- 32,-16, -16,-16, -16, -16, 0,0, 0,0,0.16,16, 16, 16, 16,32,32,32, 32.32 

El valor mfnimo global es cercano a uno 

min(t,.) = 1,4(-32,-32) = 1 

La siguiente Figura muestra el comportamiento de esta función. 
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Figura 24: Gráfica de la Función Foxholes de Shekef (dos vistas). 

La función Foxholes de Shekel tiene mayor com:rslejidad para su optimización que las funciones 
anteriores debido a sus múltiples óptimos locales 5, Los óptimos locales son puntos de atracción 
fuerte que desvfan la atención de los algoritmos hacia respuestas incorrectas evitando la 
exploración de otras áreas del espacio de búsqueda. 

En una implementación adecuada de un algoritmo genético es común encontrar valores grandes 
de mutación para evitar caer en la trampa de los óptimos locales. En este ejercicio se utilizó el 
mismo valor de mutación que en los experimentos anteriores para efectos de estandarización. Los 
parámetros utilizados fueron: 

Tam.Pob. Elite SI no Enteros Fracclonales Num.Var. Lon .lndiv. 
40 4 Sí 7 15 2 46 

En esta ocasión, los algoritmos SgaUE y STAE obtuvieron mejores resultados tanto en el valor 
mfnimo como en el promedio en todas las generaciones. 
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Figura 25: Grªfica _del ,valor mínimo por generación en la Función Foxholes de Shekel.-

25 En la Figura 24, los óptimos locales aparentan tener el mismo valor. Esto se debe a que el rango representado en la 
grá.fica es muy grande comparado con la diferencia entre estos valores. 
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La crUza uniforme produce mayor variabilidad entre los individuos de la población que la 
encontrada con la cruza de un solo punto. Posiblemente esta sea la razón por la cual los 
algoritmos SgaUE y STAE se vean menos afectados por el efecto de los mfnimos locales. 

250 

200 

e 

" 150 
u • 
~ 100 
w 

50 

O 

..... ·SgaE 

--SgaUE_ 

\:., -StaE 

~"""/',,,,,,,,,.,,,,,,,,,,,,,,.,~'''''''''':'-'''' .... I ........... 
~ 

~ !.1 g r;:; ;z 
Generación 

FIgura 26: Gr;1fica del valor promedio por generación en la Función Foxhofes de Sheke/. 

El SgaE al verse atrardo por un mínimo local y tener poca probabilidad de mutación, Incrementa 
considerablemente su porcentaje de convergencia. 
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Figura 27: Gráfica del porcentaje de convergencia en la Función Foxholes de ShekeJ. 
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4 Parámetros 

Al momento de definir un algoritmo evolutivo para la solución de un problema es preciso determinar 
sus componentes. tales como los operadores de exploración adecuados a la representación 
utilizada (p.ej. cruza y mutación), los mecanismos para seleccionar y utilizar la información 
relevante (p.ej. elitismo) y la cantidad de muestras en cada etapa (p.ej. generacional). Cada uno 
de los componentes puede contener parámetros que modifican su comportamiento, por ejemplo la 
probabilidad de cruza, el tamaño de la población y la élite. 

El valor de los parámetros determina en gran medida si el algoritmo encontrará una solución 
óptima y si el proceso será eficiente. La selección de parámetros adecuados varra de acuerdo con 
cada problema. Es una tarea que requiere. por lo general, de un esfuerzo considerable. 

En el ambiente de investigación evolutiva son comunes dos prácticas: la afinación y el control de 
parámetros. La afinación se realiza cuando se determinan los valores de los parámetros antes de 
ejecutar el algoritmo y éstos no se modifican durante el proceso. El control de los parámetros 
pretende ajustar los valores de los mismos conforme se requiera en la ejecución26

• 

El Algoritmo Genético Estadfstlco se diseñó teniendo como principio la utilizacIón del menor 
número de parámetros posible. La idea fue que al no ocupar los operadores genéticos clásicos, 
no se tendrfan que detenninar o controlar sus parámetros. 

En esta tesis, definimos a priori el valor de los parámetros, manteniéndolos estáticos durante la 
ejecución. Sin embargo, es posible utilizar algunas de las técnIcas propuestas en la literatura para 
controlar dinámicamente estos valores. 

Los parámetros que determinan el comportamiento del Algoritmo Genético Estadfstico son: la 
probabilidad de mutación, el tamaño de la población y el tamaño de la élite. En la literatura de 
Algoritmos Genético podemos encontrar los efectos que estos parámetros tienen sobre el sistema. 
Dado que el Algoritmo Genético Estadfstico no sigue la estructura tradicional de los Algoritmos 
Genéticos, se consideró prudente hacer algunos experimentos al respecto. En las siguientes 
secciones se analiza la manera en [a cual los valores de estos parámetros modifican al sistema. 
Para ello, se utilizó la siguiente función: 

f6(x"x,)~100(x, -x~)' +(l-x,)' 

cuyo valor mfnimo eS: 

En todos los experimentos tomamos como base los siguientes parámetros elegidos 
arbitrariamente. Naturalmente, para cada caso se modificó sólo uno de los parámetros. 

~ Para una clasificación más precisa, véase [EIBEN99J. 
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Parámetro Valor 
ReDeUciones 50 

Máximo de Generaciones 300 
Tamaño de la Población 100 

~te 1 
Probabilidad de Mutación 0.005 
Límite de Convergencia'" 0.01 

Tabla 12. Parámetros base para Jos expenmentos de f6. 

4.1 Mutación 

La mutación tiene como objetivo generar nuevas combinaciones en la cadena genética que 
permitan explorar nuevas éreas del espacio de búsqueda. Esto se logra modificando un 
porcentaje de los bits de una población original. La posición de los bits mutados puede distribuirse 
de distintas formas. La distribución uniforme es la más común. 

Teóricamente, las fluctuaciones estadfsticas producidas en la creación y utilización del vector 
probabilístico del STAE son suficientes para explorar contlnuamente las vecindades de la zona 
actual de búsqueda. Sin embargo, observamos que en la práctica resultaba benéfico introducir un 
factor pequelio de mutación. 

De acuerdo con los experimentos realizados y como era esperado, encontramos que existe un 
valor limite de probabilidad de mutación arriba del cual la búsqueda se deteriora. Esto se debe a 
que una mutación muy alta degenera demasiado los patrones hasta el momento encontrados y no 
permite la correcta explotación de la información. El valor limite de mutación varia de un problema 
a otro y se determina todavía de manera empfrica. 

En la Figura 28 observamos que el límite para la probabilidad de mutación es cercano a 0.05 para 
la función re ya que valores mayores de mutación no mejoran los resultados obtenidos en el limite. 
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Figura 28: Comparación del efecto producido en el valor minimo por 
diferentes porcentajes de mutaci6n en ro. 

21 Se considera que una dimensión del vector de probabilidad (I.e. bit) ha convergido si 6U vaJOf es menor que elllmlla de 
convergencia o mayor que (1-1lmile de convergencia). 
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En la siguiente gráfica vemos los valores mlnimos obtenidos al final del algoritmo para cada 
porcentaje de mutación. 
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Figura 29: Gráfica de valores mfnimos encontrados utilizando 
diferentes porcentajes de mutación en ro. 

Un porcentaje de mutación mayor implica que se explora un área más amplia del espacio de 
búsqueda. lo que implica que la desviación estándar encontrada en cada generación es también 
mayor. Naturalmente al ser mayor la desviación estándar produce un efecto directamente 
proporcional en el promedio encontrado en cada generación. En la siguiente figura se observa 
claramente esta situación. 
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Figura 30: Comparación del efecto producido en el promedio y en la desviación estándar por 

diferentes probabilidades de mutación en 16. 

El comportamiento encontrado en la desviación estándar es inverso al que ocurre con respecto al 
porcentaje de convergencia. Un sistema en el que la desviación estándar es pequeña _en .las 

_ .primeras generaciones-tendráuna convergencia temprana. posible"mente -en mfnimos locales. 

Cabe hacer notar que a diferencia de un algoritmo genético tradicional, la fase estadfstica del 
algoritmo de esta tesis alcanza un nivel de estabilidad en cuanto al porcentaje de convergencia. 
Es decir, no está garantizada la convergencia. La razón de ello es debido a limitaciones en la 
representación del vector de probabilidad. Este tema se analizará posteriormente. 
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Figura 31: Comparación del efecto producido en el porcentaje de convergencia por 
diferentes probabilidades de mutación en f6. 

4.2 Tamaño de la Población 

El tamaño de la población es uno de los parámetros más importantes que determinan la calidad de 
la solución. Las poblaciones de gran tamaño llevan a mejores resultados, sin embargo en 
ocasiones desperdician una gran cantidad de recursos de cómputo. Por el contrario, poblaciones 
pequeñas no logran representar adecuadamente el espacio de búsqueda y pueden provocar 
estancamiento en óptimos locales. 

Establecer un tamaño de población adecuado no es una tarea sencilla. A pesar de que existen 
diversos trabajos teóricos sobre el tema (p.ej. [GOLD92j,[HARI97J), los investigadores en muchas 
ocasiones especifican todavía este parámetro de manera intuitiva. ya que los modelos teóricos 
contienen suposiciones que no son siempre válidas en los casos reales. 

En estos desarrollos teóricos se reconoce que en ocasiones los algoritmos pueden cometer errores 
al discriminar los bloques constructores de soluciones. Al incrementar el tamaño de la población se 
obtiene un muestreo más representativo de los bloques constructores28 y debido a ello se reducen 
los errores en la toma de decisión. Se sabe por estos estudios que el tamaño de la población debe 
ser proporcional al tamaño del espacio de búsqueda ya la relación de la respuesta de los bloques 
constructores con respecto al ruido. 

Los experimentos realizados corroboran las afirmaciones anteriores. En la siguiente gráfica, 
observamos que el valor minimo que se obtiene es menor conforme la población es mayor. Vemos 
también que la ganancia obtenida al incrementar el tamaño de la población es exponencialmente 
menor. 

2& La teorla de A1gorttmos Genéticos está basada en el concepto de los esquemas (patrones que describen a un conjunto de 
cadenas con similitudes en ciertas posiciones). El teorema fundamental de Algoritmos Genéticos indica que los esquemas 
de orden pequefto (aquellos con pocos valores fijos) dan lugar a esquemas de orden mayor. Los esquemas de orden 
pequel'to son conocidos también como bloques constructores. 
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Figura 32: Comparacíón del efecto producido en el valor mlnimo con 
diferentes tamaños de población en f6. 

El Algoritmo Genético Estadístico no utiliza el operador de cruza, lo que le permite encontrar 
patrones que no se encontraban en la generación anterior con mayor facilidad. Este método 
basado en un vector de probabilidad provoca que la desviación esténdar se incremente a medida 
que se incrementa el tamaño de la población. Este efecto se ve reflejado también en el valor 
promedio de cada generación. A diferencia de lo ocurrido en la sección anterior al variar la 
mutación, observamos que las variaciones en los valores del promedio y la desviación esténdar 
son inversamente proporcionales al tamaño de la población. 
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Figura 33: Comparación del efecto producido en el promedio y la desviación estándar por 
diferentes tamaños de población en (6. 

En la fase genética del STAE, el tamaño de la población tiene una influencia directa en el 
porcentaje de convergencia. Así como la desviación estándar llega a un nivel promedio estable, 
también lo hace el porcentaje de convergencia, sin poderse garanti~r ~u_e_ésta ocurrirá._.De.ahíJa_ 

--importancia-de'la fase-derescalaélor. - - _. - - - - -- _.- - - -_. ---

El vector de probabilidad tal como está planteado en esta tesis, no es más que un modelo de la 
población. Entre mayor cantidad de propuestas de solución exislan en la población, los cambios 
producidos en el vector de probabilidad son menores, es decir. el lamaño del paso en cada 
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dirección es menor. Esto implica que los cambios en el porcentaje de convergencia son también 
más pequeños y el nivel de convergencia alcanzado es menor. 

Desde este punto de vista, tiene sentido pensar en un algoritmo con tamaños de población 
variable. Este es un tema para futuras investigaciones. 
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Figura 34: Comparación del efecto producido en el porcentaje de convergencia por 
diferentes tamaños de población en f6. 

4.3 Élite 

El elistismo es una técnica mediante la cual los algoritmos preservan a uno o más de los individuos 
mejor adaptados de una generación a otra. Los sistemas que no utilizan elitismo ~olvidan" los 
resultados obtenidos en generaciones anteriores posiblemente mejores que los obtenidos en la 
nueva generación. En atgunos casos este olvido puede ser deseable, por ejemplo si se trata de 
sistemas dinámicos cuyo valor de adaptación varia en el tiempo. 
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Figura 35: Comparación del efecto producido por el elitismo en f6. 

La gráfica anterior nos muestra el efecto del elitismo con respecto al valor mrnimo. Claramente 
podemos observar las variaciones que existen en la linea correspondiente al sistema sin elitismo 
(i.e. denotada por EO). Un efecto extra que produce el elitismo son los resultados 
considerablemente menores que se obtienen. 
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El elitismo del que hablamos. también conocido como elitismo parcial, puede retomar de la 
generación anterior no solamente al mejor individuo, sino a un conjunto de ellos. Típicamente el 
tamaño del conjunto de mejores individuos escogido es pequeño, ya que de lo contrario se corre el 
riesgo de sesgar demasiado la búsqueda en lugar de guiarla solamente. Esta situación se observa 
en los experimentos realizados con diferentes tamaños de grupo élite y cuyos resultados se 
muestran a continuación. 
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Figura 36: Comparaci6n del efecto producido en el valor mlnimo por d;ferBntes 
tamaños de á/ite en f6. 

Con respecto al comportamiento general de la población, tipicamente entre mayor sea el número 
de muestras dentro de la élite, el promedio y la desviación estándar tenderán a ser menores. Esta 
situación es favorable cuando se trabaja con funciones sencillas unimodales ya que el sesgo 
acelerará el proceso. En funciones con muchos mlnimos locales, existe una probabilidad alta de 
terminar el algoritmo en un SUb6ptimo si se trabaja con una élite grande. 
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Figura 37: Comparación del efecto producido en el promedio y la desviación estánda~ por 

diferentes tamaños de élite en f6. 

En los algoritmos genéticos tradicionales, es posible demostrar que utilizar elitismo es una condición 
necesaria y suficiente para que el sistema converja al óptimo global (véase [KURI99a,pp.206l). Debido 
al modelo probabilistico utilizado en la fase genética del STAE, el elitismo es una condición necesaria, 
pero no suficiente. Esta representación tiene limitantes. mismas que analizaremos posteriormente. que 
no permiten garantizar la convergencia. 

En la siguiente gráfica observamos cómo el sesgo inducido por las élites de gran tamaño contribuye en 
el porcentaje de convergencia. 
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Figura 38:Comparación del efecto producido en el porcentaje de convergencia por 
diferentes tamaños de élite en ro. 

Z'9 Debido a Que existen variaciones grandes de una generación a otra, no se grafican los datos sino lineas de tendencia 
obtenidas al promediar a los valores contenidos en una ventana móvil de tamaño 10. 
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5 Uso de Memoria 

Los avances tecnológicos alcanzados hasta ahora han permitido que los circuitos de memoria sean 
más compactos y más baratos comparados con lo que se tenfa hace algunos años. Hoy contamos 
con computadoras personales que cuentan con capacidades de memoria que superan por mucho 
a los servidores más potentes que existían. Esta revolución tecnológica ha producido que los 
programadores dejen de preocuparse, en la mayorfa de los casos, por la cantidad de memoria que 
consumen sus sistemas. 

Si bien lo anterior es cierlo, en el caso de los problemas que se tratan en Inteligencia Artificial no 
es diffcfl imaginar situaciones en las que se tenga que tratar con espacios de búsqueda inmensos 
que superan las capacidades de almacenamiento actuales. 

Debido a Jo anterior, es importante contar con algoritmos que puedan reducir sus requerimientos 
de memoria sin que ello implique un incremento significativo en el tiempo de proceso. A 
continuación se presenta la manera en que el Algoritmo Genético Estadfstico puede decrementar 
la cantidad de memoria necesaria en problemas con poblaciones grandes 

Dado que el vector de probabilidad es un modelo de la distribución de la población y que este 
modelo es suficiente para guiar la búsqueda, podemos evitar almacenar toda la población si se 
realizan cálculos parciales que consideren la contribución de cada individuo al nuevo vector de 
probabilidad. 

Los cálculos parciales requieren de una estructura igual a la del vector de probabilidad para su 
almacenamiento. Debido a que el vector de probabilidad está calculado a partir de los valores 
normalizados y la normalización se basa en el valor mfnimo o máximo, conocido solamente hasta 
haber generado todos los individuos de [a población, es preciso una estructura adicional del mismo 
tamaño para contabilizar el número de datos que se han considerado por cada bit. 

Si suponemos un problema con cadenas genéticas de longitud I y un tamaño de población n, 
podemos considerar que un algoritmo genético consumlrfa tfpicamente nI bits30

• El Algoritmo 
Genético Estadístico, como está planteado en el capftulo 2 requiere adicionalmente 321 bits para el 
vector de probabilidad suponiendo una representación de punto flotante estándar (í.e. 32 bits). 

Con las modificaciones planteadas, solamente se almacena un individuo31
, el vector de 

probabilidad y dos vectores auxiliares. Lo que resulta en una reducción considerable en 
poblaciones grandes: 

SGA: 
STA: 
STA compacto: 1 individuo: J 

vector de probabilidad: 321 
dos vectores auxiliares: 641 

nI 
(n+32)1 

971 

Nótese que [a reducción obtenida 97/ no depende de n, lo que significa que sin importar el tamaño 
de la población, el espacio de memoria utilizado es el mismo. 

so En UIla implementación real podría haber un desperdicio extra debido a un redondeo a un múltiplo del tamafio de palabra 
y algunos bytes adicionales para almacenar los parámetros del sistema y estructuras auxiliares. 

31 En caso de utilizar elitismo tendrán que al;nacenatse todos los individuos que pertenezcan a la éllte. los vectores 
auxiliares son independientes de! elitismo. 
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En la siguiente figura se muestran las modificaciones propuestas para reducir el espacio de 
memoria consumido. 

INICIALIZACiÓN GLOBAL 
Sea c una cadena genética de longitud 1, P Y Q dos vectores de probabilidad 
con 1 variables, U un vector de valores enteros con la misma longitud. 
Sea N el número de individuos i en la población, m la probabilidad de 
mutación, g el número de generación actual y ¡la función de evaluación. 

1. Sea g = O Y Pk = 0.5 para toda k tal que ]<= k <= 1 

CONDICiÓN DE TERMINACiÓN 
2. Verifique si se ha cumplido alguna condición de terminación. En caso 

afirmativo. vaya al paso 7; de lo contrario continue en el paso 3. 

INICIALIZACIÓN GENERACIONAL 
~. Sea ~= OyUk =Opara toda k ta1 que 1 <=k <= 1 

4. Para cada i desde 1 hasta N: 

GENERACiÓN 
4.1. Para cadaj desde 1 hasta 1: 

4.1.1. Genere dos valores aleatorios O <= PJ. Pt- < lde una 
distribución uniforme . 

4.1.2. Si pj>m: 
Cj = 1 si Pk<= Pj • O de otramado 

sino mute estadísticamente: 

cJ = O si Pk<= Pj , 1 de otro modo 

EVALUACiÓN 
4.2. Decodifique el valor propuesto de las variables. 
4.3. Evalúe al individuo de acuerdo con sus variables y la función! 

llame a este valor de evaluación e. 

EVOLUCiÓN ANTICrPADA 

4.4. Si i=1 entonces mín=e, suma=e, de lo contrario: 
4.4.1. Si e<mín entonces mín=e 
4.4.2. suma = suma + e 

4.5. Para cada k desde 1 hasta 1: 
4.5.1. Si C¡.,= 1 entonces: 

4.5.1.1. o..=o..+e 
4.5.1.2. Uk = Uk + 1 

AcTuALIZACiÓN DEL VECTOR 
5. Para cada k desde 1 hasta 1: 

--,Q:o:,,-+,,:U-,,,:*-:;m:-,-In;--5.1. P,; 
suma+N*mfn 

6. Incremente el número g de generaci6n actual. Vaya al paso 2. 

REsULTADO 
7. Almacene el resultado. 
S. Continúe con la fase del escalador. 

Figura 39: Fase~ Genépca dt?' STA_ comp!"cto. 

6 Investigación Futura 

La búsqueda guiada por un modelo probabilfstico de la población presenta algunas ventajas sobre 
los algoritmos genéticos tradicionales. Reduce el número de parámetros definidos empfricamente 
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por el usuario. Permite utilizar menor cantidad de recursos computacionales y facilita 01 estudio del 
comportamiento del sistema dado el modelo explfclto existente en cada generación. 

Sin embargo, la definición del modelo probabilfstico, como está planteado en el Algoritmo Genético 
Estadístico, impone algunas dificultades y limttantes. En este capftulo se describen los problemas 
encontrados con el fin de que sirvan como gura para futuras investigaciones. 

6.1 Escalamiento 

El mé.todo utilizado por el Algoritmo Genético Estadfstlco en la creación del modelo de la población 
está basado en un esquema de selección proporcional, coloquialmente conocido como selección 
de ruleta, usado en el Algoritmo Genético Simple. Este esquema está asociado con la idea de la 
supervivencia de los individuos mejor adaptados. 

Para Su utilización se requiere que los valores de evaluación se escalen en un rango de valores 
positivos menores que uno. Existen diferentes formas de escalar los valores [BACK96], por 
ejemplo, de manera lineal estática o dinámica, logarftmica o exponencial, entre otras. Con los 
estudios actuales, no es claro cómo afectan estos métodos a los resultados finales del algoritmo. 

El método de escalamiento propuesto en el STA es lineal sin desplazamiento: 

_ .:.e¡'-----"-m:cin...!(~e¡,,):7 
~I=-= 

:E(e¡ - mln(s¡» 

A diferencia de los métodos utilizados tradicionalmente, éste no Impone como condición para el 
escalamiento que todos los valores sean distintos de cero. De hecho, uno de ellos siempre es 
igual que cero (i.e. el mfnimo). Esto provoca que dicho individuo no contribuya en la creación del 
modelo do probabilidad. La ventaja de ello radica en que la diferencia existente entre los valores 
se maximiza y esto es benéfico en la búsqueda. 

Cuando la diferencia entre los valores es grande, el sistema puede discriminar estadfsticamente 
con facilidad los esquemas favorables de los que no lo son. Conforme avanza el algoritmo, los 
valores de evaluación tienden a ser más y más similares. Lo anterior provoca que las diferencias 
estadísticas sean muy pobres, y por ende, la información necesaria para discriminar también se 
reduce. Es en este momento cuando es preciso continuar el algoritmo en su fase del escalador, ya 
que de lo contrario no se puede garantizar la convergencia. 

6.2 Función de ActualizacIón 

Durante el desarrollo de esta tesis, se encontraron otros algoritmos que hacen una estimación de 
la distribución de probabilidad de las soluciones prometedoras [PELI99]. De acuerdo con los 
resultados reportados, el comportamiento de estos algoritmos es similar al presentado en esta 
tesis. Estos sistemas son conocidos como Population-Based Incremental Leaming (PBIL) 
[BALU94] y Compacr Gensric Algorirhm (CGA) [HARI99b]. Las principales diferencias radican en el 
momento y la manera en que se actualiza el vector da probabilidad. 

PB1L actualiza el vector de probabilidad al término da cada generación. Basado exclusivamente en 
la información que proporciona el mejor individuo, aplica una regla Hebbiana de aprendizaje 
[HERT91]: 

donde LR representa un factor de aprendizaje (/eaming rate en inglés) y 
b es el valor del bit analizado. 
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Por el contrario, CGA actualiza el vector con cada nuevo indMduo por lo cual no requiere 
almacenar a la población completa. El valor de actualización 59 calcula de acuerdo con el aporte 
del individuo a [a frecuencia total suponiendo un tamatio de población especffico: 

1 
P fIIJOV8 = P vieja ± - • 

n 

donde n es el tamaño de la población y la operación suma o resta depende 51 el esquema es 
favorable o no. 

Como podemos observar, a diferencia de STA, ambos algoritmos requieren la definición previa de 
un parámetro que determina el factor de aprendizaJe. Un valor muy grande sobreexplotará la 
información parcial obtenida en cada iteración y provocará una convergencia prematura; un valor 
muy pequeño producirá un consumo innecesario de recursos computacionales. El valor óptimo de 
este parámetro depende de cada problema. Su definición es empfrica y requiere de conocimiento 
previo del problema. 

En los algoritmos de estimación de distribución [MOHL96] no es claro el efecto que tiene el número 
de individuos que interviene en la actualización del vector. de probabilidad. el método de 
actualización o el momento de actualización sobre el comportamiento global del sistema. 

Es posible generalizar el Algoritmo Genético Estadistica para Incluir los conceptos aportados por 
otros sistemas y facilitar el estudio futuro de estos métodos de actualización. Otro estudio 
interesante consistirfa en utilizar diferentes funciones de actualizacIón para cada bit. En la 
siguiente figura se muestra la generalización del STA. 

48 



INICIALIZACIÓN 

Sea n la poblaci6n actual, N el número de individuos i en la población. m 
la probabilidad de mutación, lla longitud de la cadena genética. Sea fla 
funci6n de evaluaci6n, g el número de generaci6n actual y P el vector de 
probabilidad. Sea nv el número de individuos que intervienen en la 
actualización del vector de probabilidad. LR el factor de aprendizaje y gl. 
una o varias funciones de actuaJizaci6n para cada bit. 

\. Sea g = O Y p. = 0.5 par. toda k tal que 1<= k <= 1 

GENERACIÓN 

2. Repita N veces: 
2.1. Para cada j desde 1 hasta 1: 

2.1.1. Genere dos valores aleatorios O <= Pj. Pk < lde una 
distribución uniforme 

2.1.2. Si pj>m: 
~ = 1 si p;,<= Pj • O de otro mado 

. sino mute estadísticamente: 

~ = O si Pt<= Pj • 1 de otromado 
2.2. Agregue un individuo compuesto por la concatenaci6n de los 1 bits 

generados en el paso anterior a una nueva población r 
3. Reemplace n con los individuos de r 

EVALUACiÓN 

4. Para cada individuo i de la población actual n. 
4.1. Decodifique el valor propuesto de las variables. 
4.2. Eval6e al individuo de acuerdo con sus variables 'i la función! 

Llame a este valor de evaluación e. 

EVOLUCIÓN 
5. Desplace los valores e de evaluación de las N cadenas a un rango de 

números positivos. según la siguiente fórmula: 

e'¡ = e¡ - mfn(e¡) 

e'¡=máx(e/)-e¡ 

para maximizar o 

para minimizar 

e'. 
6. Normalice los valores obtenidos entre cero y uno: <1> j = --'­

I.e'¡ 

7. Ordene los individuos de n de acuerdo con $/ 

Ac..TUALlZACJÓN 
8. ActlJalice los valores del vector de probahilidad según se indica a 

continuaci6n: 
8.1. Para cada i desde 1 hasta nv 

8.1.1. Para cada Ic desde 1 hasta 1 
P, = g,(P"b.,LR) 

CONDICiÓN De TERMINACIÓN 
9. Verifique si se ha cumplido alguna condición de terminaci6n. En caso 

afirmativo. vaya al paso 11. 

10. Incremente el número g de generación actual. Vaya al paso 2. 

REsULTADO 
11. Almacene el resultado. 
12. Continúe con la fase del escalador. 

Figura 40: Generalización del srA. 
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De acuerdo con esta generalización, es posible modificar los parámetros para acercamos a uno u 
otro algoritmo, de la siguiente forma: 

"PSIL:· ·CGA>. , -,.' .. STA 
n Tam. Población 2 Tam. Población 
nv 1 1 Tam. Población 
LR Definible 1/Tam. Población <1>, 
g.(P~b,~LR) P,'(1-LR) + b;,'LR P,+ (2'b" - 1) , LR Si i=1, bll,t"LR 

Sino P b¡ *LR 

6,3 Modelo Probabilístico 

El modelo del vector de probabilidad utilizado en estos algoritmos asume que no existe interacción 
entre las variables. Por ello, es muy eficiente en problemas linealas y tienen un comportamiento 
pobre en funciones con interacciones fuertes entre las variables. 

El vector de probabilidad pretende responder para cada bit la pregunta ¿qué es mejor en esta 
posición, un cero o un uno? Sin embargo. en ocasiones no es posible dar una respuesta concisa, 
sino un "depende". Veamos el siguiente ejemplo: 

Supóngase una función que toma los siguientes valores: 

:S.l 'SO . ¡(x) 
o o 1 
O 1 2 
1 O 6 
1 1 4 

En el caso de 81, es posible determinar de acuerdo con los datos y suponiendo un problema de 
maximización que es mejor un uno que un cero para esa posición, dado que para cualquier valor 
de BO S9 cumple que: 

f(1, ') >f(O, '), donde' implica cualquier valor. 

Para BO no es posible llegar a una solución similar ya que el valor de la función es mayor o menor 
dependiendo no s610 de 80 sino también de 81: 

f(0,1»f(0,0) pero f(1,0»f(1,1): 

En casos como éste resultaría conveniente utilizar un modelo de la distribución de probabilidad Que 
considere estas dependencias. Por ejemplo, en vez de utilizar el vector: 

P(1): I 0.7 I 0.2 I 0.1 I 0.61 Y su contraparte 

podrfamos definir la matriz de probabilidad: 

P(OO): 
prO. ): 
P(10): 
P(11 ): 

0.3'0.8 
0.3'0.2 
0.7'0.8 
0.7'0.2 

0.9'0.4 = 
0.9'0.6 

-0.1'0.4 
0.1'0.6 = 

prO): I 0.3 I 0.8 I 0.9 I 0.4 I 

0.24 0.36 
0.06 0.54 
0.56 0.04 
0.14 0.06 

suponiendo una interacción entre parejas adyacentes. De la misma manera, podríamos asumir 
una dependencia entre cuartetos o cualquier otra estructura no necesariamente entre variables 
adyacentes: 
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P(OOOO): 0.3'0.8'0.9'0.4 
P(0001): 0.3'0.8'0.9'0.6 
P(0010): 0.3'0.8'0.1'0.4 
P(0011): 0.3'0.8'0.1'0.6 
P(0100): 0.3'0.2'0.9'0.4 
P(0101): 0.3'0.2'0.9'0.6 
P(01 lO): 0.3'0.2'0.1'0.4 
P(01 1 1): 0.3'0.2'0.1'0.6 
P(1000): 0.7'0.8'0.9'0.4 
P(1001): 0.7'0.8'0.9'0.6 
P(1010): 0.7'0.8'0.1'0.4 
P(1011): 0.7'0.8'0.1'0.6 
P(1100): 0.7'0.2'0.9'0.4 
P(1101): 0.7'0.2'0.9'0.6 
P(1110): 0.7'0.2'0.1'0.4 
P(1111): 0.7'0.2'0.1'0.6 

El estudio y la modificación del Algoritmo Genético Estadfstico que permita el manejo adecuado de 
estas interacciones forma Hneas de investigación futura. 
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7 Conclusiones 

En' esta tesis se estudió un método novedoso de evolución estadística mediante el diseno y 
análisis de comportamiento del Algoritmo Genético Estadístico (STA). El método propone el uso 
de un vector de distribución de probabilidad como modelo de la población genética. Este vector 
puede considerarse como una descripción difusa de las características que hacen que un Individuo 
sea mejor evaluado. Debido a ello. es posible utilizar al vector de distribución como guía en la 
búsqueda durante la creación de nuevos individuos. 

El Algoritmo Genético Estadistico consta de dos fases: la genética que resulta de la aplicación del 
modelo de probabilidad y la fase del escalador, utilizada para detallar los valores obtenidos en la 
etapa anterior. Durante el desarrollo de esta tesis se probó el sistema sobre un conjunto de 
funciones ampliamente utilizadas en el campo de la optimización numérica. 

Posterionnente al análisis de resultados, se encontró que el comportamiento obtenido por la fase 
genética del STA es equiparable al del Algoritmo Genético Simple con cruza uniforme en términos 
del valor mfnimo y promedio de cada generación. La demostración teórica de estos resultados 
experimentales qued~ como línea de trabajo futuro. 

A pesar de haber obtenido valores de optimización similares en ambos algoritmos, se encontrÓ que 
. el uso de un modelo probabilístico de la población presenta cualidades Interesantes y ciertas 
ventajas en comparación con los métodos evolutivos tradicionales. 

El STA no utiliza los operadores de selección y cruza, simplemente simula su comportamiento. 
Debido a ello, evita la definición heurística de los parámetros de estos operadores por parte del 
usuario. Esta situación simplifica el uso del sistema y permite que usuarios menos experimentados 
puedan obtener resultados adecuados. 

otra característica del uso del vector de distribución de probabilidad es relevante en problemas con 
tamai\os de pOblación grande y genomas largos. Dado que el vector modela la población, la 
cantidad de memoria utilizada puede reducirse considerablemente. Un cálculo anticipado de los 
componentes del vector que se utilizará en la siguiente generación permite desechar el almacén 
poblacionaL El costo en tiempo de proceso es ligeramente mayor que la versión sin optimización 
de memoria, manteniéndose directamente proporcional al número de individuos. 

A diferencia de los mélodos tradicionales, el Algoritmo Genético Estadístico facilita el estudio del 
comportamiento del sistema, ya que se cuenta con un modelo explicito de la población en cada 
generación. Esta ventaja padrfa simplificar el estudio matemático del proceso evolutivo en 
desarrollos posteriores. 

En el estudio de esta tesis, se encontró que el método de actualización del vector de probabilidad 
propuesto por el Algoritmo Genético Estadistico tiene una tasa de aprendizaje decreciente 
observable en las gráficas del porcentaje de convergencia y es comprensible dada la naturaleza 
estadística del sistema. Esta caracteristica provoque que la fase genética, por sí misma, no 
garantice la convergencia sin desperdicio de recursos computacionales. 

Se encontró, además, que debido a que el vector de probabilidad asu-me que no existe interacción 
entre las variables, el algoritmo es muy eficiente en problemas lineales y tiene un comportamiento 
pobre en funciones con interacciones fuertes entre las variables. Una situación similar ocurre en 
sistemas con desarrollo paralelo a esta tesis. La generalización del STA permite introducir algunos 

. conceptos'propuestos-por estos desarrollos. . ." 

Esta tesis introdujo ideas que definen nuevas e importantes ramificaciones en el disei\o de los 
algoritmos genéticos. De esta forma, se señalan líneas de investigaCión que llevarán al desarrollo 
de sistemas más efectivos y eficientes. 
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Apéndice A: Sistema de Hormigas 

El Sistema de Hormigas (SH), como su nombre lo indica, fue inspirado en la manera en la cual 
trabajan y se comunican las colonias de hormigas (véase [DENE83J,[DENE89J,[GOSS90J). Se 
trata de un sistama de optimización combInatoria estocástica, que presentaron Marco Dorigo. 
Vittorio Maniezza y Alberto Colomi, por primera vez, en la Primer Conferencia Europea de 
Inteligencia Artificial realizada en París en 1991[COL091 j. 

Entre las principales características del SH se encuentra la retroalimentación positiva (positiva 
feedback, en inglés), el cómputo distribuido y el uso de una heurrstica constructiva (constructiva 
greedy heurístic, en inglés). La retroalimentación sirve para el pronto descubrimiento de soluciones 
buenas, el cómputo distribuido evita la convergencia prematura32 y la heurfstica ayuda a encontrar 
soluciones aceptables en las primeras etapas del proceso de búsqueda. 

En 1997, Marco Dango y Luca M. Gambardel1a modificaron el algorrtmo para realizar búsquedas 
más eficientes en problemas' de mayor tamalio y con ello crearon el Sistema Colonia de Hormigas 
[DORI97). Al igual que con los Algoritmos Genéticos, se considerará únicamente la versión original 
(Le. Sistema de Hormigas) para efectos de esta tesis. 

En la siguiente sección, retomaré un ejemplo presentado por los autores en [DORI961 para dar al 
lector una intuición general del funcionamiento del sistema. Posteriormente, explicaré la 
representación del problema utilizada en el SH para después describir los mecanismos de solución 
del sistema, definiendo sus parámetros y funciones. Finalmente presentaré el pseudo-código que 
define al algoritmo. ' 

Analogía 

Uno de los hechos más notables en la naturaleza es la manera como se comunican los animales 
entre 51, especialmente los insectos. El entornólogo Edward O. Wilson escribió: "Las formas de 
comunicación entre los insectos sociales son extrañamente diversas: toquecitos, estridulaciones. 
golpecillos, asimientos, rozamientos de antenas, gustos o probadas y vaharadas, y emisiones de 
substancias qurmicas que evocan respuestas diversastt33

• En este caso, estamos interesados en 
las señales qu(micas - exudaciones, que se conocen con el nombre de feromonas, que se gustan 
o huelen. 

Las feromonas son el medio que permite a las hormigas, animales casi ciegos, encontrar la ruta 
más corta desde su hormiguero hasta su fuente de alimento. Cada hormiga deposita en su 
caminar cantidades variables de feromonas, marcando ase la ruta seguida. Esta señal sirve a la 
hormiga para reconocer su vra de regreso, pero más importante, indica a la colonia un camino 
factible. Al encontrarse un camino previamente recorrido por una hormiga, detecta la marca y 
decide con mayor probabilidad seguir dicha ruta. De la misma manera que la hormiga anterior, 
marca y refuerza el camino con feromona. Entre más hormigas sigan una trayectoria, ésta se 
convierte más atractiva para las hormigas que siguen. 

Se trata, entonces, de un proceso cfcllco de retroalimentación, donde la probabilidad con la cual 
cada hormiga selecciona un camino se incrementa proporcionalmente al número de hormigas que 
hayan elegido esa ruta previamente. 

32 La convergencia, como fue explicado con anterioridad, es una etapa de estancamiento donde el algoritmo no puede 
explotar adecuadamente su ¡nlonnaciÓn. La convergencia prematura ocurre cuando dicho estado apareco en etapas 
tempranas del algoritmo y por lo tanlo, produce resultados erróneos. 

33 Tomado del libro "Los Insectos", Coloccl6n de la Naturaleza de Tlme-Llfe por Petar Farb, versión en español, 1981. 
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Considérese el ejemplo de la Figura 41. Existe una trayectoria que siguen las hormipas entre los 
puntos A y E. Estos puntos pueden ser la fuente de alimento y el hormiguero; no importa el orden 
(véase Figura 41a). Repentinamente, se coloca un obstáculo a media ruta. Dicho obstáculo es 
perpendicular a la trayectoria AE y se ubica de tal manera que un extremo C esté más cercano al 
camino original que el otro extremo H (véase Figura 41 b). El obstáculo recién colocado fuerza a 
las hormigas a tomar una decisión: girar a la derecha o a la izquierda. Una de estas opciones las 
llevará a rodear el obstáculo por el camino más corto - a través del extremo C. 

La primer hormiga en encontrarse con la barrera elegirá al azar cualquiera de los caminos, ya que 
no hay seriales qufmicas previas. Una hormiga que camine por BCD llegará primero al punto O 
que una que tome el rumbo BHD, debido a que la distancia es menor (véase Figura.41c). Esto 
ocasiona que la siguiente hormiga que regrese de E, al llegar al punto D. encuentre mayor cantidad 
de feromona en el camino DCB que en DHB. Entonces, la probabilidad de que esta hormiga elija 
la ruta más corta se incrementa. Lo mismo ocurre en el sentido contrario. Como consecuencia, el 
número de honnigas por unidad de tiempo que andan por BCD será mayor que el de BHD. La 
cantidad de substancia qurmica en el camino corto crecerá más rápidamente y la probabilidad de 
seleccionar BCD será mayor. Eventualmente, todas las hormigas recorrerán ASCDE y regresarán 
por EDCBA. 

E E 

A A 
.) b) ,) 

Figura 41: Hormigas Reales. a) Ruta AE b) Obstáculo He a medio camino, fuerza 
una decisión e) Mayor cantidad de (eramona en fa ruta más corta. 

Representación 

El Sistema de Hormigas se concentra primordialmente en problemas de optimización combinatoria. 
Es decir, problemas en los cuales se debe determinar cuál de las posibles combinaciones finitas de 
las variables minimiza o maximiza cierta función caracterlstica. Algunos ejemplos bien conocidos 
por los investigadores de las ciencias de la Computación son: el problema del Agente Viajero 
(Traveling Safesman problem), el problema de la Asignación Cuadrática de Recursos (Quadratic 
Assignment problem) y el problema de la Cslendarización de T araas (Job-Shop Scheduling 
problem)". 

:u Para conocer la descripción de estos problemas véase [LAW85J,[BURK84] y [COLOR93] respecttvamente. 
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El SH representa al espacio de búsqueda del problema por medio de un grafo (i.e. nodos y arcos) 
c?n conexiones ponderadas. Los nodos representan los valores discretos de las variables del 
sistema, mientras que los arcos describen a las posibles combinaciones de estas variables. 
Además, los arcos cuentan con una propiedad de peso que afecta en la evaluación de cada 
combinación. 

Una representación adecuada para la analogra presentada en la sección anterior es la que se 
muestra en la Figura 42. Los valores de ponderación de 105 arcos fueron elegidos arbitrariamente, 
respetando únicamente la restricciÓn BH + HD > Be + CD. 

05 

® 
Figura 42: Representación Gráfica del Ejemplo Analogfa. 

En la metodologfa propuesta, las hormigas son las entidades encargadas de realizar la búsqueda 
propiamente dicha, Estos agentes con capacidades limitadas recorren el grafo desde un nodo 
inicial (que puede ser distinto para cada hormiga) l'1asta algún nodo final. El trayecto recorrido 
denota una propuesta de solución - una combinación especrtica de nodos. 

En este tipo de problemas suelen existir restricciones que no pueden representarse en la gráfica. 
Por ello, es necesaria una estructura ·de datos adicional para asegurar la satisfacción de estas 
reglas. La estructura a utilizar y el proceso de valldación de restricciones pueden variar entre 
diferentes problemas. 

En la siguiente sección, se describen los mecanismos do solución del SH en el contexto del 
problema del Agente Viajero: se definen los parámetros del sistema, asi como algunas funciones 
utilizadas en el proceso. 

Descripción 

Los autores del art[culo "The Ant System: Optimization by a co!ony of cooperatin~agents" basan la 
definición del SH de acuerdo con la estructura del problema del Agente Viajero . Eligieron este 
problema porque es suficientemente descriptivo y el mecanismo descrito en la analogfa de las 
hormigas es aplicable directamente. 

3!1 Desde mi punlo de vista, la influencia del 'problema del Agente Viajero en la definición del Sistema de Hormigas facUiIa la 
comprensión de! sistema, pero reduce su generalidad ya que cada problema nuevo impone modificaciones mayores en la 
programaciófl del algoritmo. 
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El problema consiste en encontrar la ruta más corta para que el agente pueda visitar un total de n 
ciudades y regresar al punto de partida. En este ejemplo, los nodos representan a las ciudades, 
los arcos simbolizan las carreteras que unen a las ciudades, y los pesos de los arcos son los 
kilómetros que mide la carretera. 

El Sistema de Hormigas cuenta con un ciclo peculiar de generación y explotación de la 
información. Inicialmente se ubica a cada hormiga en un nodo o ciudad cualquiera. Estos agentes 
deciden cual será el siguiente nodo a visitar de acuerdo con una probabilidad calculada a partir de 
un rastro de feromona en el trayecto y de un valor heurístico especffico del problema. Cuando las 
hormigas terminan de recorrer todas las ciudades. comienza la etapa de explotación de la 
información obtenida. En este momento, se actualizan los valores de las marcas qufmicas dejadas 
en todas las rutas andadas. Es decir. las hormigas modifican la cantidad de feromona 
exclusivamente al finalizar su tour. Veamos con mayor detalle este procedimiento. 

Sea 'tl](t) la intensidad de fa feramona en el camino (i,j) en el tiempo t. La actualización ocurre en 
t+n debido a que toma n tiempos recorrer n ciudades. De esta forma: 

~I¡(t+n) = ml¡(t) + Mil 

donde p es un coeficiente de evaporación de la feromona entre los tiempos t yt+n (O<p<1), y 
.1'tij8S el refuerzo ocasionado por el paso de las hormigas en el arco (i,i) calculado: 

m 

6'tii= ¿d't¡t 
k .. l 

tal que m es la cantidad total de hormigas, y ll'tff es la cantidad de substancia dejada por la 

k~ésima hormiga entre los tiempos especificados y está dado por: 

,k {~ si la hormiga k usó el camino (i, j) 
LJ.'tlj = Lk 

O de otro modo 

En la ecuacIón anterior, Q es una constante definida de antemano y Lk es la evaluación de la 
solución k propuesta, en este caso, la longitud del recorrido total de la hormiga k. 

Como se dijo anterIormente, la probabilidad de que una hormiga elija una ruta depende en parte de 
la intensidad de feromona en el camino. La otra parte corresponde a una heurfstica definida para 
el problema. En este caso, la heurística dice que siempre se prefieren las menores distancias. Si 
di¡ es la distancia entre el nodo I y el nodo j (i.e. di] es el peso del arco), entonces podemos definir 
un valor 111] como el inverso de la distancia y nombrarlo visibilidad. 

t 
r)¡¡="(t 

,) 

De esta manera, !a probabilidad so calcula con la siguiente fÓímula: 

donde a y f3 son parámetros que controlan la influencia de la feromona con relación a la heurística. 
Los autores reportan que de acuerdo con sus experimentos, los mejores valores para los 
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parámetros son: a=1, fl=5, p=O.5, Q = cualquier valor. De acuerdo con mi experiencia, a y j3 
podrfan ser valores dinámicos, es decir, que se pueden modificar conforme avanza el algoritmo. 
Esta opción no ha sido investigada. 

Terminación 

Al igual que ocurre con un Algoritmo Genético, es preciso definir una condición de terminación del 
algoritmo. Ésta puede ser cualquiera de las descritas en la Sección 1.4.5. Los autores utilizan un 
número máximo de ciclos (NCmaJ. 

Un hecho notable es que en este algoritmo se puede producir un comportamiento que hace 
referencia a la convergencia en los algoritmos genéticos. En la terminologfa del Sistema de 
Hormigas se le conoce como estancamiento. Se produce cuando todas las hormigas realizan el 
mismo recorrido. En este momento, el algoritmo deja de buscar soluciones alternas. Es también 
una condición de terminación. 

Pseudo-Código 

El lector habrá podido darse cuenta del parecido que tiene el SH con el SGA. Son precisamente 
estas similitudes las Que permitieron la realización de esta tesis. Para reforzar aun más estas 
ideas, presento en la siguiente figura el pseudo-código correspondiente al SH habiendo titulado las 
etapas del ciclo generaci6n~explotacI6n. 
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INICIALIZACIÓN 
l. Sea t = O (contador de tiempo) 
2. Sea NC=O (contador de ciclos) 
3. Para cada arista (ij): 

3.1. Sea 'tij = e donde e es una constante que define la intensidad de 
feromana en el camino (ij) 

3.2 SeaÁj=O 
4. Ubique cada una de las m hormigas en alguno de los n nodos. 
INICIALIZACiÓN DE REsTRICCIONES 

5. Sea s=l. 
5.1. Para cada hormiga k numerada desde 1 hasta m: 

5.1.1. Agregue el nodo inicial de la hormiga k a la lista tabUk(S) 
CREACIÓN DE SOLUCIONES . 
6. Repita hasta llenar la lista tabu. (0-1 veces) 

6.1. Sea s=s+ 1-
6.2. Para cada hormiga k numerada desde 1 hasta m: 

6.2.1. Elija el nodo destino j con probabilidad pl(t). donde: 

1 

[tIJ(t)]"·[Tl,/ .. {N b } 
k ~ 11 ~ SI JE - ta U t 

Pij(t); L"([t,, (1)] ·['lo} ) 
~!N-j.w..J I 

O de otro modo 
6.3. Mueva la hormiga k-ésima al nodo j. 
6.4. Inserte el nodo j en la lista tabuk(s) 

EVALUACiÓN 
7. Para cada honniga k numerada desde 1 hasta m: 

7.1. Calcule la longitud Lk de la ruta descrita por tab14 
7.2 Actualice la ruta más corta 

EXPLOTACiÓN 
8. Para cada arista (iJ): 

R.l. Para cada k desde 1 hasta ro: 

M~ ; {~ si (i,j)E tabu, 
'J , 

O de otro modo 

.1t~ :;::6tlj +6t~ 
9. Para cada arista (iJ): 

9.1. 'tij(t+O) = p'tiJ{t) + .1't~ 
10. Sea I = t+o 
11. SeaNC=NC+ 1 

12. Para cada arista (iJ): L~:t'ij = O 
TERMINACiÓN 
13. Si (NC < NC,,"" ) y (no hay estancamiento): 

13.1. VaCÍe todas las listas tabu. 
13.2. Vaya al paso 5. 

14. de lo contrario: 
14.1. Muestre el resultado. 
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