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4.14. Convergencia mostrada en los tránsitos hechos port en estado1 o porn − t en estado0 a lo

largo de varias ejecuciones. . . . . . . . . . . . . . . . . . . . . . . . . . .. . . . . . . . . 35
4.15. Simulación del modelo con memoria en 3D, de los pasos por t en estado1, variando el
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Resumen

Los sistemas distribuidos de consenso de larga vida son aquellos sistemas que llaman al algoritmo de
consenso de manera continua. Un aspecto fundamental en estetipo de sistemas es el número de cambios
en el valor de decisión de salida; llamado inestabilidad. Los investigadores han desarrollado modelos que
permiten explicar la inestabilidad de dichos sistemas, handemostrado tendencias en su comportamiento
y han encontrado condiciones para minimizarla. Además, sehan planteado nuevas preguntas acerca de la
implicación que tendrı́a modificar algunos aspectos de losmodelos originales.

Precisamente una modificación a uno de los primeros modeloses lo que permite hacer más robusta y a la
vez menos limitada la ejecución de los sistemas de consensode larga vida, obteniendo también una adecuada
representación matemática.

Otro aspecto importante que trata esta tesis es simular el comportamiento de los modelos teóricos. El
objetivo es obtener información adicional a la que nos proporcionan las ecuaciones de los artı́culos previos.
Por ejemplo: los investigadores prueban que la inestabilidad en estos sistemas converge hacia un valor espe-
rado. Sin embargo, las ecuaciones no nos dicen qué tan rápido convergen a dicho valor; por lo tanto, también
introducimos el estudio de lo que llamamos alcance del estado estable.

Ası́ pues, la aportación principal de este trabajo es presentar un estudio de la velocidad de convergencia
en los modelos hacia el valor esperado. Para ello, empleamostécnicas estadı́sticas utilizadas por los investi-
gadores de simulaciones y modelado computacional.

Concluimos que la aplicación de los conceptos de alcance del estado estable, periodo de calentamiento y
punto de fricción, serán útiles para la comparación de qué tan rápido converge un mismo modelo, cuando el
valor en su parámetron de entrada cambia.

De igual modo, a lo largo de su desarrollo, nos hemos encontrado con una serie de problemas a resol-
ver; dando como resultado una serie de ejercicios aplicables para un curso de temas selectos de sistemas
distribuidos.
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Capı́tulo 1

Introducci ón

1.1. El problema del consenso en los sistemas distribuidos

A lo largo del desarrollo de las ciencias de la computación, los investigadores se han encontrado con una
serie de problemas a tratar; en muchas ocasiones han sido resueltos, en otras no; y por ello se han estudiado
escenarios o modelos teóricos donde se busca entender el comportamiento de dichos problemas bajo ciertas
condiciones, o bien encontrar ĺımites o cotas para las soluciones posibles.

Dentro de los problemas más encontrados y tratados en la teorı́a del cómputo distribuido está el problema
del consenso. Dicho problema es de los más estudiados debido a su interés teórico y a sus importantes
aplicaciones. En su formulación básica e informal podemos decir que cada proceso comienza proponiendo
su valor de entrada y después de algunas comunicaciones unos con otros, tienen que acordar en uno de
esos valores. Imaginemos el ejemplo de una base de datos distribuida, donde todas tienen que convenir si
una transacción se compromete a realizar (commit) o se da marcha atrás (rollback) en cada una de ellas. Es
evidente en este ejemplo, que cada una de las bases de datos participantes en la transacción deben de realizar
sólo una de esas dos operaciones y que debe ser la misma en todas.

En palabras simples diremos que un sistema distribuido es un conjunto de procesos1 que pueden comu-
nicarse entre si y se organizan para resolver un problema en común. Organizar todo ese sistema presenta
repetidamente problemas de acuerdo entre los procesos.

Los sistemas distribuidos computacionales se componen de procesadores que varian en su arquitectura,
velocidad y desempeño unos con otros. Además de que no comparten un reloj central y sus canales de comu-
nicación no están exentos de fallas y ĺımites en la capacidad de transmisión de datos. Asimismo, los sistemas
distribuidos han proporcionado toda una gama de posibilidades en la resolución de problemas modernos,
tanto en la ciencia como en la ingenierı́a. Han dado acceso a diversos recursos antes no disponibles para cual-
quier usuario, como lo son el almacenamiento distribuido de gran cantidad de información, el acceso remoto
a una estructura de control, o bien, el uso de varios procesadores en paralelo para la resolución de problemas
“pesados”, computacionalmente hablando; dando con ello una ventaja tanto en costo como en tiempo.

Post hoc, podemos pensar en ejemplos de sistemas distribuidos muy utilizados en la actualidad, como lo
son Internet y los Clusters. El primero engloba una serie de redes de computadoras entre las cuales hay una
gran cantidad de intercambio de información; en el segundo caso utilizamos diversos procesadores a fin de
que funcionen como una sola supercomputadora, con gran poder de procesamiento y memoria.

1Por proceso entendemos a aquella unidad que realiza algún cálculo o trabajo, como aritmético/lógico o de comunicación.
Comúnmente puede ser un procesador computacional.
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Ası́ como estos, podemos encontrar numerosos ejemplos y aplicaciones, y es precisamente la heteroge-
neidad en los elementos que conforman un sistema distribuido la que hace que sea difı́cil la situación de
sincronizar el trabajo.

El problema del consenso ha sido estudiado bajo una gran variedad de suposiciones en sus maneras de
comunicación y sus tolerancias a fallos; en algunos casos mostrando cotas inferiores (como en [2] y [7]), en
algunos mostrando resultados de imposibilidad (como en [11]); y en otros diseñando algoritmos eficientes
(como en [10]).

Las investigaciones relacionadas a este problema han sido descritas como de “una sola pasada” i.e. donde
los procesos comienzan con su valor propuesto y tienen que resolver consenso una sola vez. Pero los sistemas
distribuidos reales tienen que resolver consenso repetidamente en entradas recibidas una después de la otra.
De esa manera, los investigadores han estudiado versiones del consenso continuo o también llamado consenso
de larga vida; y han propuesto soluciones las cuales son más eficientes que simplemente repetir ejecuciones
independientes del consenso de “una sola pasada”.

1.2. Los requerimientos a cumplir en un algoritmo de consenso

En el problema estandar del consenso de “una sola pasada”, cada uno de losn procesadores propone su
valor binario de entrada y después de algunas comunicaciones entre ellos, tienen que acordar un valor binario
como salida. Estas entradas son representadas como vectores binariosn−dimensionales; id est, elementos
del conjuntoZn

2
.

Si bien el problema puede resolverse de manera trivial, por ejemplo: que todos los procesos decidan cero;
aunque para fines prácticos esa no serı́a una buena estrategı́a.

Los sistemas de consenso deben satisfacer esencialmente tres requerimientos a fin de conseguir el con-
sensus omnium:

1. Todos los procesos correctos deciden el mismo valor. (Acuerdo).

2. Tarde o temprano cada proceso no fallido debe decidir un valor. (Terminación).

3. El valor decidido tiene que ser el valor propuesto por algún proceso del sistema. (Validez).

Nosotros consideraremos también un parámetro de tolerancia a fallost tal que0 ≤ t ≤ ⌊n/2⌋ con un reque-
rimiento adicional:

Si a lo mást entradas son iguales a un valor binariob, entonces la decisión de salida es igual a1 − b.

La idea principal que no debemos perder de vista en el estudio de la estabilidad en un sistema distribuido
de consenso de larga vida, es que el valor de decisión puede cambiar a lo largo de varias y repetidas ejecucio-
nes del algoritmo de consenso. Por esto mismo, es preferible el uso de algoritmos de consenso de larga vida
en los cuales el número de veces que el valor de decisión es cambiado es lo más pequeño posible. Nuevamen-
te imaginemos un ejemplo, en donde tenemos un conjunto de sensores replicados los cuales deben decidir si
un dispositivo (un avión remotamente dirigido) debe realizar algún cambio en su ejecución (subir o bajar de
altitud). Es en este sentido que nos interesa estudiar qué tan estable puede ser el sistema de consenso. Para
entender los aspectos y los ĺımites de la estabilidad tratamos de que el modelo sea lo más general posible. En
pocas palabras, nos interesa que los cambios de decisión a lo largo de ejecuciones consecutivas del consenso,
sea mı́nimo.

2
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Otro aspecto fundamental de nuestra definición es la autoestabilización. Un sistema que tolera fallas
transitorias es autoestabilizante. Una falla transitoriapuede cambiar el estado actual de un proceso a otro
diferente dentro de su espacio de estados posibles. La propiedad de autoestabilización de un sistema asegura
la recuperación de un estado arbitrario a un estado que continúa con la ocurrencia de fallos inesperados.
Estrictamente hablando, si la salida de un sistema no cambiacuando un limitado número de entradas cambia,
entonces ese sistema es también tolerante a un limitado número de fallas transitorias que ocasionen cambios
en los valores de las entradas.

Si bien, en el presente trabajo nos enfocaremos en representaciones que asumen entradas binarias, es
menester señalar que también se ha estudiado, los modelosde situaciones en que los valores a decidir por
el sistema distribuido, forman parte de un rango multivaluado (vea el artı́culo [5]). Además se dan unas
demostraciones detalladas del lema 1 (página 11) y del lema2 (página 12), las cuales son alternativas a las
presentadas en [2].

Cabe mencionar que el desarrollo de esta tesis sirvió como base para un artı́culo presentado en el En-
cuentro de Estudiantes de Ciencias de la Computación 2007 en el IPN, donde obtuvo per se el premio de
segundo lugar al mejor artı́culo. También sirvió de base para una presentación y un artı́culo fast abstract en
el Third Latin-American Symposium on Dependable Computing2007; llevado a cabo en la Universidad de
San Nicolás de Hidalgo en Morelia, conjunto al Encuentro Internacional de Computación 2007.

1.3. Objetivos planteados y descripción de resultados obtenidos

Basados en la formalización, estudiaremos la estabilidadde sistemas sin memoria donde ejecuciones
consecutivas de consenso son independientes; y compararlacon la estabilidad de sistemas que pueden man-
tener memoria de ejecuciones de consenso previas. Posteriormente, generalizamos las entradas al sistema, de
manera que no estén restringidas a la definición 2 (página10) como en [5] y [2]; sino que realizamos una
modificación tal y como se presenta en [4]. Con ello, se formalizan unos nuevos sistemas con memoria y sin
memoria, para los cuales realizamos unas simulaciones en computadora, a fin de estudiar su comportamiento.

Otra clasificación que resulta ser relevante, es si el sistema es simétrico o no. En un sistema simétrico las
decisiones son tomadas solamente en base a la distribuciónde los distintos valores de entrada, pero no en cuál
proceso especı́fico se produjo un particular valor de entrada. Sin embargo, en este trabajo sólo consideraremos
sistemas simétricos.

Hasta este momento, los investigadores han mostrado la convergencia de la inestabilidad de estos mode-
los. Sin embargo, las simulaciones computacionales puedenaportarnos información adicional que no ha sido
estudiada hasta ahora, como lo puede ser la rapidez con la quela inestabilidad de los sistemas converge al
valor predicho en las ecuaciones.

Estas simulaciones en computadora, son presentadas en los capı́tulos 4 y 5, las cuales fueron realizadas
en lenguaje MATLAB, bajo el ambienteWindows XPy Mac Os X con arquitecturasIntel Centrino Duo e
Intel Xeon de doble núcleo respectivamente. Vea los apéndices B.1 y B.2.

El problema del consenso de larga vida es una versión dinámica del problema del consenso de “una
sola pasada” donde las entradas cambian en el tiempo y los resultados de estas simulaciones sirvieron para
comparar la inestabilidad mostrada en los modelos sin memoria vs. los modelos con memoria. Notese que un
algoritmo de consenso de “una sola pasada” que toleret fallas para un modelo particular de comunicación,
puede ser usado para resolver la versión del consenso de larga vida, simplemente invocando una nueva versión
del algoritmo en cada fase. Pero este tipo de solución produce un sistema de consenso de larga vida con
estabilidad no garantizada en el siguiente sentido: si los vectores de entrada de dos fases consecutivas no
cambian, los valores de decisión pueden cambiar, debido a retardos de ejecución.
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Nos interesa minimizar las variaciones de las salidas de fase a fase tanto como sea posible. Por supuesto,
si el vector de entrada cambia de0

n en una fase, a un vector1
n en la siguiente fase, entonces la decisión de

salida tiene que cambiar de0 a 1. Pero si el vector de entrada cambia en unos pocos bits, es posible que el
cambio de decisión sea evitado.

Comenzaremos pues, con una serie de definiciones que usaremos a lo largo de esta tesis. Después daremos
un panorama general sobre el estado del arte ad usum referente a los trabajos realizados por los investiga-
dores en el área; concluyendo el presente capı́tulo con unareseña de los resultados previos importantes que
debemos tener presentes al adentrarnos en el tema.

El resto de la tesis está organizada de la siguiente forma: en el capı́tulo 2 veremos a detalle la estabilidad
mostrada por algunos de los primeros sistemas de consenso delarga vida (vea [2]). El capı́tulo 3 muestra
los cambios realizados en la interpretación de las entradas a fin de hacer más poderoso el modelado de los
sistemas (vea [4]). El capı́tulo 4 enseña los experimentosrealizados por las simulaciones en computadora
sobre los modelos previos. Y el capı́tulo 5 presenta un estudio sobre la velocidad de convergencia de los
modelos, basado en las simulaciones del capı́tulo anteriory en el artı́culo [4].

De las simulaciones hechas también observamos el comportamiento de los sistemas a lo largo de las
ejecuciones; notamos el valor más grande en la inestabilidad cuando el parámetro de tolerancia a fallost es
igual a la mitad del valor den. Asimismo, notamos la convergencia predicha por los investigadores y una
gran variación en los valores tempranos de salida de la ejecución.

A fin de que constituya una aportación original en el estudiode los sistemas distribuidos de consenso de
larga vida; mostramos los resultados en términos de una técnica estadı́stica utilizada por los investigadores
de simulaciones computacionales. No olvidemos que una simulación es el resultado de un modelo con va-
riables estocásticas; por lo tanto, para decir qué tan rápido converge nuestra simulación al valor esperado,
es necesario decir en qué momento alcanza su estado de estabilidad (al que llamaremos punto de fricción).
Y lo importante aquı́ es comparar ese punto de fricción cuando a nuestro programa de simulación le damos
distintos parámetrosn de entrada.

Anticipando algunos resultados al lector, diremos que los experimentos muestran que conforme el número
n de procesos participantes en nuestro sistema distribuido de consenso continuo aumenta, el punto de frición
se posterga. Y este comportamiento se observó tanto en el modelo con memoria como sin memoria.

1.4. Descripcíon del problema: consenso de larga vida y estabilidad

El consenso continuo o de larga vida, es una versión dinámica del consenso de “una sola pasada”; es-
to quiere decir que el algoritmo de consenso se tiene que realizar de forma repetida conforme los valores
aportados por los procesos participantes cambian en el tiempo. Si estos valores cambian, entonces la salida
(el valor acordado) debe cambiar; sin embargo, si sólo unospocos de esos valores de entrada cambian, es
posible evitar el cambio en el valor de salida. Ası́ pues, cuando un cambio en la salida se realiza, entonces la
inestabilidad del sistema aumenta. Por lo tanto, buscamos las condiciones necesarias para describir la peor
situación en la inestabilidad de un sistema distribuido deconsenso de larga vida.

Uno de los primeros modelos propuestos es el de entradas geodésicas [2], donde los procesos partici-
pantes en el sistema pueden cambiar su valor propuesto a lo m´as una sola vez. Dado lo muy limitado que
este modelo puede ser, los investigadores mostraron comportamientos interesantes. Posteriormente, el mo-
delo sufrió una variación; ahora los procesos participantes estaban organizados como vectores que formaban
un conjunto de vértices, los cuales se relacionaban si y sólo si entre dos vectores habı́a sólo una entrada
distinta. Dando con ello el modelo de un hipercubo [4] donde cada vértice tiene asociada una probabilidad
de desplazamiento de acuerdo a la cantidad de entradas de un valor dado.
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Para un camino aleatorio sobre el hipercubo, nos interesa lacantidad de pasos realizados por un vértice
en particular (el vértice cont entradas de un valor dado). Ese número de pasos dividido entre la longitud del
camino aleatorio es ahora lo que llamaremos inestabilidad.

En la práctica existen varias razones para preferir un sistema de consenso continuo estable: algunos
dispositivos son discretos, como aquellos que determinan si una compuerta se abre o se cierra. Existe también
la posible alargamiento operacional del tiempo de uso, digamos al encender o apagar un motor. La energı́a u
otro recurso de consumo es proporcional al número de transiciones entre encendido y apagado de un motor,
reduciendo con ello su tiempo de vida útil.

Existen muchas aplicaciones del consenso de larga vida, dando con ello toda una rama de investigación
y aplicaciones para el desarrollo de los sistemas distribuidos computacionales.

1.5. Una breve resẽna de la investigacíon relacionada al consenso

Hablar de los sistemas distribuidos de consenso es hablar sin lugar a dudas de algunos de los trabajos
de Leslie Lamport [20]. Ab initio, cuando se acopló libremente a un conjuntos de procesadores que inter-
actuaban mediante una red de comunicación, y que desde el punto de vista de un procesador en especı́fico,
el resto de los procesadores y sus respectivos recursos son remotos, fue la instauración de lo que hoy cono-
cemos como sistema distribuido [8]. Las investigaciones deLamport han contribuido esencialmente en los
fundamentos de la teorı́a del cómputo distribuido. Entre sus artı́culos más destacados podemos mencionar:
“Tiempos, relojes y ordenación de eventos en un sistema distribuido” [24] y “Fotos Instantaneas Distribuidas:
Determinando el Estado Global de un Sistema Distribuido” [26]; en los cuales introduce la noción de causali-
dad de eventos, consistencia de relojes lógicos y cortes enejecuciones. Estos conocimientos se han utilizado
en la sincronización de relojes fı́sicos entre procesadores remotos, implementación de sistemas distribuidos
replicados, y la creación de algoritmos distribuidos con exclusión mutua; donde un procesadorpi al cual se
le ha asignado un recurso, lo tiene que liberar antes de que sepueda asignar a algún otro procesadorpj , las
peticiones a recursos se atienden en el orden en que se hicieron y se garantiza que si todo procesador libera
su recurso entonces todo pedido es atendido tarde o temprano.

También podemos mencionar el artı́culo: “El Problema de los Generales Bizantinos” [23], donde su estu-
dio es el manejo de un sistema distribuido, cuyos procesos pueden presentar comportamientos completamente
arbitrarios, sea por errores o por ejecuciones malintencionadas. A esto podemos añadir también que se han
desarrollado algoritmos que toleran un número determinado de fallas bizantinas, como en el artı́culo [1] don-
de se muestra un algoritmo distribuido que resuelve consenso si el número de procesos con comportamiento
impredecible es menor a un cuarto del total de procesos.

El término se refiere al problema de acuerdo entre generalesdel imperio Bizantino, quienes deben de
decidir si atacar o no a un enemigo [27]. El problema es complicado por la separación geográfica de los
generales, quienes se comunican enviando mensajes unos conotros, y por la presencia de traidores entre los
generales. Estos traidores pueden actuar arbitrariamente, incitando a algunos generales a atacar, o forzando
una decisión que no es consistente con el deseo de la mayorı́a.

Otro de los trabajos más mencionados de Lamport es el algoritmo de Paxos (Παχoσ) [13] y [14]. En este,
se resuelve el acuerdo en los valores de entrada sobre un conjunto de máquinas de estados replicadas [22].
Hacia finales de los años 80’s del siglo XX, la Systems Research Center implementó un sistema de archivos
tolerantes a fallos, y afirmaban que dicho sistema podı́a mantener consistencia a pesar de cualquier número
de fallas no bizantinas, y podrı́a hacer progreso si cualquier mayorı́a de los procesadores hubiesen trabajado.
Como muchos de tales sistemas, este era bastante simple cuando no habı́a errores, pero tenı́a un algoritmo
complicado para el manejo de fallas basado en tomar con cuidado todos los casos que los implementadores
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pudieran pensar. A raı́z de ello, Leslie Lamport descubrióel algoritmo de Paxos, el cual es un protocolo
de consenso de tres fases. Reconoció que son necesarias tres fases para evitar un bloqueo del sistema en la
presencia de una falla arbitraria simple.

Inspirado por el éxito y la popularización que el problemadel consenso tenı́a al describirse con gene-
rales bizantinos, decidió dar el algoritmo en términos deun parlamento de una antigua isla griega [29]. Se
sugirió para ello el nombre de la isla de Paxos; y dió a los legisladores griegos nombres de cientı́ficos de
la computación trabajando en el área utilizando un falso dialecto griego. Ası́ pues, escribió acerca de una
antigua civilización egea y su perdido protocolo parlamentario. Además, el mismo Leslie Lamport expuso
algunas pláticas y presentaciones del algoritmo de Paxos vestido como un arqueólogo.

Sin embargo, su sentido del humor no fue apreciado; la gente que oı́a sus conferencias recordaba al
“Indiana Jones” y su encuentro arqueológico pero no el algoritmo. Los que leı́an el artı́culo se distraı́an tanto
en la parábola griega que no entendı́an el algoritmo. Incluso, a la gente que afirmaba haber leido el artı́culo,
Lamport les escribı́a un par de meses después la siguiente pregunta: ¿Puede usted implementar una base de
datos distribuida tal que pueda tolerar las fallas de cualquier número de sus procesadores (posiblemente de
todos ellos) sin perder consistencia, y que reanude un comportamiento normal cuando más de la mitad de los
procesadores estén trabajando con propiedad de nuevo? ¡Ninguno de ellos notó cualquier conexión entre esta
pregunta y el algoritmo de Paxos!

El artı́culo original de “The Part-Time Parliament” fue presentado para TOCS en 1990, no fue aceptado
para su publicación diciendo los revisores que el artı́culo, ad usum, era medianamente interesante y no muy
importante, pero que todas las cosas de Paxos debı́an ser quitadas. Sin embargo, Lamport, un tanto molesto,
puso el artı́culo a remotis. Pero unos años más tarde, gente de la Systems Research Center necesitaban
algoritmos para los sistemas distribuidos que habı́an construido y Paxos proporcionaba justo lo que ellos
necesitaban.

Efectivamente, no hubo problema alguno con el algoritmo implementado y fue entonces cuando Lamport
pensó en que el momento de ponerlo a publicación habı́a llegado.

Mientras tanto, a pesar de todo lo que habı́a pasado, hubo alguien que si reconoció la significancia del
algoritmo: Butler Lampson. Lo mencionó en sus conferencias y en sus artı́culos[19]; además de que interesó a
otros investigadores para publicar su versión de especificaciones y pruebas. Convencieron a Lamport de que
su artı́culo necesitaba revisión para tomar en cuenta el trabajo que se habı́a publicado entre esos años. Ası́,
finalmente, con algunas revisiones y comentarios de otros investigadores, el artı́culo apareció publicado [13].

No todos los artı́culos han pasado las peripecias que ha pasado un algoritmo tan importante como lo es
Paxos.

Uno de los resultados más importantes dentro del cómputo distribuido, con respecto a la imposibilidad de
diseñar una solución determinı́stica al problema del consenso, en un sistema distribuido ası́ncrono propenso
a fallas de caida en sus procesos; la dieron Michael J. Fischer, Nancy A. Lynch y Michael S. Paterson [11].
En el mismo sentido, Idit Keidar y Sergio Rajsbaum, dieron una prueba simple e intuitiva sobre una cota
inferior def + 2 rondas para resolver el problema del consenso uniforme [7].Id est, que para cada algoritmo
de consenso que toleret fallas y que para cadaf ≤ t − 2, existe una ejecución conf fallas que requiere de
f + 2 rondas para resolverlo.

Algunas versiones de algoritmos de consenso de larga vida aparecieron en “The Part-Time Parliament”
[13], y en “Revisando el Algoritmo de Paxos” [19]; donde ya seconsideraban algunos modelos. El manejo
de inestabilidad en estos sistemas, tanto con entradas binarias como multivaluadas fue desarrollado en [2] y
[5] respectivamente.
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1.6. Resultados previos del consenso de larga vida y aplicaciones

Actualmente, en muchos algoritmos de consenso, existe alguna libertad en la forma en que los procesa-
dores pueden escoger su decisión. Tı́picamente, después de algunas comunicaciones, un procesador descubre
un conjunto de valores de entrada y entonces decide en uno de esos valores, usando algún criterio, tales como:
decidir el máximo, el más frecuente ó el de mayor prioridad, etc. Usualmente, hay más de un criterio para
el cual el algoritmo trabaja correctamente. Para entender cuáles son las estrategias más estables al momento
de escoger los valores de decisión, comenzaremos por abstraer la forma del modelo de comunicación y el
algoritmo especı́fico de consenso utilizado, de la siguiente manera:

En cada fase el sistema comienza en algún estados, y recibe un vector de entradax. Como resultado de
una ejecución particular, los procesadores convienen en algún valor binariof(s, x) = b, satisfaciendo los
requerimientos del consenso de “una sola pasada”, y llevando el sistema a algún estadog(s, x) = s′. En un
sistema distribuido especial, las funcionesf y g pueden depender de la ejecución en particular, y de ahı́ que
puedan ser no deterministas.

Es necesario abstraer el modelo de sistema distribuido a fin de hacerlo lo más general posible y no
restringirlo a propiedades tales como el tipo de canales de comunicación o la arquitectura de los procesadores.

Estos resultados pueden ser interpretados como “lo mejor posible” en el sentido de que muestran cuál es
la mejor estabilidad posible que puede ser alcanzada en principio, abstrayendo las propiedades del sistema
distribuido en particular. Esto es; hacemos estas funciones deterministas escogiendo una ejecución con el
más grande número de cambios de decisión.

Ha habido diversas caracterizaciones acerca de la estabilidad en los sistemas de acuerdo a sus propiedades
de simetrı́a y de memoria. Entre los resultados destacados en el artı́culo [2], se han obtenido cotas superiores
e inferiores para la estabilidad de sistemas con memoria; mostrando por ejemplo, que un bit de memoria es
suficiente para obtener un sistema de consenso óptimo. De igual manera, se mostró la estabilidad realizable
para un sistema simétrico sin memoria.

Para el caso de estabilidad en sistemas de consenso de larga vida con entradas multivaluadas [5], los
autores tuvieron que recurrir a técnicas topológicas para complejos de alta dimensión (es decir≥ 3). Uno de
los requerimientos de validez del consenso multivaluado es que la decisión puede estar entre los valores de
dos procesos correctos. Ası́ pues, estudian dos tipos de sistemas: los sistemas de valor exacto (EV ), donde el
valor de decisión es el valor de un proceso correcto; y los sistemas de rango de valores (RV ), donde el valor
de decisión del sistema está en el rango de valores que aportan procesos correctos.

Basados en el resultado de que el consenso multivaluado puede reducirse a consenso binario [3] nos
enfocaremos en modelos que asumen entradas binarias.

Veremos el desarrollo de un sistema simple llamadoBP , tal que dado un parámetrot, resuelve consenso
de larga vida tolerandot fallas. Este parámetrot, donde0 ≤ t ≤ n

2
, tiene algunos requerimientos adicionales

tales como: si a lo mást entradas en el vector son iguales a un valorb, entonces la decisión que se toma es
igual a1 − b; cuandot = 0 el conjunto de requisitos de tolerancia a fallos es vacio; y cuando2t + 1 = n

entonces requiere que la función de decisión de los procesos sea mayorı́a.
Este sistemaBP comienza con inestabilidad igual a1 cuandon > 4t; y converge hasta una inestabilidad

igual a2t + 1 de forma monótona cuandot se acerca a satisfacer la ecuaciónn = 2t + 1.
De igual forma veremos un sistema simétrico sin memoriaBS cuya inestabilidad es2t+2 para cualquier

n ≥ 2t + 2. En general los sistemas simétricos sin memoria poseen una inestabilidad muy grande.
En el artı́culo [2] los autores dejan abierta la pregunta de si existe un sistema sin memoria con inestabili-

dad menor que2t + 1 para cuandon > 2t + 1.
Estos modelos servirán para cuando más adelante realicemos algunas variantes en la forma de restricción

de las entradas; dando con ello sistemas de mayor flexibilidad con comportamientos interesantes.
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Concluimos el capı́tulo señalando que el uso de sensores replicados de una manera exacta y confiable
ha desarrollado una gran atención de los sistemas distribuidos de tiempo real [21], y para largo tiempo [28].
Usualmente se utilizan funciones de promedio de manera independiente de ejemplo a ejemplo, algunas veces
combinándolas con protocolos de consenso como en [25].

Un tipo especial de sensores, son los sensores de tiempo; es decir, dispositivos para medir el tiempo.
El problema de sincronización de relojes es realizar la lectura de distintos dispositivos de reloj (sensores) y
producir un sólo valor de tiempo, el cual sea exacto y confiable tanto como sea posible y de la manera más
eficiente. Existe mucha literatura acerca del problema de sincronización de relojes y sus correspondientes
funciones de promedio (vea [34]). En los sistemas que requieren sincronización de relojes, un tipo de estabi-
lidad a menudo es deseado, pues se trata de evitar brincos dr´asticos en los valores de tiempo, principalmente
por amortizar el ajuste del reloj en tiempo real [35].
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Capı́tulo 2

Estabilidad en sistemas de consenso
continuo

Los sistemas distribuidos de consenso continuo (o también llamados delarga vida) son una colección
de elementos cuyo modelo matemático tiene el proposito de realizar acuerdo entre los valores propuestos
por un conjunto de procesos; los cuales están a su vez, posiblemente cambiando su propio valor propuesto
conforme pasa el tiempo. Si bien, este problema se presenta comúnmente en los sistemas computacionales,
las soluciones para consenso de “una sola pasada” propuestas por varios investigadores como Leslie Lamport
[13] y [14], Rachid Guerraoui [10] y Michel Raynal [1] pueden aplicarse a cualquier sistema distribuido en
general. El consensocontinuoo delarga vidaaparece en los trabajos de Lior Davidovitch, Shlomi Dolev y
Sergio Rajsbaum [5]; Shlomi Dolev y Sergio Rajsbaum [2]; posteriormente Florent Becker, Sergio Rajsbaum,
Ivan Rapaport y Eric Rémila [4] y se trata de la versión dinámica y cambiante en el tiempo del consenso de
“una sola pasada”.

En este capı́tulo veremos las nociones introducidas sobre inestabilidad en sistemas con modelos basados
en entradas geodésicas (i.e. que cambian su valor de entrada a lo más una sola vez). La idea principal es
mostrar un escenario de las investigaciones y resultados previos al modelo de hipercubo1 donde veremos
cotas alcanzables para modelos con memoria y sin memoria.

Comenzaremos con una serie de definiciones (sección 2.1) y posteriormente trataremos la inestabilidad
de un sistema con memoria llamadoBP (sección 2.2.1). A continuación, haremos el análisis de inestabilidad
paraBS, el cual es un sistema sin memoria (sección 2.3.1). Ambos sistemas se basan en el modelo donde
los procesos participantes pueden cambiar su valor de aportación a lo más una sola vez y esto nos servirá de
base para las modificaciones que realizaremos en el capı́tulo 3.

2.1. Definiciones

Empezaremos con una formalización abstracta de un sistema de consenso de larga vida y las medidas
de estabilidad. La formalización es independiente de un modelo especı́fico de cómputo distribuido, a fin de
entender las cuestiones básicas de estabilidad. Asumiremos entradas binarias en los vectores, i.e. que los
valores propuestos por los procesos son0 ó 1 (v. gr. realizarcommito rollback).

1En el modelo de hipercubo se piensa en los posibles caminos que podrı́a tomar una secuencia de vectores de entrada si la
i−ésima componente cambia. Esta modificación la estudiaremos en el capı́tulo 3
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Definición 1 Un sistema de consenso de larga vidaD se representa como una tuplaD = (n, t, S, g, f)

donde:

n es el ńumero de procesos participantes en el sistema.

t es el paŕametro de tolerancia a fallos tal que0 ≤ t ≤ ⌊n/2⌋; con un requerimiento adicional: si a
lo mást entradas son iguales a un valorb, entonces la decisión de salida es igual a1 − b.

S es el conjunto de posibles estados del sistema y contiene al estado especial inicials0.

g es la funcíon de transicíon tal queg : Z
n
2
× S → S.

f es la funcíon de decisíon tal quef : Z
n
2
× S → Z2.

La función de decisión mapea un vector den entradas de procesos y un estado del sistema (si es con
memoria), a un valor de decisión. La función de transición mapea un vector den entradas de procesos y el
estado actual del sistema, al siguiente estado del sistema. El parámetrot puede ser usado para modelar una
situación donde a lo mást procesos pueden fallar.

Si un vector de valores introducidos por los procesos contiene más det 0
′s ó t 1

′s, este es necesariamente
el caso en que dos valores distintos de entrada existen, y de ahı́ que el sistema sea libre de decidir en alguno
de ellos. Sin embargo, si a lo mást procesos regresan un valorb, es posible que ellos estén fallidos y la fuente
produce sólo valores1 − b. En este caso el sistema es forzado a decidir1 − b.

En el caso de consenso multivaluado, es necesario definir dos clases de funciones: una de valor exacto y
otra de rango de valores (Tal como se explica en [5]).

Definición 2 Una secuencia de vectores de entrada es geodésica si la entrada de cada proceso es cambiada
a lo más una sola vez.

Por ejemplo: la siguiente secuencia de vectores enZ
5

2
tiene a lo más un sólo cambio en cada entrada.

[0, 1, 0, 1, 1] → [1, 1, 0, 1, 1] → [1, 0, 0, 1, 1] → [1, 0, 1, 1, 0]

La entrada subrayada ya ha cambiado su valor.

Definición 3 Una fase es el intervalo entre dos cambios de entrada.

Ejemplo: vemos el cambio en la segunda entrada

[1, 1, 0, 1, 1] → [1, 0, 0, 1, 1]

fase

En cada fase, el procesador obtiene unn−vector de entrada, se comunica con los otros procesadores y
produce un valor (o un vector) de salida satisfaciendo los requerimientos del consenso de “una sola pasada”.

Definición 4 Definimos la inestabilidad de un sistema de consenso de larga vida como el peor caso en el
número de cambios en la decisión de salida sobre cualquier secuencia geodésica de entrada.

Ası́ pues, si el número más grande de cambios de decisión para cualquier ruta geodésica de entrada es
d; entonces la inestabilidad del sistema distribuido de consenso de larga vidaD es igual ad. Lo escribimos
Inestabilidad(D) = d.

Notación: parax ∈ Z
n
2

y b ∈ {0, 1} sea #b(x) el número de componentes dex con valorb.
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2.2. Estabilidad en sistemas con memoria

Comenzaremos diferenciando los modelos de acuerdo a su propiedad de poder recordar ejecuciones
previas o no; es decir, modelos con memoria y modelos sin ella. Para el caso con memoria (llamadoBP ) y
sin memoria (llamadoBS) se explican su inestabilidad respectiva dada siempre una secuencia de vectores
geodésicos de entrada.

Recordemos que por inestabilidad llamamos al peor número de cambios en la decisión de salida del
sistema, dada cualquier entrada geodésica.

2.2.1. El sistemaBP

A continuación se presenta un sistema de consenso de larga vida, denominadoBP , con sólo un bit de
memoria. En el artı́culo [2] se prueba que la inestabilidad deBP es una función la cual comienza en1

cuandon > 4t, y converge de manera monótona hacia2t + 1, conformet se acerca an−1

2
. En el ĺımite,

cuandon = 2t+1, la inestabilidad deBP es2t+1. También se probó que esta inestabilidad es mı́nima: i.e.
que ningún sistema tiene mejor estabilidad queBP . Otra caracterı́stica interesante deBP es que es simétrico
en el sentido de que la decisión es tomada en función del número de0

′s y de1
′s en el vector de entrada y en

el estado actual del sistema; pero no en la posición especı́fica de esos bits (es decir, que ningún procesador
tiene preferencia sobre los otros).

Veamos el primer resultado interesante sobre la inestabilidad mostrada porBP cuando se tiene que
n > 4t.

Lema 1 SeaBP = (n, t, S, g, f) un sistema de consenso de larga vida dondet < n
4

y cuya funcíon de
decisíon es:

f(x, s) =



















0 si #1(x) ≤ t

1 si #0(x) ≤ t

maj(x) si s = s0

s en otro caso

Entonces su inestabilidad es a lo más 1.

Prueba: seax0, x1, x2 . . . una secuencia geodésica de entrada cualquiera, dondeb0, b1, b2 . . . son los va-
lores decididos en cada fase (suponemos que las entradas son valores binarios).

#b0(x0) ≥
n
2

+ 1 i.e. Se decide lo que propone la mayorı́a.

Llegamos hasta la decisiónbr donde se realiza el primer cambio; entonces#b0(xr) = t. (br es el com-
plemento deb0).

En otras palabras; del número original de bits propuestos por la mayoria en el vectorx0, solamente que-
daront en el vectorxr.

∴ el númeroκ de bits que cambiaron al valorbr fue: κ ≥ n
2

+ 1 − t

Además sabemos que t < n
4

por ende tenemos que:

κ ≥ n
2

+ 1 − t > n
2

+ 1 − n
4

=
n
4

+ 1
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En este punto nos encontramos en un estados 6= s0; por lo tanto, según la función de decisión, para
poder cambiar otra vez el valor de decisión es necesario que#br(xi) ≤ t para algunai > r.

Pero vemos que (n
4

+1) el número de bits que cambiaron su valor abr es mayor que el máximo necesario
(t) para cambiar la decisión y como los vectores son geodésicos:

∴ Ya no pueden volver a cambiar su valor de decisión.

�

Ahora consideraremos la situación donden = 2t + 1. Note que en este caso no hay libertad para diseñar
f ; todo sistema de consenso de larga vida es idéntico, con la función de decisión de mayorı́a (maj(x)):

f(x, s) =

{

0 si #1(x) ≤ t

1 si #0(x) ≤ t

De ahı́ queg sea irrelevante.

Lema 2 La inestabilidad de cualquier sistema de consenso de larga vida cont =
n−1

2
es de2t + 1.

Prueba: la siguiente entrada geodésica produce2t + 1 cambios de decisión. Las decisiones se indican
bajo los vectores de entrada.

0
t
1

t+1 → 0
t+1

1
t → 10

t
1

t →

1 0 1

10
t+1

1
t−1 → 1

2
0

t
1

t−1 → 1
2
0

t+1
1

t−2 →

0 1 0

. . . → 1
t
0

t+1

. . . 0

En realidad, cualquier ruta geodésica que comienza digamos cont 0
′s y (t + 1) 1

′s toma como decisión
el valor 1. Posteriormente, un proceso cambia su valor propuesto de1 a 0 dando como resultadot 1

′s y
(t+1) 0

′s; y según la función de decisión, el sistema decide0. A continuación otro proceso cambia su valor
de0 a 1, teniendo ası́ nuevamentet 0

′s y (t + 1) 1
′s; y por ello según la función de decisión, el sistema

vuelve a cambiar su salida a1.
Esta serie de pasos con cambio de decisión en la salida se puede repetir únicamente cuando se puede

alternar los valorest y (t + 1) entre los0′s y los 1
′s. i.e. que un bit con valor1 cambia a0 y a continuación

un bit con valor0 cambia a1; repitiendo este proceso2t + 1 veces.
Una secuencia geodésica puede cambiar la decisión a lo más2t + 1 veces, ya que una ruta geodésica

puede cambiar cada bit a lo más una vez; y de ahı́ que contenga a lo másn = 2t + 1 vectores.

�
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2.3. Estabilidad en sistemas sin memoria

Los sistemas(n, t, S, g, f) sin memoria, son aquellos cuyo conjuntoS = {s0}. Ya que sólo hay un
estado, la función de transicióng es irrelevante; por ello denotamos a un sistema sin memoria con(n, t, f).

Los resultados para sistemas con memoria se mantienen también para sistemas sin memoria, con las
mismas pruebas: sit < n

4
la inestabilidad es1 al menos (lema 1), y sit =

n−1

2
la inestabilidad es2t + 1

(lema 2). Por otro lado, note que para2t + 1 < n ≤ 4t la inestabilidad del sistema con memoriaBP es
estrictamente menor que2t + 1.

Shlomi Dolev y Sergio Rajsbaum [2] mostraron que cualquier sistema simétrico sin memoria tiene ines-
tabilidad de al menos2t + 2. También presentaron un sistema no-simétrico sin memoria con inestabilidad
2t + 1. En su artı́culo se deja abierta la pregunta de que si existe un sistema sin memoria con inestabilidad
menor que2t + 1 para cuandon > 2t + 1.

2.3.1. El sistemaBS

Comenzaremos describiendo un sistema simétrico sin memoriaBS con inestabilidad2t + 2 para cual-
quiern ≥ 2t+2. Entonces se mostrará que no hay sistema simétrico sin memoria que tenga mejor estabilidad.
Esta cota inferior implica que sistemas simétricos sin memoria tengan estrictamente estabilidad más baja que
sistemas con un bit de memoria, ya que el sistemaBP de la sección (2.2.1) tiene inestabilidad de a lo más
2t + 1 para cualquiern ≥ 2t + 1.

La función de decisión paraBS es:

f(x, s) =

{

0 si #1(x) ≤ t

1 en otro caso

Teorema 1

Inestabilidad(BS) =

{

2t + 1 si n = 2t + 1

2t + 2 si n > 2t + 1

Prueba: la primer ĺınea fue probada en lema 2. Para probar la segunda ĺınea ahora asumamos quen ≥

2t + 2.
Primero probaremos queInestabilidad(BS) ≥ 2t + 2. Consideremos la siguiente entrada geodésica,

comenzando con:
x0 = 1

t+1
0

n−t−1

e intercambiamos un bit a la vez, comenzando de1 a0 y luego de0 a1, etc.

1
t+1

0
n−t−1 → 01

t
0

n−t−1 →

1 0

01
t+1

0
n−t−2 → 0

2
1

t
0

n−t−2 →

1 0

. . . → 0
t+1

1
t+1

0
n−2t−2

. . . 1

Note quen − 2t − 2 ≥ 0, porque esta es una ruta geodésica bien definida. Se sigue entonces, que
Inestabilidad(BS) ≥ 2t + 2.
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Ahora probaremos queInestabilidad(BS) ≤ 2t + 2. Para ello consideremos cualquier ruta geodésica
que (sin pérdida de generalidad ya queBS es simétrico) comience:

x0 = 1
l
0

n−l

Si f(x0) = 1 entoncesl ≥ t + 1. Para obtener un vector de entradax1, con un valor de decisión diferente,
al menosl − t 1’s tienen que ser cambiados a0, de manera que a lo mást 1’s queden enx1 y f(x1) = 0.
Entonces, es necesario alternar entre pasos de intercambio de un bit0 a un bit1, y un bit1 a un bit0. Ahora
enx1 hay a lo mást 1’s que pueden cambiar todavia, el segundo paso puede ser ejecutado a lo mást veces,
dando un número total de intercambios de1 a0 det + 1. Ya que el número de ejecuciones del primer tipo de
paso está acotado por el número de ejecuciones del segundo tipo de paso, a lo mást + 1 intercambios de0 a
1 pueden ser realizados. Ası́ el número total de cambios de decisión es a lo más2(t + 1).

De otra forma, sif(x0) = 0 y ademásl < t + 1, en este caso es necesario comenzar por intercambiar al
menost + 1 − l bits con valor0 a valor1 a fin de obtener un vectorx1 con al menost + 1 bits iguales a1,
y de ahı́ conf(x1) = 1. Ası́, x1 comienza con a lo másn − l − (t + 1 − l) = n − t − 1 bits 0 que pueden
intercambiarse. Sin embargo empezando conx1, a lo másl cambios de1 a 0 pueden ser desarrollados, y de
ahı́ a lo mást cambios de decisión de1 a 0. Ya que esta cota en el número de cambios de decisión de0 a 1

empieza enx1, el número total de cambios de decisión comenzando conx1 es a lo más2t, y por lo tanto, en
este caso, el número total de cambios de decisión es a lo más2t + 1.

�

Como conclusión a este capı́tulo podemos decir que, para el modelo de consenso delarga vida con
entradasgeod́esicas, se mostraron sistemas en los cuales se diferenció la inestabilidad presentada de acuerdo
a su propiedad de poseer memoria o no. Para el caso con memoria (llamado sistemaBP ), se mostró una
inestabilidad que comienza en1 cuando el el parámetro de tolerancias a fallost es menor a un cuarto del
númeron de procesos participantes en el sistema; y dicha inestabilidad converge de manera monótona hacia
2t + 1 cuandot ≤ n−1

2
. En el ĺımite cuandon = 2t + 1 la inestabilidad deBP es precisamente:2t + 1.

En el caso sin memoria (llamado sistemaBS), se mostró que la inestabilidad es mayor que en el caso con
memoria, es decir2t+2 cuando el parámetro de tolerancias a fallost ≤ n−2

2
. Ahora bien, recordemos que en

este modelo, por inestabilidad entendemos el peor número de cambios en la decisión de salida del sistema,
dada cualquier entrada geodésica. En el siguiente capı́tulo haremos una modificación a nuestra definición de
inestabilidad (llamandola inestabilidad promedio) y a nuestros vectores de entrada, a fin de que no se restrinja
únicamente a entradas cuyo cambio se permite una sola vez (entradas geodésicas).
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Caṕıtulo 3

Inestabilidad promedio y modelo con
cadenas de Markov

SeaD = (n, t, S, g, f) un sistema de consenso de larga vida conn procesadores participantes y una
tolerancia a fallost, operando en rondas sı́ncronas. Tenemos por tanto una secuencia de vectores de entrada
(recordemos quen es el número de entradas en el vector y que cada una de ellas representa el valor binario
propuesto por algún proceso); sin embargo hasta aquı́ hemos asumido que esa secuencia es geodésica, dando
con ello la limitante de que la secuencia puede ser finita, pues el total de cambios de entrada posibles es el
número de entradas en el vector, ya que cada uno de lasn entradas puede cambiar a lo más una vez.

Shlomi Dolev y Sergio Rajsbaum [2] mostraron la inestabilidad para los modelos cuyas rutas geodésicas
eran vectores con entradas binarias. Posteriormente ellosmismos junto con Lior Davidovitch [5] trataron la
inestabilidad pero en el caso donde las secuencias geodésicas eran vectores cuyas entradas podian cambiar
de entre un rango de valores a lo más una sola vez.

El caso de vectores con entradas multivaluadas se vuelve mucho más difı́cil, por ello, sabiendo que el
consenso multivaluado puede reducirse a problemas de consenso binario [3], seguiremos manejando entradas
binarias, pero quitaremos el requerimiento de secuencias geodésicas de los vectores de entrada.

La necesidad que surge al sustituir el requerimiento de secuencias geodésicas, y pensando precisamente
en el (o los) camino(s) que podrı́a tomar una nueva secuenciasi la i−ésima entrada cambia; nos plantea la
idea de que debemos relacionar a cada vector con tantos elementos como número de entradas haya en él.

Es decir, necesitamos idear un grafoGn = 〈Vn, En〉 cuyo conjunto de vérticesVn sea exactamente el
conjunto de vectores; y que el conjunto de aristasEn sea la relación entre vectores que difieran en exacta-
mente una sola entrada.

Tenemos que cada vértice deVn es un vector de dimensiónn, y que| Vn | es igual al número de posibles
vectores binarios de dimensiónn; entonces| Vn | = 2

n. Si además cada vértice tendrá gradon, el grafoGn

debe tener las caracterı́sticas de un hipercubo de dimensi´on n.
El término de hipercubo [15] fue acuñado por el matemático inglés Charles Howard Hinton en 1888 y se

obtiene del desarrollo del polinomio(2x + 1)
n donden es el valor de la dimensión yx es el valor del largo,

ancho, alto, . . . , etc. de la figura polidimensional equilátera.
Ahora bien, podemos representar el sistemaD mediante un hipercubo con2n vértices, donde cada uno

de esos vértices representa un estado con los valores binarios propuestos por cada proceso; y con esto pode-
mos considerar nuevas secuencias no geodésicas que puedentomarse de manera aleatoria sobre aristas del
hipercubo.

Dando una secuencia aleatoria de vectores de entrada (vértices en el hipercubo), la inestabilidad promedio
del sistema estará dada por una razón de las veces que la función f cambia su valor de salida sobre dicha
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secuencia. El objetivo es que tal función minimice la inestabilidad en dos posibles escenarios: sin memoria
(que llamaremos SistemaD0) y con memoria (que llamaremos SistemaD1).

Resumiendo: dados los enteros no negativosn y t, conn ≥ 2t + 1; el hipercubo de dimensiónn es un
grafo cuyos vérticesVn = {0, 1}n son vectores binariosn−dimensionales y el conjunto de aristasEn se
conforma de todos los pares de vértices cuyos vectores difieren en exactamente una componente. En otras
palabras, un vector de entrada del sistema está relacionado con otro si y sólo si existe solamente un cambio
en la entrada de uno de los procesos.

Veamos un ejemplo conn = 4 procesadores. El hipercubo relacionado a ese sistema tendrá2
4

= 16

vértices (figura 3.1).

〈1, 1, 1, 1〉

〈0, 0, 0, 1〉

〈1, 0, 0, 0〉

〈0, 0, 0, 0〉

〈0, 1, 0, 0〉

〈0, 0, 1, 0〉

Figura 3.1: Ejemplo de hipercubo asociado a un sistema con4 procesos.

En es el conjunto de aristas del hipercubo. Como tenemos2
n vértices y cada uno de ellos está relacionado

con otrosn, entonces tenemosn · 2n aristas. Sin embargo, de esta forma estamos contando aristas de manera
repetida (dos veces para ser exacto). Por consiguiente, tenemosn·2n

2
aristas; i.e. que| En |= n · 2n−1.

Seanx0, x1, x2 . . . los vértices de uncamino aleatorioen el hipercubo. Decimos que se trata de un camino
aleatorio porque el vértice inicial se escoge de acuerdo a alguna distribución probabiĺısticaλ y posteriormente
los siguientes vértices del camino se seleccionan aleatoriamente de acuerdo a una probabilidad asociada.
Consideraremos también que la función de decisiónf asigna un valor de salidad a cadaxi de modo que
satisface el requerimiento de tolerancia a fallos:#d(xi) ≥ t + 1. En general, la funciónf da como salida el
valord basado en los vértices previos del camino.

Con esta representación de un sistema de larga vidaD mediante un hipercubo de dimensiónn, pode-
mos escindir la nececidad en el requerimiento de secuencias geodésicas. A partir de ahı́ podemos también
tener una base para realizar investigación cuando veamos el comportamiento de modelos sin memoria y con
memoria, en experimentos de simulación realizados a caminos aleatorios sobre el hipercubo.

Cabe señalar que esta serie de trabajos [4] deja abiertos varios problemas de investigación interesantes,
tales como manejar el caso de consenso multivaluado o utilizar otras distribuciones probabiĺısticas en la
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selección del camino aleatorio.

3.1. Representacíon e inestabilidad del sistemaD0

Basados en la definición 1 de sistema de consenso de larga vida; introduciremos la siguiente:

Definición 5 Una ejecucíon de un sistemaD es una secuencia(x0, s0, d0) → (x1, s1, d1) → . . . donde
si+1 = g(xi, si) y di = f(xi, si).

Una tripleta(xi, si, di) es una configuración.

Definición 6 Sea el sistema sin memoriaD0 = (n, t, f0) con f0(x) = 1 si y śolo si x ∈ Γi con i > t

dondeΓi es el conjunto de v́ertices del hipercubo coni 1’s (y con (n − i) 0’s).

Ya que serán útiles en el uso del modelo del hipercubo, sobre todo para la deducción de la curva teórica
esperada, daremos la siguiente notación:

La distanciadis(x, y) entre dos vérticesx, y es igual al número de entradas en las cuales ellos difieren.
Ası́ pues,dis(x, y) = h si y sólo si la ruta más corta entrex y y en el hipercubo es de longitudh.
Las esquinas del hipercubo son los vectores0

n y 1
n.

Definición 7 La h−vecindadNh
(x) de un v́erticex del hipercubo, es el conjunto de vértices a distancia a

lo másh dex.

Ası́, N t
(0

n
) = {x | #1(x) ≤ t}, y similar para1

n. Como por lo generaln > 2t + 1 entonces
N t

(0
n
) ∩ N t

(1
n
) = ∅

Asumimos que six es el vértice actual (que representa un vector de entrada), el próximo vérticex′ es
tomado de una manera aleatoria uniforme, de entre los vértices a distancia uno dex en el hipercubo. El vértice
inicial se escoge de acuerdo a alguna distribuciónλ. Una vez que el vértice inicialx0 es determinado, también
lo es la configuración inicial(x0, s0, d0). La siguiente configuración se produce al escoger aleatoriamente un
vecino dex0, digamosx1 y ası́ la siguiente configuración(x1, s1, d1), dondes1 = g(x0, s0) y d1 = f(x0, s0).
Esto es, uncamino aleatorioen el hipercubo define una ejecución.

Formalmente, definimos el siguiente proceso de Markov: el conjunto de estados esVn × S el cual es
finito, y hay una transición de(x, s) a (x′, s′) si la arista(x, x′

) ∈ En y g(x, s) = s′.
Se sigue que la secuencia de variables aleatoriasX0,X1,X2, . . . con posibles valores enVn×S, eligiendo

X0 de acuerdo a la distribuciónλ, es una cadena de Markov (como referencia vea el apéndice A.6).
Cada estado(x, s) tiene asociado un valor de salidaf(x, s) que escribiremosf(Xi) = di. Seacλ,l(D) la

variable aleatoria definida por:

cλ,l(D) =
1

l

l−1
∑

k=0

| dk+1 − dk |

Desglosemos el significado de esta variable aleatoria: recordemos que la selección del vértice inicial
depende de la distribuciónλ de los vértices del hipercubo y de la longitudl del camino aleatorio. Lo que
nos indica la expresión dentro de la sumatoria es el número de cambios en los valores de decisión entre
estados contiguos a lo largo del camino aleatorio. Sin embargo, como este número puede crecer tanto como
la longitudl del camino aleatorio crezca, resulta necesario normalizarlo dividiéndolo entrel.
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Definición 8 La inestabilidad promedio de un sistema de consenso de larga vidaD es

c(D) = E( ĺım
l→∞

cλ,l(D))

dondeE es el valor esperado (vea el apéndice A.3).

Notemos que la inestabilidad promedioc(D) ya no depende de la distribuciónλ que tengan los vértices
del hipercubo. Esto se debe a que la selección del vértice inicial no influirá en el valor esperado decλ,l(D)

conforme la longitud del camino tiende a infinito. Esta afirmación es válida para el modelo sin memoria
(como lo es el sistemaD0), ya que al no recordar decisiones de estados previos resulta indistinto dónde
comenzar el recorrido de un camino aleatorio infinito.

Ahora bien, es necesario probar la siguiente proposición antes de demostrar la inestabilidad que presenta
el sistemaD0 (teorema 2).

Proposición 1 La inestabilidad promedio de un sistema de consenso de larga vida sin memoriaD es

c(D) =

∑

{u,v}∈En

| f(u) − f(v) |

n · 2n−1

Prueba: ya que la definición 8 nos dice quec(D) = E( ĺım
l→∞

cλ,l(D)) Entonces necesitamos probar que

cλ,l(D) −→
l→∞

P

{u,v}∈En

|f(u)−f(v)|

n·2n−1 .

X0,X1,X2, . . . es un camino aleatorio por el hipercubo y su distribución estacionariaπ es la uniforme:
πx = 1/2n, para todox ∈ Vn. Recordemos que la inestabilidad def cuenta el número de veces que la función
f cambia de decisión a lo largo del camino aleatorio. En el artı́culo [4] los autores se basan en el teorema
ergódico para decir que, la fracción de veces que el camino aleatorio cruza aristas en las que hay cambio de
decisión entre la longitud del camino, tiende al número de estas aristas dividido entre| En | = n2

n−1.
Formalmente consideramos la cadena de Markov(X0,X1), (X1,X2), . . . en la cual cada estado es un

arcoe = (Xi,Xi+1) ∈ ~En de parejas ordenadas de vértices vecinos del hipercubo. Por lo tanto, la función
definida sobre el conjunto de estados (arcos) esf(Xk,Xk+1) = | f(Xk+1) − f(Xk) |. Hasta aquı́, los
autores de [4] indican que es necesario verificar que la cadena es irreducible y que su única distribución
invariante es la uniforme, con lo cual concluimos que:

cλ,l(D) =
1

l

l−1
∑

k=0

f(Xk,Xk+1) −→
l→∞

∑

e∈ ~En

πef(e) =
1

n2n−1

∑

e∈ ~En

f(e)

�
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Teorema 2 La inestabilidad promedio del sistemaD0 est́a dada por:

c(D0) =

(

n−1

t

)

2n−1

Prueba: es necesario contar el número de aristas(x, y) conx ∈ N t
(0

n
) y y ∈ Vn − N t

(0
n
).

Este número es(n− t) ·
(

n

t

)

porque hay
(

n

t

)

de tales vérticesx y cada uno tiene(n− t) aristas adyacentes
a vérticesy.

Posteriormente, basándonos en la proposición 1, de quec(D0) =
(n−t)(

n

t)

n·2n−1 tenemos

(n−t)

n·2n−1 · n!

t!(n−t)!
=

(n−t)

n·2n−1 · n(n−1)!

t!(n−t)(n−t−1)!
=

1

2n−1 · (n−1)!

t!(n−t−1)!
=

(
n−1

t )

2n−1

�

Proposición 2 SeaD = (n, t, f) un sistema siḿetrico sin memoria. Entonces,

c(D) =

n−1
∑

i=0

(

n − 1

i

)

·
| f(i + 1) − f(i) |

2n−1

Prueba: basándonos en el artı́culo [4] sabemos que:

cλ,l(D) −→
n−1
∑

i=0

π(i,i+1) | f(i + 1) − f(i) | +

n−1
∑

i=0

π(i+1,i) | f(i + 1) − f(i) |

Se sigue del hecho de queπ(i,i+1) = π(i+1,i) =
(

n−1
i )

2n

�

3.2. Representacíon e inestabilidad del sistemaD1

Ahora veremos un sistema con un bit de memoria llamadoD1:

Definición 9 Sea el sistemaD1 = (n, t, S1, f1, g1) donde S1 = (s0, 0, 1) y

f1(x, s) = g1(x, s) =



















0 si #1(x) ≤ t

1 si #0(x) ≤ t

maj(x) si s = s0

s en otro caso

Aquı́, maj(x) regresa el bit más común enx ∈ {0, 1}n, o bien1 en caso de empate.

Teorema 3 La inestabilidad promedio del sistemaD1 est́a dada por:

c(D1) =

(

2
n−1

n−t−1
∑

k=t

1
(

n−1

k

)

)−1

Prueba: ya quef1 es simétrica, podemos hacer una proyección del sistema a estados de la forma
(i, s) ∈ ({0, . . . , t − 1} × {0} ∪ {t, . . . , n − t} × {0, 1} ∪ {n − t + 1, . . . , n} × {1}),
dondei denota el número de1’s que los procesos están leyendo ys representa la última salida def1 (no

se considera al casos = s0 porque este aparece sólo una vez al inicio). Las transiciones son las siguientes:
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P{(i, s) → (i + 1, s′)} =
n−i
n

P{(i, s) → (i − 1, s′)} =
i
n

Dando una cadena de Markov irreducible que tiene una distribución estacionariaπ. Sabemos quecλ,l(D1)

corresponde a la fracción de veces que la cadena ha estado en estado(t, 1) o (n− t, 0) al tiempol. En efecto,
el sistema cambia de decisión cada vez que leet 1’s mientras su ultima decisión haya sido1; o bien, cuando
leet 0’s mientras su última decisión haya sido0.

El artı́culo [4] explica quecλ,l(D1) converge casi seguramente a(πt,1 + πn−t,0). Por simetrı́a, se sigue
quec(D1) = 2πt,1.

Denotamos el tiempo esperado necesario para pasar de un estado(i, a) hacia un estado(j, b) de la si-
guiente forma:E(i,a)(Tj,b).

Ya que el inverso del tiempo de retorno esperado corresponde a la distribución estacionaria, tenemos que
c(D1) =

2

E(t,1)(Tt,1)
. Puesto que cada ciclo que pasa por(t, 1) también pasa por(n − t, 0), tenemos:

E(t,1)(Tt,1) = E(t,1)(Tn−t,0) + E(n−t,0)(Tt,1)

Por simetrı́a tenemos queE(t,1)(Tn−t,0) = E(n−t,0)(Tt,1). Por otro lado para cadai 6= t tenemos que
E(t,1)(Ti,0) = E(t,0)(Ti,0). Ası́ obtenemos:

c(D1) =
2

2E(t,0)(Tn−t,0)
=

1

E(t,0)(Tn−t,0)

El tiempo esperado para alcanzar el estado(n − t, 0) empezando de(t, 0) es igual al tiempo esperado
de alcanzar el estadon − t comenzando del estadot en el modelo clásico de Ehrenfest (como referencia
puede leer [30]). En efecto, en esta parte del camino el sistema siempre estará en estado0 y sólo cambiará a
1 cuando alcance la posiciónn − t.

En [4] los autores muestran que el tiempo esperado de ir de un estadok a un estado consecutivok + 1 en

el modelo clásico de Ehrenfest es igual a1
(

n−1
k )

k
∑

j=0

(

n

j

)

. Ası́

1

c(D1)
=

n−t−1
∑

k=t

1
(

n−1

k

)

k
∑

j=0

(

n

j

)

Indicando quek′
= n − 1 − k (para poder hacer un cambio de ĺımites) y usando la propiedad de que

(

x

y

)

=
(

x

x−y

)

obtenemos:

1

c(D1)
=

n−t−1
∑

k′=t

1
(

n−1

n−1−k′

)

n−1−k′
∑

j=0

(

n

j

)

=

n−t−1
∑

k′=t

1
(

n−1

k′

)

n
∑

j=k′+1

(

n

j

)

Sumando ambas expresiones de1
c(D1)

y utilizando la propiedad de que
w
∑

i=0

(

w
i

)

= 2
w tenemos:

2

c(D1)
=

n−t−1
∑

k=t

2
n

(

n−1

k

)

�
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3.3. Proyeccíon del camino aleatorio del hipercubo en una recta

Al determinar aleatoriamente primero una configuración inicial y posteriormente una ejecución del sis-
tema, se va obteniendo una secuencia de vértices los cuales forman uncamino aleatorioen el hipercubo.
El camino aleatoriose vuelve particularmente interesante cuando la función de decisiónf es simétrica, i.e.
cuando depende sólo de la cantidad de0

′s ó 1
′s en el vector de entrada. Recordemos que la funciónf da

como salida el valord basado en los vértices previos del camino.
Recordando el ejemplo del hipercubo asociado a un sistema con4 procesos (figura 3.1, página 16) pode-

mos realizar una función proyecciónFp cuyo dominio son los vértices del hipercuboVH y cuya imagen son
los puntos enterosi ∈ {0, . . . , n} en una semirectaR.

Haremos una partición en el conjuntoVH de vértices del hipercubo, de acuerdo al número de elementos de
un valorb ∈ {0, 1} presentes en el vector de entrada asociado a cada vértice. Entonces la función proyección
Fp asociará a cada elementox deVH con un puntoi en la semirectaR, de la siguiente manera:

Fp : VH → R

Fp(x) = {i | #b(x) = i}

Asignamos ab el valor de1; por lo tanto seleccionaremos los vértices del hipercubo dependiendo del
contenido de1′s dentro de su vector.

Ası́ pues, tendremos entonces una representación del sistema de nuestro ejemplo de la figura 3.1 de la
siguiente manera:

0 1

Vectores con un1

2

Vectores con dos1′s

3

Vectores con tres1′s

4

Figura 3.2: Proyección en una recta del hipercubo asociado a4 procesos.

De esta forma, tenemos que asumir quef está definida sobre este conjunto de vértices en la semirecta,
en lugar de los vértices del hipercubo; diremos entonces quef(i) = d si y sólo si f(x) = d cuando
#1(x) = i.

Si aplicamos la función proyecciónFp al camino aleatoriopor el hipercubo sobre uncamino aleatorio
en la semirecta, obtenemos una cadena de Markov (vea [6]) con transiciones:

P{i → (i + 1)} =
n−i
n

; P{i → (i − 1)} =
i
n

(3.1)

La probabilidadP de moverse dei a i + 1 es simplemente la probabilidad de moverse desde un vértice
con i entradas iguales a1 hacia un vértice coni + 1 entradas iguales a1. Existenn − i de tales aristas que
pueden hacer que esto suceda.

Este proceso es conocido como el modelo de urnas de Ehrenfest (como referencia puede leer [30]), el
cual es utilizado por los fı́sicos teóricos para modelos de difusión de moléculas entre dos contenedores; y
puede ser descrito como sigue: dos urnas,U1 y U2 contienen juntasm pelotas. En cada instante de tiempo
t = 1, 2, . . ., una de lasm pelotas es tomada al azar y desplazada de la urna de la cual fue tomada y depositada
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en la otra urna. SeaEk el estado en dondek pelotas se encuentran digamos, sin pérdida de generalidad, en la
urnaU2, parak = 1, 2, . . . ,m. Ası́ pues se estudia la distribución de el número de pelotas que hay en cada
urna después de que ha transcurrido un largo periodo de tiempo.

Fácilmente podemos identificar nuestra proyección con el modelo de urnas de Ehrenfest, donde el número
de1

′s presentes en cada vértice del hipercubo (número asociado en la semirecta) representarı́a la cantidad de
pelotas que hay en una de las urnas. Y este a su vez como una cadena de Markov, donde la transición entre
estados consecutivos, digamos deEi a Ei+1, está dada solamente por la cantidadi de pelotas presentes en
nuestra urnaU2 en ese momento.

3.4. Caminos aleatorios por el hipercubo vistos como cadenas de Markov

Una de las generalizaciones más importantes del concepto de sucesión de magnitudes aleatorias indepen-
dientes, es la noción de sucesión en cadenas de Markov [6]. Ya que esta es una serie de eventos en la que,
la probabilidad asociada a un evento en particular depende del evento inmediato anterior, induce el hecho
de que los eventos mantengan memoria sobre el último evento y por ello condicione las posibilidades de los
eventos futuros (vea el apéndice A.5).

Uno de los puntos centrales en el manejo de los caminos aleatorios en el hipercubo, es poderlos asociar a
caminos aleatorios sobre la semirecta, y de ahı́ manejarlos como procesos estocásticos discretos que cumplan
con la propiedad de Markov.

Ası́ pues, por todo lo comentado hasta el momento, los caminos aleatorios por el hipercubo (y por ende
en la semirecta) están asociados con los estadosEk del modelo de urnas de Ehrenfest. La probabilidad con
la cual se tendrá el siguiente estado depende únicamente del estado del sistema en ese momento; lo cual nos
conduce a la idea del modelo de cadenas de Markov.

En el capı́tulo 4 se explicará de qué manera las cadenas de Markov, las cuales representan los caminos
aleatorios por el hipercubo, nos servirán para realizar las simulaciones computacionales de los modelos.

Un camino aleatorio por el hipercubo (y por ende en la proyección sobre la semirecta) se vuelve particu-
larmente interesante cuando la funciónf es simétrica, i.e. cuando depende únicamente de la cantidad de0’s
y 1’s presentes en el vector de entrada. Esta función es del siguiente tipo: “sii sensores están leyendo el valor
1 entonces la salida esd”. Es por esa razón que podemos hacer la proyección del hipercubo a un camino
unidimensional cuyos vértices son{0, . . . , n}. Podemos por lo tanto asumir quef está definida sobre este
conjunto de vértices en vez de sobre el conjunto de vértices en el hipercubo. En lugar de considerar el estado
x (vérticex) consideraremos el estadoi = #1(x). Ası́ es como obtenemos lo que hemos dicho más arriba:
una cadena de Markov con transiciones

P{i → (i + 1)} =
n−i
n

P{i → (i − 1)} =
i
n

Y este proceso es conocido como el modelo de urnas de Ehrenfest. La distribución invariante del modelo
de Ehrenfest (fácilmente calculable por proyección de la distribución uniforme del hipercubo) se sabe que es

πi =
(

n

i)

2n . Por lo tanto, la distribución invariante de la pareja de estados correspondientes a los arcos(i, i+1)

y (i + 1, i) sonπ(i,i+1) =
(

n

i)

2n · n−1

n
, y π(i+1,i) =

(
n

i+1)

2n · i+1

n
. Ası́, π(i,i+1) = π(i+1,i) =

(
n−1

i )

2n .
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Capı́tulo 4

Simulaciones de los sistemasD0 y D1

Una de las principales contribuciones de este trabajo es la realización de experimentos acerca del compor-
tamiento e inestabilidad que van presentando los sistemasD0 y D1 mediante simulaciones computacionales.

Ası́ pues, presentamos a continuación una reseña de las pruebas realizadas. El capı́tulo se encuentra
dividido es dos partes: la primera trata sobre las simulaciones hechas para el modelo sin memoria y la segunda
parte el modelo con memoria.

En ambos casos comenzamos con una explicación de cómo se pensó el respectivo modelo y cuáles eran
los parámetros de entrada para cada uno de nuestros programas. A continuación de esto, mostramos las
gráficas de los resultados obtenidos dando una explicación intuitiva de su interpretación.

Cabe señalar que estas simulaciones fueron realizadas en lenguaje MATLAB, en una computadora PC
bajo el ambienteWindows XPcon arquitecturaIntel Centrino Duo y también en una Apple Macintosh con
sistema operativoMac Os X y arquitecturaIntel Xeon de doble núcleo. Se escogieron estas caracterı́sticas
primero, porque el lenguaje MATLAB ofrece gran versatilidad en el manejo de una amplia gama de funciones
matemáticas que optimizan el desempeño de las simulaciones computacionales; y segundo, porque los siste-
mas operativos para los cuales MATLAB estaba diseñado, eranWindows XPy Mac Os Xcon sus respectivas
arquitecturas.

Basta decir que las caracterı́sticas fı́sicas de velocidad y memoria RAM, fueron también de las más
adecuadas al momento de realizar los experimentos: 1.66 GHz de velocidad con 1 Gb de espacio en memoria
para el caso de la PC; y 2.66 GHz de velocidad con 2 Gb de espacio en memoria para el caso de la Apple
Macintosh. Aun ası́ y como comentario al margen, muchas de estas simulaciones requieren de algunas horas
de tiempo de procesador para llevar a cabo su tarea.

Los programas se realizaron siguiendo las bases de la programación orientada a procedimientos (vea el
apéndice B.2) y se aplicaron fases del Proceso Personal de Desarrollo de Software1 (PSP) a fin de obtener
estimados de calidad y tiempo en la realización de los programas. Por ello mismo, se obtuvieron programas
lo suficientemente flexibles para adecuarlos a distintos experimentos en los cuales se buscaba obtener cierta
información modificando la perspectiva de la simulación.

Con lo dicho hasta aquı́, ahora pasemos a ver la explicación de los modelos de simulación para los progra-
mas y las gráficas resultantes en cada experimento. En dichas gráficas, se puede observar comportamientos y
tendencias que son predichas por las ecuaciones anaĺıticas de los artı́culos en los que está basado este trabajo.
De igual manera (y ese es uno de nuestros objetivos) podemos referir aquellos comportamientos no previstos
y que puedan aportar información acerca de nuestros modelos.

1Las métricas y bases del Proceso Personal de Desarrollo de Software (PSP) se encuentran fuera del alcance y objetivos de la
presente tesis.
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4.1. Simulaciones del modeloD0 (sin memoria)

Recordemos la proyección delcamino aleatorio por el hipercubo sobre uncamino aleatorio en una se-
mirecta (sección 3.3, página 21). En esa proyección representamos los vértices de1 a n donde además cada
posicióni tiene asociada una probabilidad de desplazamiento (tal y como lo indica la ecuación 3.1):i

n
si su

siguiente movimiento será hacia la izquierda, yn−i
n

si su siguiente movimiento será hacia la derecha.

0 1 . . . t

←

i
n

i

→

n−i
n

n− t . . . n

Figura 4.1: Proyección del hipercubo para el modelado de un sistema sin memoria.

Teniendo en mente esta idea de los movimientos con probabilidad asociada a su posición, realizamos un
programa en lenguaje MATLAB que simule el comportamiento de nuestro modelo. Damos como entrada el
númeron de procesos participantes en el sistema, el parámetro de tolerancia a fallost, y la longitud l del
camino aleatorio, que no es otra cosa sino el número de tránsitos a realizar sobre los vértices de la semirecta.
Inicialmente el programa elegirá un punto al azar sobre la recta y se desplazará hacia uno de sus vecinos
(izquierda o derecha) de acuerdo a la probabilidad asociada descrita en la ecuación 3.1. Posteriormente repe-
tirá el mismo procedimiento hasta completar el númerol de tránsitos establecidos.

Podemos notar fácilmente que si la posicióni actual se encuentra más a los extremos, entonces tenderá a
desplazarse hacia las posiciones centrales. La razón de que esto suceda se debe precisamente a que mientras
más cerca esté de los vértices extremos, más pequeña es la probabilidad de continuar su camino en esa
dirección.

Este modelo está diseñado para el sistemaD0 de la definición 6. Por lo tanto, del teorema 2 (página 19)
sabemos que su inestabilidad está dada por:

c(D0) =

(

n

t

)

·
n− t

n
·

1

2n−1
(4.1)

(como referencia vea [4]).

En particular, para observar los cambios de decisión del sistema, nos interesa los tránsitos realizados por
el vérticet. Recordemos que de acuerdo a la función de decisión del sistemaD0, los cambios de decisión (la
inestabilidad) se realizarán cuando haya al menost elementos de valor1 en el vector de entrada.

Nuestro programa, el cual realiza la simulación del modelo, recibe como entradas numéricas a tres
parámetros: 1) El númeron de procesos participantes en nuestro sistema; 2) Un parámetro particulart1
de tolerancias a fallos (el cual utilizaremos más adelante en las gráficas de convergencia); y 3) La longitudl

de un camino aleatorio por recorrer.
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Ası́ pues, a continuación mostramos la gráfica de la ecuaci ´on 4.1 dando an como parámetro de entrada
y teniendo al parámetro de tolerancia a fallost como función den. (Notemos que para realizar esta gráfica
(figura 4.2), no utilizamos ni at1 ni a l).

En el ejex tenemos los valores que va tomandot hasta llegar an (la cual es fija).

En el ejey los valores de la funciónc(D0) =
(

n−1
t )

2n−1 .
Para esta gáfica en particular (figura 4.2) se utilizó como entrada unan = 100, la cual fue elegida como

una constante indistinta; y se fue variando al parámetrot para que tomara valores entre0 y n, con el fin de
graficarc(D0).

0 10 20 30 40 50 60 70 80 90 100
0

0.01

0.02

0.03

0.04

0.05

0.06

0.07

0.08

Parametro de tolerancia a fallos "t"

C
(D

0)

Figura 4.2: Inestabilidad mostrada por el sistemaD0, conformet toma valores entre1 y n.

Podemos apreciar que la inestabilidad deD0 aumenta conformet se aproxima an/2.
Un punto a considerar es ¿Porqué el parámetron lo elegimos como una constante cualquiera? En realidad

es que dando el parámetron como fijo, lo que nos interesa son los valores quet va tomando entre0 y n a fin
de obtener los valores de inestabilidad en ese intervalo.

Para conocer algunos detalles y descripciones de los programas de simulación, vea el apéndice B.2.
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Al ejecutar el programa de simulación, también obtuvimos la distribución que iba tomando el número de
tránsitos realizados por cada vértice de la semirecta.

Recordemos que el parámetron fue elegido como una constante cualquiera y la siguiente gráfica (figura
4.3), utiliza ese parámetro para evaluar la distribución de pasos por cada vértice. Para este experimento, ya
fue necesario hacer uso de la longitudl del camino aleatorio, para lo cual es preferible utilizar un valor lo
suficientemente grande.

Por lo tanto, en el ejex tenemos el parámetron (los vértices obtenidos de la proyección).
En el ejey, tenemos el número de tránsitos realizados en cada punto, dividido entre el total de pasos

realizados.
Para esta gáfica en particular (figura 4.3) utilizamos como parámetros de entrada a nuestro programa la

misman = 100 que en el caso anterior y una longitud del caminol = 50000.
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Figura 4.3: Distribución de pasos realizados por cada vértice, en la simulación conn = 100 y l = 50000.

Fijemos un punto, digamos un vérticeq. Ahora observemos de la gráfica 4.3 la razón de la cantidad
de veces que el recorrido pasó por ese vértice entre el total de pasos. Y como comentamos más arriba, de
acuerdo con las probabilidades asociadas a cada vértice durante el recorrido, si la posición deq se encuentra
más a los extremos, entonces tenderá a desplazarse hacia las posiciones centrales ya que mientras más cerca
esté de los vértices extremos, más pequeña es la probabilidad de continuar su camino en esa dirección.

Por otro lado, sabemos que la función de decisiónf0 indica los cambios de decisión de acuerdo al número
de1

′s que haya en un vector de entrada (en este caso#1(x) = q). Por lo tanto, para llegar a ese vérticeq a
lo largo de un camino aleatorio en el hipercubo, es necesario que sea un vector cuya cantidad de1

′s sea un
número cercano an/2 (que es cuando hay más vértices posibles por dónde transitar).

Es por ello que observamos una gran similitud en las figuras 4.2 y 4.3.
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Uno de los objetivos planteados al realizar las simulacioneses el de mostrar la convergencia predicha por
las ecuaciones; sin embargo no es la única finalidad, ya que podemos también obtener información sobre el
comportamiento que va teniendo la inestabilidad a lo largo de las ejecuciones y además saber qué tan rápido
tiende al valor anunciado (dicho conocimiento no nos lo dice la ecuación).

Ahora bien, para esta simulación ya fue necesario hacer uso del parámetro de entradat1. Este valor es
recomendable que sea cercano a la mitad den por la razón que nos enseña la figura 4.2: que la inestabilidad
del sistema es mayor en esos valores. En otras palabras, nos interesa monitorear un vérticet1 el cual muestre
una alta inestabilidad o bien una alta frecuencia en el número de tránsitos realizados por él a lo largo de la
simulación.

Por lo tanto, teniendo en cuenta lo anterior, la figura 4.4 nos muestra una ejecución con parámetros de
entradan = 100, t1 = 50 y l = 50000 iteraciones.

En el ejex de la gráfica 4.4 mostramos el número total de tránsitos realizados.
En el ejey ponemos simplemente, el número de veces que el programa de simulación ha pasado por el

vérticet = t1, dividido entre el total de tránsitos realizados en el experimento.
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Figura 4.4: Convergencia mostrada por la simulación en los tránsitos hechos port.

Sin embargo esta gráfica muestra sólo una ejecución en particular, por lo tanto no podemos concluir
algún comportamiento del modelo; ya que una única ejecución está expuesta a los posibles efectos que el
azar va teniendo sobre ella. Por eso mismo, la información que nos puede aportar no es representativa del
comportamiento global del sistema.
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Ahora, es necesario observar la forma que va teniendo la curvade la figura 4.4 después de realizar
varias ejecuciones del programa de simulación y de esta forma tener información más acertada sobre el
comportamiento del sistema.

La figura 4.5 al igual que la anterior, muestra el número total de tránsitos realizados (ejex) vs. el número
de veces que el programa de simulación ha pasado por el vérticet1 y dividido eso entre el total de tránsitos
realizados en el experimento (ejey). La principal diferencia entre ambas gráficas, radica precisamente en que
se realizaron100 ejecuciones y se promediaron sus resultados obtenidos.
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Figura 4.5: Convergencia mostrada por la simulación a lo largo de varias ejecuciones.

Notemos que la curva se ha suavizado y ha mostrado una convergencia más marcada hacia el valor
esperado. En el capı́tulo 5 realizaremos un estudio de la velocidad con la que convergen hacia dicho valor.

Sin embargo, de nuevo esta simulación representa un exclusivo valor det1; por lo tanto resultarı́a in-
teresante observar el comportamiento del sistema cuando variamos los valores del parámetro de tolerancia a
fallos.

Para ello, pongamos un tercer eje y obtengamos una figura en tercera dimensión que nos muestre dife-
rentes valores de los tres parámetros al mismo tiempo: figura 4.6.
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La figura 4.6 nos muestra diversas ejecuciones de la simulaci ´on con la variación del parámetrot.
El eje derecho y el eje vertical son similares a los ejesx y y respectivamente de la figura 4.5.
Por el otro lado, el eje izquierdo y el eje vertical son los respectivos ejesx y y de la figura 4.3.
Nuevamente el parámetro de entradan fue fijado arbitrariamente en100, pues nos interesa observar el

comportamiento del sistema cuandot toma valores entre0 y n.

Tolerancia a fallost

Figura 4.6: Simulación en 3D variando el parámetrot.

Observamos un comportamiento interesante en la inestabilidad mostrada durante los inicios de cada
recorrido. Todos muestran una gran variación temprana independiente del valor que tomet. Podemos atribuir
este comportamiento a que la elección del vértice incial está asociada a una distribución uniforme y por lo
tanto es igualmente probable iniciar un recorrido en cualquier vértice.

Tal y como pensamos ab initio, la elección de este vértice inicial, no influye en el comportamiento del
sistema cuando la longitud de los recorridos tiende al infinito.

También podemos notar que las respectivas convergencias se alcanzan casi al mismo tiempo en todos
los casos. Y comparando esto con la gráfica 4.5 podemos asegurar que no hay que esperar demasiado para
alcanzar dicha convergencia. Sin embargo, en el capı́tulo 5 realizaremos un estudio de la velocidad en la
convergencia que muestran estos experimentos.
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4.2. Simulaciones del modeloD1 (con memoria)

Nuevamente, utilizaremos la proyección delcamino aleatorio por el hipercubo sobre uncamino aleatorio
en una semirecta (sección 3.3, página 21). Hacemos una partición en el conjuntoVH de vértices del hipercubo,
de acuerdo al número de1′s presentes en el vector de entrada asociado a cada vértice. Entonces la función
proyecciónFp asociará a cada elementox deVH con un puntoi en la semirectaR, de la siguiente manera:

Fp : VH → R

Fp(x) = {i | #b(x) = i}

Recordemos que en esa proyección representamos los vértices de1 a n donde además cada posicióni

tiene asociada una probabilidad de desplazamiento (tal y como lo indica la ecuación 3.1):i
n

si su siguiente
movimiento será hacia la izquierda, yn−i

n
si su siguiente movimiento será hacia la derecha. Pero para las

simulaciones del caso con memoria se pensó en un modelo representado por dos semirectas; donde cada una
significa el estado de la decisión en ese momento. En particular, la semirecta de arriba representa el estado0 y
la de abajo el estado1. De igual manera existe una probabilidad de desplazamiento asociada a cada posición,
similar al caso sin memoria. La principal diferencia radica en que cuando la posición llega an− t con valor
de decisión0 entonces cambia su valor de decisión a1. De manera similar, si llega al puntot con valor de
decisión1 entonces cambia su decisión a0 (Tal como lo muestra el siguiente esquema).

0
0 . . . t− 1 t + 1 n− t . . . n

1
0 . . . t n− t− 1 n− t + 1 . . . n

Figura 4.7: Modelado de un sistema con memoria.

Notemos que ambas rectas representan los mismos vértices, sólo que en estado diferente.
Este modelo está diseñado para el sistemaD1 de la definición 9. Por lo tanto, del teorema 3 (página 19)

sabemos que su inestabilidad está dada por:

c(D1) =

(

n− 1

t

)

·

n−t−1
∑

k=t

k
P

j=0
(

n

j)

(
n−1

k )

2n−1
(4.2)

En este modelo de sistema con memoria representado en la figura 4.7 también queremos observar los
cambios de decisión (la inestabilidad) que va teniendo a lo largo del recorrido en su camino aleatorio. De
acuerdo con la funciónf del sistemaD1, los cambios de decisión se realizarán cuando haya al menost

elementos de valor1 en el vector de entrada y además el valor decidido hasta el momento sea0; o bien, que
haya al menosn−t elementos de valor1 en el vector de entrada y además el valor decidido hasta el momento
sea1.
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Con la idea de los movimientos con probabilidad asociada a su posición y su estado, realizamos otro
programa en lenguaje MATLAB que simule el comportamiento de nuestro modelo con memoria. Damos
como entrada el númeron de procesos participantes en el sistema, el parámetro de tolerancia a fallost, y
la longitud l del camino aleatorio, que no es otra cosa sino el número de tránsitos a realizar sobre la ĺınea
correspondiente a su estado.

El programa elegirá un punto al azar sobre la ĺınea y se desplazará hacia uno de sus vecinos (izquierda o
derecha) de acuerdo a la probabilidad asociada descrita en la ecuación 3.1. Posteriormente repetirá el mismo
procedimiento hasta completar el númerol de tránsitos impuestos.

El programa de simulación tendrá de igual forma como parámetros de entrada tres valores numéricos:
1) El númeron de procesos participantes en nuestro sistema; 2) Un parámetro particulart1 de tolerancias a
fallos (el cual utilizaremos más adelante en las gráficas de convergencia); y 3) La longitudl de un camino
aleatorio por recorrer.

La primera gráfica que presentamos en las simulaciones para este modelo (figura 4.8) nos muestra la dis-
tribución en el número de tránsitos realizados por cada vértice. Este experimento requirió del uso únicamente
de los parámetrosn y l.
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Figura 4.8: Distribución de pasos realizados por cada vértice, en el modelo con memoria.

Nuevamente explicamos que el valor den es una constante entera cualquiera yl lo seleccionamos como
un valor lo suficientemente grande.

Ası́ pues, en el ejex de esta gráfica tenemos los vértices obtenidos de la proyección (parámetron). En el
ejey tenemos el número de tránsitos realizados por cada vértice, dividido entre el total de pasos realizados,
a fin de normalizar los valores. Para la gráfica 4.8 en particular se utilizaron como parámetros de entrada al
programa unan = 100 y unal = 50000.

Posteriormente en el capı́tulo 5 realizaremos una comparación de este modelo con distintos valores del
parámetron ası́ como un estudio de la velocidad en la convergencia que muestran estos experimentos.
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Las siguientes dos gráficas (figura 4.9 y figura 4.10) muestranla convergencia predicha por la ecuación
de inestabilidad para el modelo con memoria. Recordemos que debemos sacar información de ellas sobre el
comportamiento del sistema a lo largo de las ejecuciones, ası́ como qué tan rápido convergen.

Para esta simulación hicimos uso del parámetro de entradat1. Si observamos la figura 4.8 podemos
apreciar que la mayor concentración de pasos está en los vértices próximos an/2, por lo tanto serı́a reco-
mendable el uso de uno de esos vértices como parámetro de tolerancia a fallos, ya que mostrarı́a un alto
número de cambios de decisión a lo largo de su ejecución.

Teniendo esto en cuenta, para el experimento mostrado en las gráficas 4.9, 4.10 y 4.11 se utilizaron como
entradas:n = 100, t1 = 50 y l = 50000.

En el ejex de estas gráficas mostramos el total de tránsitos realizados. En el ejey, el número de veces que
el programa de simulación ha pasado por el vérticet1 en estado1 (o el vérticen − t1 en estado0) dividido
entre el total de tránsitos realizados por el experimento.

0 0.5 1 1.5 2 2.5 3 3.5 4 4.5 5

x 10
4

0

0.01

0.02

0.03

0.04

0.05

0.06

0.07

0.08

0.09

0.1

Longitud del Camino

Pa
so

s 
po

r t
 e

n 
es

ta
do

 1
 / 

To
ta

l d
e 

pa
so

s

Figura 4.9: Convergencia mostrada por la simulación en los tránsitos hechos port en estado1.
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Figura 4.10: Convergencia mostrada por la simulación en lostránsitos hechos porn− t en estado0.
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Las gráficas 4.9 y 4.10 son similares en el sentido de que representan la inestabilidad en dos vértices
que resultan ser complementarios dentro de un sistema simétrico. No obstante, para este caso comot = n/2

entoncesn− t = n/2; y por ende representan la misma información.
La siguiente gráfica (figura 4.11) muestra la suma de la información de las dos gráficas anteriores (figura

4.9 y figura 4.10). En el ejex tenemos nuevamente el total de tránsitos realizados. En el ejey, el número de
veces que el programa de simulación ha pasado ya sea por el vérticet1 en estado1 o por el vérticen− t1 en
estado0 y dividido entre el total de pasos.
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Figura 4.11: Convergencia mostrada en los tránsitos hechospor t en estado1 o porn− t en estado0.

Tal y como lo presentamos en el caso sin memoria, estas ejecuciones que acabamos de ver muestran el
comportamiento de una ejecución en particular. Teniendo esto en cuenta y al estar asociada una probabilidad
a su movimiento en el camino sobre el hipercubo (y por ende en el camino sobre la recta), es muy arriesgado
sacar conclusiones de una sola ejecución, pues no muestran el comportamiento global del sistema. Por eso
mismo realizamos las mismas simulaciones varias veces, obteniendo con ello que las curvas se fueron suavi-
zando y mostrando una tendencia rápida hacia el valor de convergencia; para ello veamos las siguientes tres
gráficas: figuras 4.12, 4.13 y 4.14.

Utilizamos como parámetros de entrada los valoresn = 100, t1 = 50, l = 50000 y se realizaron100
ejecuciones promediando los resultados obtenidos.

Posteriormente, en el siguiente capı́tulo (5) haremos una comparación con distintos valores den tanto en
el modelo con memoria como sin memoria.
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En el ejex de estas gráficas mostramos el total de tránsitos realizados.
En el ejey, el número de veces que el programa de simulación ha pasado por el vérticet1 en estado1

(figura 4.12) o el vérticen − t1 en estado0 (figura 4.13) dividido entre el total de tránsitos realizados por
nuestro programa de simulación.
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Figura 4.12: Convergencia mostrada en los tránsitos port en estado1 a lo largo de varias ejecuciones.
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Figura 4.13: Convergencia mostrada en los tránsitos porn− t en estado0 a lo largo de varias ejecuciones.

Podemos decir de las gráficas 4.12 y 4.13 lo mismo que de las gráficas 4.9 y 4.10: son similares en el
sentido de que representan la inestabilidad en dos vértices que resultan ser complementarios dentro de un
sistema simétrico. Es decir, que para estos experimentos, como tenemos quet = n/2 entoncesn− t = n/2;
y por lo tanto representan ejecuciones iguales.
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La figura 4.14 es el resultado de varias ejecuciones, mostrando de forma similar lo representado en la
figura 4.11. Muestra la suma de la información de las gráficas 4.12 y 4.13.

En el ejex representamos el total de tránsitos realizados. En el ejey, el número de veces que el programa
de simulación ha pasado por el vérticet1 en estado1 o por el vérticen− t1 en estado0.
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Figura 4.14: Convergencia mostrada en los tránsitos hechospor t en estado1 o porn − t en estado0 a lo
largo de varias ejecuciones.

Notemos nuevamente que la curva se ha suavizado por el hecho de promediar las distintas ejecuciones y
que además ha marcado mucho su convergencia hacia el valor esperado. Sin embargo, seguimos teniendo la
restricción de que esta simulación se hizo para un valor particular det. Luego entonces resultarı́a interesante
ver el comportamiento del sistema con memoria variando el parámetro de tolerancia a fallos.

Recordemos quet puede tomar valores entre0 y n. Ası́ pues, las siguientes figuras muestran el com-
portamiento promedio obtenido por la simulación del sistemaD1 a lo largo de varias ejecuciones y además
añadimos otro eje con los valores det. Con esto obtenemos, las gráficas en 3D a fin de tener la información
de tres parámetros al mismo tiempo.

Notemos algunos comportamientos interesantes.
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La figura 4.15 es el resultado de la simulación del sistema conmemoriaD1 a lo largo de varias ejecucio-
nes dando diversos valores al parámetro de tolerancia a fallost.

El número de procesos participantes en nuestra simulación del sistema fuen = 100 y una longitud de
camino del = 10000.

El eje derecho y el eje vertical son similares a los ejesx y y respectivamente de la figura 4.12. El eje
izquierdo muestra los valores que va tomandot entre0 y n.

Tolerancia a fallost

Figura 4.15: Simulación del modelo con memoria en 3D, de los pasos port en estado1, variando el parámetro
t.

Observemos el comportamiento de la inestabilidad al inicio de las ejecuciones; es muy similar al mos-
trado por el modelo sin memoria. La elección del vértice inicial en el camino aleatorio está asociada a una
distribución uniforme y no causa efectos en la tendencia de la inestabilidad cuando el número de pasos tiende
a infinito.

Por otro lado, recordemos que en esta gráfica el eje vertical sólo representa la razón de los pasos hechos
por el vérticet en estado1 entre el total de pasos, por eso mismo es necesario mostrar también (en ese eje),
la razón de los tránsitos realizados por el vérticen − t en estado0 entre el total de pasos (figura 4.16) y la
suma de ambos resultados (figura 4.17).
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Para la siguiente gráfica (figura 4.16) el eje derecho y el eje vertical son similares a los ejesx y y

respectivamente de la figura 4.13. Y nuevamente utilizamos los mismos valores de entrada:n = 100 y
l = 10000.

Aquı́, a diferencia de la gráfica anterior, el eje vertical muestra la razón de los pasos hechos por el
vérticen − t en estado0 entre el total de pasos. No obstante, por el comentario hecho más arriba, estas dos
gráficas (4.15 y 4.16) también son similares en el sentido de que representan la inestabilidad en dos vértices
complementarios dentro de un sistema simétrico.

Tolerancia a fallost

Figura 4.16: Simulación del modelo con memoria en 3D, de los pasos porn − t en estado0, variando el
parámetrot.
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Ahora mostramos la gráfica que enseña la suma de la información en las dos gráficas previas.
En esta gráfica, nuestro eje vertical muestra normalizada la unión de los dos experimentos anteriores. El

eje derecho y el eje vertical son similares a los ejesx y y respectivamente de la figura 4.14; y el eje izquierdo
sigue mostrando los valores det.

Tolerancia a fallost

Figura 4.17: Simulación del modelo con memoria en 3D, pasando port o porn− t, variando el parámetrot.

En realidad las gráficas (4.15 y 4.16) muestran la misma información, tal y como pasa con las figuras
(4.12 y 4.13) y con las figuras (4.9 y 4.10). Su similitud radica en que representan la inestabilidad en dos
vértices complementarios dentro del sistema simétrico; por lo tanto su ejecución proporciona la misma infor-
mación estadı́stica; y esta última gráfica muestra el doble de los valores de las dos figuras anteriores.

Ahora bien, es necesario dar una interpretación estadı́stica de los resultados obtenidos por estos expe-
rimentos de simulación. Para ello, en el siguiente capı́tulo vamos a comparar las ejecuciones de nuestros
programas de simulación cuando el número de procesos participantes cambia. ¿Qué pasa cuandon es cada
vez más grande? Las simulaciones enseñan que efectivamente los modelos convergen al valor predicho por
los investigadores, pero ¿qué criterio utilizar para la rapidez de convergencia? ¿Será necesario utilizar alguna
técnica de sucesiones sobre las salidas de nuestro programa? ¿El orden de convergencia se modifica de ma-
nera proporcional con el parámetron? Y de ser ası́ ¿Qué métrica nos dice que tan acertada es esa proporción?
Con estas preguntas es que cerramos este capı́tulo e iniciamos la interpretación de nuestros resultados.
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Caṕıtulo 5

Análisis de los resultados de las simulaciones
de los modelos

En el capı́tulo anterior pudimos observar las gráficas resultantes de algunos experimentos de simulación.
Corroboramos la convergencia predicha por los investigadores [4] para ambos modelos. Vimos también que
la elección del vértice inicial en el camino aleatorio no afecta la tendencia de la inestabilidad en los sistemas.
Notamos los puntos de mayor inestabilidad cuando el parámetro de tolerancias a fallost vale la mitad del
número de procesos participantesn. Y surgieron las preguntas clásicas acerca del comportamiento de los
sistemas en función a sus parámetros de entrada. ¿Qué pasa cuandon cambia de valores? Sabemos que la
convergencia hacia su valor esperado se logra en cualquierade los casos; pero, cuando los procesos parti-
cipantes son pocos ¿Se llegará primero a dicho valor que cuando son varios? Uno esperarı́a una respuesta
afirmativa, pero de ser cierto eso ¿Qué tan rápido lo harán?

La idea es que una vez obtenidos los datos de la simulación, podamos dar una interpretación adecuada de
los mismos. Es de nuestro interés observar la mayor inestabilidad alcanzada por los modelos, es decir cuando
t = n/2, para cada respectivan de entrada.

Para ello debemos tener una definición exacta de lo que entendemos por alcanzar el valor de convergencia,
para ası́ poder comparar los resultados. Posteriormente haremos un diagrama de dispersión sobre los valores
obtenidos, a fin de tener una curva de ajuste y ası́ encontrar cuantitativamente una relación entre las variables
de nuestros experimentos. Tengamos en cuenta que las salidas de nuestro experimento son valores aportados
por variables estocásticas; por ende un manejo estadı́stico de la información resulta ser lo más adecuado.

En la literatura relacionada al tema de simulación computacional resulta útil la aplicación de los concep-
tos de alcance del estado estable, periodo de calentamientoy punto de fricción; los cuales definiremos más
adelante.

El presente capı́tulo está organizado de la siguiente forma: la siguiente sección (5.1) mostrará a los
valores dados por nuestros programas como resultados de variables aleatorias independientes e idénticamente
distribuidas; posteriormente (sección 5.2) haremos un breve análisis de la aportación que hace el realizar
diversas réplicas del experimento y promediarlas. Despu´es (sección 5.3) utilizaremos un procedimiento para
reducir la autocorrelación de nuestros datos a fin de suavizar la curva de su gráfica (llamado Procedimiento
de Welch [32]). Una vez realizado esto, nos basaremos en el Proceso de Control Estadı́stico [33] con el
fin de encontrar intervalos de confianza para nuestros experimentos (sección 5.4). Por último, concluimos
haciendo comparaciones con distintos resultados donde el parámetron es nuestra variale independiente (esto
lo hacemos tanto para el modelo con memoria como sin memoria,(secciones 5.5 y 5.6)).
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5.1. Las simulaciones como experimentos

Las simulaciones se realizaron a fin de comparar la rapidez con la que convergen al valor esperado los
modelos de sistemas distribuidos de consenso de larga vida, dando como entrada distintos valores en su
parámetron y teniendo la mayor inestabilidad para esan particular (id estt = n/2).

Primero notemos que los datos aportados por nuestro programa de simulación están almacenados en un
vector unidimensional. Segundo, apriori sabemos que el modelo converge a un valor dado por las fórmulas;
por lo tanto este vector contendrá una sucesión convergente de datos. Debemos observar que esta sucesión
es el resultado de variables estocásticas; ası́ pues, resulta conveniente el manejo de estos datos por alguna
técnica utilizada en el área de simulaciones y modelado computacional, con el objetivo de medir la rapidez
con que ellos convergen. Y tercero, post hoc, poder hacer una comparación para saber si un determinado
modelo alcanza antes su valor esperado si el número de procesos participantes cambia.

En muchos estudios de simulación se invierte una gran cantidad de tiempo y dinero en el desarrollo de
modelos y programación, y se realiza un pequeño esfuerzo para analizar los datos de salida apropiadamente.
De hecho, un modo muy común de operación es realizar una sola ejecución con alguna longitud arbitraria y
entonces tratar de estimar los resultados de la simulación como las caracterı́sticas del modelo “real”. Desde
que las muestras aleatorias de distribuciones de probabilidad son tı́picamente usadas para manejar un modelo
de simulación a través del tiempo, estas estimaciones son precisamente realizaciones particulares de varia-
bles aleatorias que pueden tener grandes varianzas. Como resultado, estas estimaciones pueden, en alguna
ejecución particular, diferir grandemente de las correspondientes caracterı́sticas verdaderas del modelo. El
efecto neto es, por supuesto, que pueda haber una probabilidad significante de inferencias erroneas acerca
del sistema que se estudia. Consecuentemente, muchos “estudios” de simulaciones comienzan construyendo
un modelo heurı́stico y terminan con una simple ejecución del programa para producir las “respuestas”.

Sin embargo, una simulación es un experimento de muestreo estadı́stico basado en computadora [32].
Ası́, si los resultados de un estudio de simulación tienen algún significado, apropiadas técnicas de estadı́stica
pueden ser usadas para analizar los experimentos.

Describamos más precisamente la naturaleza aleatoria de las salidas de nuestra simulación. SeanY1, Y2, . . .

las salidas de un proceso estocástico como la ejecución simple de nuestro programa de simulación (por ejem-
plo vea la figura 4.4, página 27). EstasYi’s son variables aleatorias que, en general, pueden no ser indepen-
dientes.

Ahora bien, seaY1,1, Y1,2, . . . , Y1,l el resultado de una sola ejecución de longitudl. Podemos hacer otra
ejecución del mismo experimento, ası́ tendriamosY2,1, Y2,2, . . . , Y2,l. En general podemos hacerm réplicas
independientes de nuestro experimento dando como resultado la siguiente matriz de observaciones:

Y1,1 . . . Y1,i . . . Y1,l

Y2,1 . . . Y2,i . . . Y2,l

...
...

...
Ym,1 . . . Ym,i . . . Ym,l

Las observaciones de una ejecución en particular (una fila) claramente no son todas independientes e
idénticamente distribuidas. Sin embargo, notemos queY1,i, Y2,i, . . . , Ym,i (la i-ésima columna) son obser-
vaciones indepenientes e idénticamente distribuidas de la misma variable aleatoriaYi. Esta independencia
através de las ejecuciones es la clave de lo relativamente simple de los métodos de análisis de los datos de
salida. Entonces, estrictamente hablando, el objetivo del análisis de los datos de salida es el uso de las obser-
vacionesYj,i para inferir sobre las variables aleatoriasY1, Y2, . . . , Yl; utilizando por ejemplo un estadı́stico

comoȲi =

m
∑

j=1

Yji

m
como un estimado del valor esperadoE(Yi).
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5.2. Análisis de los datos de salida en los programas de simulación

El objetivo es presentar un método para el análisis estadı́stico de los datos de salida de nuestro experi-
mento.

SeanY1, Y2, . . . las salidas de un proceso estocástico como las de nuestro programa de simulación; y sea
Fi(y | I) = P (Yi ≤ y | I) parai = 1, 2, . . . dondey es un número real eI representa las condiciones
iniciales utilizadas para comenzar la simulación al tiempo0. Llamamos aFi(y | I) la distribución transitoria
de un proceso al tiempo discretoi para condiciones inicialesI.

Paray e I fijos, las probabilidadesF1(y | I), F2(y | I), . . . son justamente una secuencia de números. Si
Fi(y | I) → F (y) a medida quei → ∞ para today y para cualesquiera condiciones inicialesI, entonces
F (y) se llama la distribución de estado estable de la salida de los procesosY1, Y2, . . . Estrictamente hablando,
la distribución de estado estableF (y) se obtiene solamente en el ĺımite cuandoi → ∞.

En la práctica, sin embargo, habrá a menudo un ı́ndice de tiempo, digamosk, tal que la distribución en
ese punto será aproximadamente la misma que en cualquier otro ı́ndice siguiente. Es por eso que decimos que
el estado estable comienza al tiempok; lo cual nos da un parámetro de referencia para saber cuál simulación,
con determinados valores de entrada (n, t), alcanza primero su estado estable. Notemos que estado estable
no significa que las variables aleatoriasYk, Yk+1, Yk+2 . . . tomarán el mismo valor en una ejecución de la
simulación en particular; más bien significa que todas tendrán aproximadamente la misma distribución.

Para nuestros experimentos utilizamos la media como estadı́stico de prueba; i. e. realizamosm réplicas
de la simulación, cada una de longitudl. De esa forma tendremos queYji será lai−ésima observación de la
j−ésima réplica (coni = 1, 2, . . . , l y j = 1, 2, . . . ,m).

Después hacemos̄Yi =

m
∑

j=1

Yji

m
parai = 1, 2, . . . , l

Y1,1 . . . Y1,i . . . Y1,l

Y2,1 . . . Y2,i . . . Y2,l

...
...

...
Ym,1 . . . Ym,i . . . Ym,l

Ȳ1 . . . Ȳi . . . Ȳl

Los procesos promediōY1, Ȳ2, . . . tienen mediasE(Ȳi) = E(Yi) y varianzasV ar(Ȳi) = V ar(Yi)/m.
Ası́, los procesos promedio tienen la misma curva de medias transitoria que el proceso original, pero su
gráfica tendrá solamente1

m
de varianza. Escogimos la simulación con mayor inestabilidad para unan en

particular y aplicamos este procedimiento (Figura 5.1).
Ahora bien, nosotros deseamos estimar el estado estable de mediasv = E(Y ), el cual es generalmente

definido comov = lim
i→∞

E(Yi). Ası́ pues, el transito de medias converge al estado estable de medias. La

consecuencia más seria del problema es que tal vezE[Y (n)] 6= v para algunan. Los investigadores del área
de simulación computacional sugieren para tratar este problema, una técnica comúnmente utilizada llamada:
periodo de calentamiento (warmup period)o eliminacíon de datos iniciales. La idea es eliminar (o ignorar)
algún número de observaciones del inicio de la ejecución y utilizar solamente el resto a fin de estimarv.

Por ejemplo, dadas las observacionesY1, Y2, . . . , Yl se recomienda utilizar āY (l, wp) en vez deȲ (l)

como un estimador dev.

DondeȲ (l, wp) =

l
P

i=wp+1
Yi

l−wp
y (1 ≤ wp ≤ l − 1).
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En general, uno esperarı́a queȲ (l, wp) sea menos sesgado queȲ (l); ya que las observaciones cercanas
al inicio de la simulación pueden no ser muy representativas del comportamiento del estado estable.

La pregunta obvia que surge es ¿Cómo elegir el periodo de calentamientowp?
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Figura 5.1: Salida estocástica de la simulación donde la inestabilidad es mayor; i.e.t = n/2.

Quisieramos elegir al y a cada vérticewp tales queE[Ȳ (l, wp)] ≈ v. Si se escogenl y wp muy chicos,
entoncesE[Ȳ (l, wp)] puede ser significativamente diferente dev. Por otro lado, siwp se escoge más grande
de lo necesario, entonces̄Y (l, wp) probablemente tenga una varianza innecesariamente grande [32] o bien
se desperdicie información de interés.
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5.3. Método de Welch

Hasta el momento tenemos lo siguiente:

m réplicas de la simulación computacional; cada una de longitudl (con l lo suficientemente grande).
Y tenemosYji (i−ésima observación de laj−ésima réplica) como las entradas de nuestra matriz de
observaciones.

Ȳi =

m
∑

j=1

Yji

m
parai = 1, 2, . . . , l Los procesos promediōY1, Ȳ2, . . . , Ȳl con mediasE(Ȳi) = E(Yi) y

varianzasV ar(Ȳi) = V ar(Yi)/m. Con esto, los procesos promedio tienen la misma curva de medias
que el proceso original, pero su gráfica tendrá solamente1

m
de varianza.

Ahora bien, para suavizar las oscilaciones de alta frecuencia enȲ1, Ȳ2, . . . , Ȳl (pero dejando las oscila-
ciones de baja frecuencia o la tendencia de largas ejecuciones de interés), definimos aún más, el movimiento
promedioYi(w) dondew se denomina ventana y es un número entero positivo tal quew ≤ ⌊l/2⌋ como sigue:

Yi(w) =



























w
P

s=−w

Ȳi+s

2w+1
si i = w+1, w+2, . . . , l-w

i+1
P

s=−(i−1)

Ȳi+s

2i−1
si i = 1, 2, . . . , w

Este procedimiento debido a P. D. Welch [37], sirve como filtro a fin de eliminar el “ruido” en nuestro
proceso estocastico y suavizar la curva de medias (vea la curva resultante en la figura 5.2 después de aplicar
el método de Welch a las salidas mostradas en la figura 5.1) y ası́ poder obtener posteriormente un intervalo
de confianza en el cual encontraremos los valores de nuestras variables estocásticas en un estado estable de
medias.
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Figura 5.2: Resultado después de aplicar el método de Welcha la salida estocástica a fin de reducir la auto-
correlación.
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5.4. Proceso de control estadı́stico

En este punto, nosotros tenemos la curva de medias no autocorrelacionada; por ello, basándonos en el
artı́culo [33] describiremos los pasos realizados para encontrar el periodo de calentamiento(warmup period)
de nuestras simulaciones. Este método denominadoSPCpor sus siglas en ingés: Statistical Process Control
(Proceso de Control Estadı́stico) fue presentado por Stewart Robinson en el artı́culo antes señalado.

Como hemos visto, muchas simulaciones que muestran una tendencia hacia unestado establepasan por
una serie de resultados iniciales, los cuales podemos decir se encuentran “fuera de control” o lejos del valor
esperado. Esto debido a las condiciones iniciales y tendencias de inicialización de las simulaciones. Ese
intervalo de salidas iniciales se llamaperiodo de calentamiento.

Entendemos como tal que al finalizar elperiodo de calentamientoentonces nuestro experimento de si-
mulación ha alcanzado elestado estable. Notemos que para nuestro caso tanto el periodo de calentamiento
como el estado estable, se esperaria fuesen únicos, ya que el modelo apriori converge y por lo tanto una vez
alcanzado su estado de estabilidad no saldrá de él.

Ası́ pues es necesario definir el punto donde ocurre dicha transición y lo llamaremospunto de friccíon.
Comencemos por describir el método: hasta aquı́ disponemos de los procesos promedioȲ1, Ȳ2, . . . , Ȳl

dondel es la longitud de la simulación; y los disponemos en un vectory(l) = [Ȳ1, Ȳ2, . . . , Ȳl]

Ahora, una vez aplicado el método de Welch para disminuir su autocorrelación, disponemos las obser-
vaciones en lotes, las medias de los lotes se hacen aproximadamente no correlacionadas conforme el tamaño
del lote (k) crece. La serie de datos del vectory(l) se combinan en una serie de lotes para generar el vector
y(k) de la siguiente manera:

y(k) =













k
∑

i=1

Ȳi

k
,

2k
∑

i=k+1

Ȳi

k
, . . . ,

bk
∑

i=(b−1)k+1

Ȳi

k













el cual podemos representar comoy(k) = [y(1), y(2), . . . , y(b)] dondeb es el número de lotes y cada
uno es de longitudk. Lo que significa quel = bk El autor recomienda utilizar el método de Fishman [38]
para determinar el tamaño dek: comenzando con lotes de tamaño 1, el valor dek se incrementa hasta que la
autocorrelación del intervalo 1 es cercana a 0.

Otro detalle importante del método es que los datos se suponen están distribuidos normalmente; nueva-
mente, el autor propone la técnica de Kolmogorov-Smirnov como prueba de normalidad. Sin embargo, por
el desempeño de una serie de varias réplicas, se puede asumir (mediante el Teorema del Lı́mite Central) que
la muestra de medias tiende hacia la normalidad incrementando el tamaño de lotek. De igual manera se
recomienda un número de lotesb mayor a 60 (y por ende un número mayor de longitud de la simulaciónl).
Debemos notar que a medida quek se incrementa, la media de los lotes tiende a normalizarse [33].

Una muestra de tamaño más grande refuerza esta suposición. Por lo tanto, más réplicas del experimento
de simulación pueden desempeñar un mejor resultado. De nuevo, el autor nos recomienda hacer al menos
diez réplicas si es posible.

Una vez que tenemos nuestros valoresl, k y b (dondel = bk), notemos que deberiamos usar el mı́nimo
valor parak tal que pase las pruebas de autocorrelación y normalidad.

La media poblacional (̂µ) y la desviación estandar (σ̂) de los datos eny(k) se estiman de la segunda mitad
de la serie. En otras palabras, si el número de lotes (b) es 100, entonces la media y la desviación estandar se
calculan para los datos en el rangob = 51 hastab = 100. Es por esto que se recomienda [33] que al menos
tengamos 60 datos sobrey(k). Obviamente el número de datos aportados por nuestra simulación es necesario
que sea multiplo dek a fin de asegurar que hay 60 datos en la serie de lotes de medias.
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Con todo esto en cuenta, procedemos a calcular la desviaciónestandar de la siguiente manera:

σ̂ =

√

√

√

√

√

1

⌊ b
2
⌋
·

b
∑

j=b−⌊
b
2
⌋+1

s2

j

Dondes2

j es la desviación estandar de las medias individuales eny(k), y se calcula de la observación
individual obtenida de cada réplica. Esto es, si se han desarrollado 10 réplicas,s2

j debe ser la desviación
estandar de los 10 datos eny(j).

Con estos datos obtenemos dos intervalos de control. El primero se denominaLı́mites de Advertencia
(Warning Limits)

WL = µ̂ ±
1,96σ̂
√

n

Y el segundo se denominaLı́mites de Accíon (Action Limits)

AL = µ̂ ±
3,09σ̂
√

n

Con esto se crean intervalos de confianza donde se espera que 1 de 1000 datos caigan fuera de los Lı́mites
de Acción, mientras que 1 de 40 caiga fuera de los Lı́mites de Advertencia. Stewart Robinson [33] propone
a continuación una tabla de control a fin de determinar el final del periodo de calentamiento (o en otras
palabras, el inicio del estado estable).

Recordemos que al inicio de nuestras simulaciones los datos dey(l) y por supuesto dey(k) estarán “fuera
de control” o en periodo de calentamiento. Una vez que el modelo ha alcanzado el estado estable, los datos
estarán “bajo control” y las reglas que propone para identificar en la tabla de control a los valores o datos que
se encuentran “fuera de control” son las siguientes:

Los datos de la serie violan los Lı́mites de Acción.

Dos valores consecutivos violan cualquiera de los ĺımites inferior o superior del intervalo de Adverten-
cia.

Valores frecuentes en relativa cercania violan los ĺımitesde Advertencia.

Hay excesivo zigzagueo en bastantes puntos cercanos a la media µ̂.

En nuestro caso, observamos de las simulaciones una sucesión de datos convergentes hacia el valor
esperado, por ello basándonos en las reglas anteriores y según las necesidades experimentales de nuestro
experimento de simulación, procedemos con la siguiente:

Definición 10 SeaSn una sucesíon de datos convergente haciaE(y) obtenidos por nuestra simulación, y
seanWL y AL sus intervalos de Advertencia y de Acción respectivamente, entonces si existe unúnico punto
en el camino que intersecte el lı́mite inferior deAL y a partir deél se cumplen las cuatro reglas de la tabla
de control, se denominará Punto de Friccióny se denotaŕa FP .
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Ahora bien, veamos el resultado (Figura 5.3) de aplicar todo el Proceso de Control Estadı́stico (SPC) a
los datos mostrados por la figura 5.2:
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Figura 5.3: Intervalo de confianza encontrado al aplicar el Proceso de Control Estadı́stico.

Podemos apreciar perfectamente que los datos de la serie cumplen con las reglas de la tabla de control y
ası́ nuestro programa puede encontrar el punto de fricción.
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5.5. Comparaciones con distintos valores del parámetro n para el modelo sin
memoria

Teniendo ya definidas todas las herramientas a utilizar, procedemos a describir ahora el comportamiento
de una secuencia de datos aportada por nuestra simulación, como el de la figura 4.5 (página 28).

Aplicamos a diversas simulaciones (las cuales se efectuaron con distintos valores del parámetron) las
técnicas antes descritas. La figura 5.4 muestra la comparación hecha a 11 simulaciones.
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Figura 5.4: Comparacion de convergencia en el modelo sin memoria variando el parámetron.

Los resultados de este experimento los podemos apreciar en la figura 5.5 y en la tabla 5.1.
Muy a menudo en la práctica se encuentra que existe una relación entre dos (o más) variables, y se desea

expresar esta relación en forma matemática determinando una ecuación que conecte las variables (en nuestro
caso, el valor del parámetron y el punto de fricciónFP ).

Generalmente, más de una curva de un tipo dado parece ajustar un conjunto de datos. Para evitar el juicio
individual en la construcción de curvas de aproximación, es necesario obtener una definición de la “recta de
mejor ajuste”.

Consideremos los datos(x1, y1), (x2, y2), . . . , (xn, yn) y una curva de ajusteC. Ası́, habrá una cierta
diferencia entre el valor dado(x1, y1) y el valor correspondiente en la curvaC. Denotemos esta diferencia
comod1. Análogamente para cada uno de los valores tendremos las diferenciasd2, d3, . . . , dn.

Una medida de la bondad del ajuste de la curvaC a los datos es la suma del cuadrado de esas diferencias
n
∑

i=1

d2

i . Si el resultado es pequeño el ajuste es bueno. Por lo tanto, requerimos de que dicho valor sea el

mı́nimo posible.
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Empleando lo anterior, lo que intentamos es obtener la recta de mı́nimos cuadrados que se aproxime a
nuestros datos.

En particular, la figura 5.5 es un diagrama de dispersión donde se relacionan los valores den con los de
sus respectivosFP .

De este diagrama es posible visualizar una curva que se aproxime a los datos. Dicha curva se llama curva
de ajuste (y se muestra en la figura 5.6).
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Figura 5.5: Puntos de fricción encontrados en los experimentos de simulación para el caso sin memoria.

Procesos participantes (n) Valor del punto de fricción

10 6362
100 3659
300 3685
500 5773
700 6552
1000 6938
1200 8764
1500 9808
1750 9801
1900 9886
2000 10784

Cuadro 5.1: Comparación de los valores den y sus respectivos puntos de fricción en el modelo sin memoria.
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Por lo tanto, de los datos de la tabla 5.1 y las fórmulas mencionadas en el apéndice A.9 podemos obtener
la pendientem y la ordenada al origenb de la recta de mı́nimos cuadrados que mejor se ajusta a nuestros
datos de la simulación para el modelo sin memoria:

y = 3.2x + 4255.9

Y con un coeficiente de correlación lineal de

r2
= 0.8583

Podemos observar la recta en la siguiente figura:
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Figura 5.6: Curva de ajuste lineal para los puntos de fricción en el modelo sin memoria.

Recordemos que el coeficiente de correlaciónr nos dice qué tan bien la recta de regresión de mı́nimos
cuadrados se ajusta a nuestros datos muestrales. Si la variación total se explica totalmente por la recta de
regresión, entoncesr2

= 1 ó r = ±1 significa que hay una correlación lineal perfecta (y en tal caso una
regresión lineal perfecta). De otro modo, si la variación total no se puede explicar entonces la variación
explicada (vease el apéndice A.9) es cero; y ası́r = 0. Esta cantidadr2 llamada algunas veces en la práctica
coeficiente de determinación, se encuentra entre 0 y 1; y nos dice cuantitativamente que tan bueno es el ajuste
de la curva a nuestros datos.
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5.6. Comparaciones con distintos valores del parámetro n para el modelo
con memoria

Nuevamente, teniendo ya definidas todas las herramientas a utilizar, describiremos ahora el comporta-
miento de las secuencias de datos como las aportadas en la simulación mostradas en las figuras 4.12 y 4.13
(página 34).
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Figura 5.7: Comparacion de convergencia en el modelo con memoria variando el parámetron.

Los resultados de este experimento los podemos apreciar en la figura 5.8 y en la tabla 5.2.
Realicemos el mismo análisis que hicimos al modelo sin memoria con estos datos. Encontremos si existe

una relación entre las dos variables (el valor del parámetron y el punto de fricciónFP ), y expresemos esta
relación en forma matemática determinando una ecuación lineal que las relacione.

Consideremos los datos(x1, y1), (x2, y2), . . . , (xn, yn) y una curva de ajusteC. Habrá una cierta dife-
rencia entre el valor dado(x1, y1) y el valor correspondiente en la curvaC. Denotemos esta diferencia como
d1. Análogamente para cada uno de los valores tendremos las diferenciasd2, d3, . . . , dn.

Una medida de la bondad del ajuste de la curvaC a los datos es la suma del cuadrado de esas diferencias
n
∑

i=1

d2

i . Si el resultado es pequeño el ajuste es bueno. Por lo tanto, requerimos que dicho valor sea el mı́nimo

posible.
De esta forma, evitamos el juicio individual en la construcción de curvas de aproximación.
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Otra vez, empleando todo lo anterior, lo que intentamos es obtener la recta de mı́nimos cuadrados que se
aproxime a nuestros datos.

En particular, la figura 5.8 es un diagrama de dispersión donde se relacionan los valores den con los de
sus respectivosFP .

De este diagrama es posible visualizar una curva que se aproxime a los datos. Dicha curva se llama curva
de ajuste (y se muestra en la figura 5.9).
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Figura 5.8: Puntos de fricción encontrados en los experimentos de simulación para el caso con memoria.
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La siguiente tabla, nos muestra los resultados experimentales obtenidos de la simulación. Como comen-
tario al margen, la duración de uso de CPU en este experimento fue de 12 hrs. 09 min. y 58 seg.

Procesos participantes (n) Valor del punto de fricción

10 5000
20 1178
80 3292
100 6385
150 1508
300 4807
400 6070
500 5520
600 905
700 5624
850 6303
1000 7704
1100 8342
1200 7383
1350 10292
1500 8472
1600 10837
1750 9554
1800 10253
1900 10654
1950 9368
2000 9859
2100 9862

Cuadro 5.2: Comparación de los valores den y sus respectivos puntos de fricción en el modelo con memoria.

52



Por lo tanto, de los datos de la tabla 5.2 y las fórmulas mencionadas en el apéndice A.9 podemos obtener
la pendientem y la ordenada al origenb de la recta de mı́nimos cuadrados que mejor se ajusta a nuestros
datos de la simulación para el modelo sin memoria:

y = 3.84x + 2996.5

Y con un coeficiente de correlación lineal de

r2
= 0.7517

Podemos observar la recta en la siguiente figura:

0 500 1000 1500 2000 2500
0

2000

4000

6000

8000

10000

12000

Parametro n

Va
lor

 pr
om

ed
io 

de
l p

un
to 

de
 fri

cc
ion

puntos de friccion
curva de ajuste lineal

Figura 5.9: Curva de ajuste lineal para los puntos de fricción en el modelo con memoria.

Recapitulando lo dicho en la sección 5.5, el coeficiente de correlaciónr nos dice qué tan bien la recta de
regresión de mı́nimos cuadrados se ajusta a nuestros datos muestrales.

Si la variación total se explica totalmente por la recta de regresión, entoncesr2
= 1 ó r = ±1 signi-

fica que hay una correlación lineal perfecta (y en tal caso una regresión lineal perfecta). De otro modo, si
la variación total no se puede explicar entonces la variación explicada (vease el apéndice A.9) es cero; y
ası́r = 0.

Esta cantidadr2 llamada algunas veces en la práctica coeficiente de determinación, se encuentra entre 0
y 1; y nos dice de manera cuantitativa que tan bueno es el ajuste de la curva a nuestros datos.

Notemos el valor de nuestro coeficiente de correlación es algo menor que en el caso sin memoria. Por
lo tanto, una conclusión a extraerse es que existe una menor correlación lineal entre los datos; sin embargo
sigue siendo considerablemente de ajuste lineal.
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Caṕıtulo 6

Conclusiones y trabajo futuro

En este trabajo pudimos estudiar los sistemas distribuidosde consenso continuo desde la perspectiva de
su inestabilidad; es decir, de la cantidad de cambios de decisión a lo largo de su ejecución. Comenzamos
haciendo una introducción al problema clásico del consenso en los sistemas distribuidos de cómputo. Poste-
riormente, vimos con un poco de más formalidad los requerimientos que debe cumplir cualquier algoritmo
de consenso; haciendo énfasis en lo que consiste el problema del consenso continuo o de larga vida. De igual
manera, abordamos una reseña cronológica de los trabajosprevios y resultados obtenidos en el área.

En la parte inicial del documento, dimos las definiciones necesarias para manejar los sistemas de consenso
de larga vida y mostramos los resultados de inestabilidad cuando hacemos uso de entradas geodésicas.

Post hoc, estudiamos la parte medular que sirve como sustento de las simulaciones desarrolladas, es decir
la modificación de los modelos a una representación por hipercubo y la definición de inestabilidad promedio.
Presentando además, la inestabilidad que en este nuevo modelo tienen los sistemas tanto con memoria como
sin memoria. Hecho esto, procedimos a explicar los experimentos de simulación resaltando las predicciones
dadas por los investigadores en la convergencia de la inestabilidad hacia un valor esperado.

Podemos mencionar, que durante el desarrollo de este trabajo se participó en dos congresos: en el primero,
con un artı́culo donde se mencionan los primeros avances de esta tesis, como son, el cambio en el modelo de
entradas geodésicas al modelo de hipercubo y las simulaciones computacionales de los sistemas con memoria
y sin memoria; en el segundo, con la presentación de un fast abstract mencionando las aportaciones realizadas
por los experimentos, id est, los resultados de obtener una ecuación matemática que relacione el valor de los
parámetros de entrada con la velocidad de convergencia de los modelos.

Es precisamente esto último la principal aportación de latesis: presentar un estudio de la velocidad de
convergencia utilizando técnicas estadı́sticas de simulaciones y modelado computacional. Debido a que las
salidas de nuestros experimentos son aportadas por variables aleatorias, entonces el concepto de rapidez,
velocidad u orden de convergencia toma un sentido completamente diferente a los que tomarı́a en sucesiones
anaĺıticas. Por lo tanto, fue de utilidad la aplicación delos conceptos de alcance del estado estable, periodo
de calentamiento y punto de fricción.

Para responder a la pregunta original de qué tan rápido converge un modelo de consenso de larga vida
cuando el valor en su parámetron cambia, basta con mostrar que la mejor curva de ajuste obtenida por los
experimentos en ambos modelos, muestra una relación directamente proporcional (aunque de cierto modo
con mayor ajuste lineal en el caso sin memoria que en el caso con memoria).

Ası́ pues, a prima facie uno puede concluir (con los datos obtenidos de la simulación y por el coeficiente
de determinación menor enD1 que enD0) que existe menos correlación lineal para el caso de sistemas con
memoria.
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Existen diversas ĺıneas de investigación asociadas con estos modelos; por ejemplo, el modelo de consenso
continuo multivaluado [5]; en este caso las entradas no est´an restringidas a valores binarios sino que entre los
requerimientos de validez está que la decisión puede encontrarse entre los valores de dos procesos correctos.
Por eso mismo se estudian dos tipos de sistemas: los sistemasde valor exacto (EV ), donde el valor de
decisión es el valor de un proceso correcto; y los sistemas de rango de valores (RV ), donde el valor de
decisión del sistema está en el rango de valores que aportan procesos correctos [3].

Otra ĺınea de investigación muy interesante relacionadaa los sistemas de consenso de larga vida, son
aquellas donde la elección en particular del vértice inicial y en general de los vértices de un camino aleatorio
en el hipercubo sean de acuerdo a alguna distribución probabiĺıstica distinta de la distribución uniforme [4]
(como la que se ha tratado en este trabajo y en los artı́culos previos).

¿Qué pasarı́a si cambiamos la elección de los vértices mediante alguna función de distribución no uni-
forme? Uno esperaria que se modificara el valor de convergencia y de igual manera su alcance del estado
estable, pero ¿De qué manera?

Los caminos aleatorios por el hipercubo estan asociados conlos estadosEk del modelo de urnas de
Ehrenfest. La probabilidad con la cual se tendrá el siguiente estado depende unicamente del estado del sistema
en ese momento; lo cual nos conduce a la idea del modelo de cadenas de Markov. Este es un modelo ergódico
y en el artı́culo [4] se deja abierta la pregunta de ¿Cómo se comportarı́a el modelo si no lo fuera? ¿Habrı́a
estados inalcanzables por un camino aleatorio? ¿Se crearı́a una partición en los estados de la cadena? Y de
ser ası́ ¿El consenso se resolverı́a unicamente en alguna deesas particiones?

Uno de los comentarios hechos por mi asesor el Dr. Sergio Rajsbaum, es que los experimentos de simu-
lación se realizan a fin de obtener información adicional que no te da originalmente una ecuación. Ası́ que
por esa ĺınea también hay mucho que explotar.

En el Instituto de Astronomı́a de la UNAM, bajo la supervisi´on del Dr. Raúl Michel, pude constatar
que áreas aparentemente tan distantes como lo son computación y astronomı́a, no lo son tanto. Los clusters
computacionales sirven para llevar a cabo simulaciones sobre modelos fı́sicos que requieren grandes cálculos
numéricos. Por eso mismo, dentro de la rama de las simulaciones, y recordando que muchos de estos expe-
rimentos requerı́an de algunas horas de tiempo de CPU para llevar a cabo su tarea, surge la idea natural de
poder paralelizar la ejecución de los programas y ası́ ver la posibilidad de ahorrar tiempo y aprovechar los
recursos de supercómputo haciendo las simulaciones en algún cluster.

Teniendo en cuenta la idea de paralelización, el Dr. Micho Durdevich propone modificar el modelamiento
de procesos a fin de utilizar algoritmos cuánticos y ver (de manera teórica) como se comportarı́an si fuesen
sistemas dinámicos con base en la lógica cuántica.

Esto se modificarı́a a fin de emular una computadora cuánticaformada por tres eventos [40]: Primero
prepararN qubits en un estado inicial determinado; segundo aplicar una transformación unitariaU a losN

qubits, la cual es el producto de compuertas cuánticas convencionales; y tercero, medir el valor de los qubits
colapsándolos en los estados{0, 1}.

En computación cuántica un algoritmo siempre es probabilı́stico, de hecho el resultado siempre es una
distribución de probabilidades de los diferentes resultados. El colapso de resultados en el tercer evento, no es
más que escoger o hacer lectura de los resultados más posibles [39].

Recordemos que una simulación es un experimento de muestreo estadı́stico basado en computadora [32].
Por ello, si los resultados de un estudio de simulación tienen algún significado, apropiadas técnicas de es-
tadı́stica pueden ser usadas para analizar los experimentos [6]. Ası́ pues y a guisa de comicidad diremos que
ningún experimento es un completo fracaso, siempre puede servir de mal ejemplo.
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También existen muchas aplicaciónes prácticas del consenso de larga vida, dando con esto la posibilidad
de que aparezcan más ramas de investigación en los sistemas distribuidos y los algoritmos de consenso.

Por ejemplo: en los dispositivos que determinan si una compuerta se abre o se cierra, la energı́a es pro-
porcional al número de transiciones entre encendido y apagado de su motor, por ello, un adecuado uso del
consenso de larga vida, darı́a el posible alargamiento del tiempo de vida útil del dispositivo. Imaginemos
también un conjunto de sensores replicados los cuales deben decidir si un avión autodirigido debe realizar
algún cambio en su altitud; lo cual conlleva a que es preferible que realice el menor número de cambios en
la altura durante su trayecto.

Estas son algunas ideas planteadas sobre posibles trabajosfuturos, con la finalidad de que surja una
representación nueva, útil y válida sobre los modelos distribuidos de consenso; y que den la pauta para
obtener algún conocimiento nuevo.

Pero como toda idea, debe de pasar por un riguroso escrutinioe intenso trabajo de investigación a fin de
que se puedan convertir en herramientas escenciales para elmanejo y comprensión de la teorı́a de cómputo.
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Capı́tulo 7

Ejercicios propuestos

Para reforzar al lector en los temas tratados, propongo una serie de ejercicios. Esperando sean de ayuda
en la comprensión de los conceptos.

7.1. Para el caṕıtulo 1

1. Para construir un sistema distribuido robusto, es necesario saber qué clases de fallos pueden
ocurrir. Mencione tres tipos posibles de fallos en un sistema distribuido.

2. Considere un sistema distribuido y dos de sus procesos, digamos p1 y p2. Determine si p1

puede distinguir entre las siguientes situaciones:

p2 deja de operar.

El canal de comunicación entre p1 y p2 deja de operar.

p2 está sobrecargado y su tiempo de respuesta es 100 veces mayor que lo normal.

3. ¿Es siempre crucial saber si el mensaje que envia un proceso llega a su destino en forma
segura?
Si tu respuesta es “Sı́”, explica ¿Porqué? si tu respuesta es “No”, da un ejemplo apropiado.

4. Leslie Lamport presentó su algoritmo de Paxos (Παχoσ), y argumentó que este garantiza-
ba la tolerancia a fallas de cualquier número de procesos participantes en el sistema y la
continuación de sus tareas cuando más de la mitad de ellos estén trabajando de manera
apropiada otra vez. En términos de la robustez ¿Qué implicarı́a para una base de datos dis-
tribuida aplicar el algoritmo de Paxos?
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5. Decimos que el sistema distribuido es sı́ncrono si cada ejecución consiste en una secuencia
de rondas; las cuales son identificadas por enteros consecutivos: 1, 2, . . . etc. Para los pro-
cesos, el número de la ronda actual aparece en la variable global r. Una ronda es hecha por
las tres consecutivas fases:

Envio.- Fase en la cual cada proceso manda mensajes a todos los demás.

Recepción.- Fase en la que los procesos reciben mensajes. La propiedad fundamental
del modelo sı́ncrono es que un mensaje enviado por el proceso pi al proceso pj en la
ronda r, es recibido por pj en la misma ronda r.

Cómputo.- Durante esta fase, cada proceso realiza cálculos o procesa los datos que
trajeron los mensajes recibidos durante esa misma ronda.

Suponemos también que el sistema de comunicación subyacente es libre de fallas; es decir,
que no hay creación, alteración, pérdida o duplicado de mensajes. Suponemos que el mode-
lo es sı́ncrono, todos a todos, con comunicación confiable y donde a lo más t procesadores
pueden fallar (t < n). Las entradas válidas para los vectores de almacenamiento son única-
mente 0 y 1.
Entonces, dado el siguiente protocolo:

Function Decide()

(1) val ← input

(2) send val to all

(3) wait until at least (n− t) messages have been received

(4) let v[j] be the val recived from process j else ⊥

(5) return h(v) = largest value in v[. . .]

Defina un conjunto de entrada C tan grande como sea posible para el cual el protocolo
es correcto.

Muestre que el protocolo cumple con los tres requerimientos esenciales para este C

propuesto.

¿Se requiere asumir que t < n
2
?

Defina otra función h’ diferente y repita lo anterior.
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6. El siguiente algoritmo (vea [1]) permite el consenso entre procesos de los cuales a lo más
un cuarto del total de ellos presentan un comportamiento arbitrario (bizantino):

Function Consensus()

(1) Vi ← vi

(2) When r = 1, 3, . . . , 2t− 1, 2t + 1 do

(3) begin round

(4) for each j

(5) send(Vi) to pj;

(6) end for

(7) let reci the bag of values received during r;

(8) most freqi ← most frequent value in reci;

(9) occ nbi ← occurrence number of most freqi;

(10) end round

(11) When r = 2, 4, . . . , 2t, 2t + 2 do

(12) begin round

(13) if (i = r/2) then

(14) for each j

(15) send (most freqi) to pj;

(16) end for

(17) end if

(18) if (v received from pr/2) then

(19) cord vali ← v;

(20) else

(21) cord vali ← vi;

(22) end if

(23) if occ nbi > n/2 + t then

(24) Vi ← most freqi;

(25) else

(26) Vi ← cord vali;

(27) end if

(28) end round

(29) return(Vi);

Muestre que cumple con los tres requerimientos (Acuerdo, Terminación y Validez) de un
buen algoritmo de consenso.
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7.2. Para el caṕıtulo 2

1. Basado en la demostración del lema 1 (página 11), ¿Qué se necesita para que la inestabili-
dad del sistema BP sea a lo más 3?

2. Escribe la secuencia geodésica de entrada con sus respectivos valores de decisión, para un
sistema BP con n = 2t + 1 procesadores, donde el parámetro de tolerancia a fallos t ≥ 3.
Verifica la inestabilidad(BP).

3. Si permitieramos que las entradas en los vectores de tu ejemplo anterior cambiaran a lo más
dos veces en lugar de una; ¿Es posible construir una secuencia que genere
inestabilidad(BP)= 4t + 2?
Si tu respuesta es “Sı́”, explica qué condición fue necesaria; si tu respuesta es “No”, explica
¿Porqué?

7.3. Para el caṕıtulo 3

1. Demuestre que la ecuación 4.1 (página 24) se obtiene a partir del teorema 2 (página 19).

2. Demuestre que la ecuación 4.2 (página 30) se obtiene a partir del teorema 3 (página 19).

7.4. Para el caṕıtulo 4

1. Calcule el valor al cuál converge la inestabilidad promedio de un sistema distribuido de con-
senso de larga vida, con 100 procesadores participantes y que tolere que a lo más, la mitad
de ellos fallen:

Guardando memoria del valor de decisión en ejecuciones anteriores.

Sin importar lo que hayan decidido en ejecuciones anteriores.

7.5. Para el caṕıtulo 5

1. En el método de Welch (sección 5.3) muestre que para Ȳi =

m
∑

j=1

Yji

m
para i = 1, 2, . . . , l tene-

mos que E(Ȳi) = E(Yi) y que V ar(Ȳi) = V ar(Yi)/m
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Apéndice A

Conceptos de probabilidad y estad́ıstica

Como apoyo a los temas tratados en esta tesis, añadimos varios conceptos fundamentales en el manejo
de la Probabilidad y la Estadı́stica. Para un manejo más detallado y amplio de estos conceptos, recomiendo
al lector el libro de V. S. Koroliuk [6] el cual es la base de este apéndice.

A.1. Álgebra de sucesos

Consideremos un conjuntoM de los sucesos que pueden observarse en cierto experimento estocástico.
Podemos determinar algunas operaciones que se realizan con tales sucesos. Pero antes destaquemos dos
sucesos especiales: elsuceso ciertoU el cual es aquel que aparece en cada realización del experimento; y el
suceso imposibleV el cual no puede ocurrir nunca, cualquiera que sea la realización del experimento.

Con todo sucesoA de M asociamos elsuceso opuestoA, el cual consiste en que el sucesoA no ha
ocurrido. Un suceso que está formado por la situación de que al menos uno de dos sucesosA oB se produzca,
se denominaunión o sumade los sucesosA y B; y se denota(A ∪ B) o (A + B). Un suceso consistente
en queA y B tienen lugar simultaneamente se denominainterseccíon o productode los sucesosA y B; y se
denota(A ∩ B) o (A · B).

Dos sucesosA y B son incompatibles si(A ∪ B) es un suceso imposible. El sucesoA · B se denomina
diferencia de sucesosy se designa(A − B).

Los sucesosE1, E2, . . . , En forman ungrupo completo de sucesossi son incompatibles dos a dos; y
ademásE1 ∪ E2 ∪ . . . ∪ En = U . En otras palabras, de todos estos sucesos ocurre por lo menos uno.

Ahora bien, un conjunto no vacioM de sucesos que satisface las condiciones:

Si A ∈ M entoncesA ∈ M ;

Si A, B ∈ M entonces(A ∪ B) ∈ M

Se le llamáalgebra de sucesos.

Suele decirse que el sucesoA origina la aparición del sucesoB (se escribeA ⊃ B), si el sucesoB ocurre
siempre que apareceA. El sucesoE se llama elemental, si para todo sucesoA del experimento aleatorio,
tenemos queE provoca o bien aA o bien aA. Un experimento aleatorio se denominafinito si se tiene un
grupo completo de sucesos elementales.

En teorı́a de probabilidades se consideran sólo aquellos experimentos aleatorios en los cuales cualquier
suceso representa una suma de todos los sucesos elementales que conducen a la aparición del suceso men-
cionado. Tal experimento aleatorio se describe por el conjunto de sucesos elementalesΩ y por cierta clase
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de sus subconjuntosCl, llamados sucesos que pueden ocurrir en el experimento. Esta clase de subconjuntos
debe satisfacer las siguientes condiciones:

1. Ωi ∈ Cl (Ωi es un suceso cierto que ocurre al transcurrir cualquier suceso elemental).

2. Cl contiene el subconjunto vacio∅ que se interpreta como un suceso imposible.

3. SiA ∈ Cl entonces(Ωi − A) también está enCl. (Ωi − A es el suceso opuesto aA).

4. SiA,B ∈ Cl entonces(A ∪ B) y (A ∩ B) también pertenecen aCl.

La clase de subconjuntosCl que satisface las condiciones1-4 se denomináalgebra de conjuntos.
En caso de queΩ sea finitoCl coincide con la clase de todos los subconjuntos deΩ.
Como ejemplo, veamos una prueba en la cual se mide cierta magnitud ξ. Como sucesos elementales puede

considerarse aquı́ los datos de valor fijo obtenidos. Resulta natural por eso identificar el conjunto de sucesos
elementales con un conjunto de puntos en la recta. A priori sabemos queξ sólo puede tomar valores de cierto
conjuntoM , el cual consideramos como el conjunto de sucesos elementales. Y es natural la posibilidad de
observar los sucesos{a ≤ ξ < b} dondea, b son número arbitrarios ya < b. Cualesquiera sumas finitas de
tales semiintervalos pueden considerarse como álgebras de sucesos ligados con el experimento.

A.2. Espacios probabiĺısticos

En aquellos experimentos aleatorios en los cuales el álgebra de sucesos contiene un número infinito de
sucesos, hemos de considerar sucesiones infinitas de sucesos como las operaciones que se realizan con ellas.
Las operaciones más sencillas son la unión y la intersección de una sucesión infinita de sucesos. Si el álgebra
de sucesos es tal que, con cada sucesión infinita de los sucesos Ak (conk = 1, 2, . . .), contiene tanto a los
sucesos

⋂

k Ak como a los sucesos
⋃

k Ak, entonces esta álgebra se llamaσ-álgebra.

El suceso
⋂

k Ak consiste en que todos los sucesosAk ocurren simultaneamente; el suceso
⋃

k Ak con-
siste en que de la sucesión se realiza por lo menos uno de los sucesosAk.

La sucesión se denomina monótona decreciente siAk ⊃ Ak+1 y monótona creciente siAk ⊂ Ak+1.
El suceso

⋂

k Ak se denomina ĺımite de la sucesión decreciente; mientras que el suceso
⋃

k Ak se de-
nomina ĺımite de la sucesión creciente. El ĺımite de la sucesión monótona (creciente o decreciente)Ak se
denotaĺım Ak.

Un álgebra de sucesosM seráσ-álgebra si a la par con toda sucesión monótona también contiene el
ĺımite de esta.

Se denominaespacio probabilı́stico (o campo de probabilidades) a la totalidad de tres objetos: primero,
un conjunto de sucesos elementalesΩ; segundo, laσ-álgebraU de subconjuntos deΩ; y tercero, la probabi-
lidad P (A) definida para cada elementoA ∈ U para la cualP (Ω) = 1.

El espacio probabiĺıstico se denota por los objetos citados: {Ω,U , P}.

Llamaremosmedidade laσ-álgebra a una función no negativa del conjuntoP (A) tal que para la cual

P

(

⋃

k

Ak

)

=

∑

P (Ak)

cualesquiera que sea la sucesión de los conjuntosAk deU , disjuntos dos a dos.
Si P (Ω) = 1, la medida se llamanormada.
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Daremos el nombre deespacio mediblea un par de objetos: un conjuntoΩ y unaσ-álgebraU de sub-
conjuntos deΩ. Y la denotaremos{Ω,U}. Ası́ pues elespacio probabilı́stico es unespacio medible, el cual
dispone de unamedida normada.

A.3. La esperanza mateḿatica

Supongamos que realizamos un experimento aleatorio y observamos una magnitudξ que puede tomar
un número finito de valoresa1, a2, . . . , aN con las probabilidades correspondientesp1, p2, . . . , pN . Sean
x1, x2, . . . , xn las observaciones de la magnitud enn realizaciones sucesivas del experimento, por lo tanto,
el valor medio de las observaciones es:

1

n
(x1 + x2 + . . . + xn) =

n
∑

k=1

akpk

La cual se denominamedia probabiĺıstica, valor esperadoo simplementeesperanza.
Si ξ es una magnitud discreta arbitraria que toma los valoresak = 1, 2, . . . con probabilidadespk respec-

tivas, entonces la expresión

Mξ =

∞
∑

k=1

akpk

recibe el nombre deesperanza mateḿatica de dicha magnitud; siempre que la sumatoria converja.
A continuación damos algunas propiedades de la esperanza matemática de una magnitud discretaξ:

Si existeMξ1 y Mξ2, entonces existiráM(ξ1 + ξ2) = Mξ1 + Mξ2.

Para cualquierc, siempre queMξ exista, tenemos queM(cξ) = cM(ξ).

Si P(ξ1) = P(ξ2) = 1 entoncesMξ1 = Mξ2.

Mξ ≥ 0 si ξ ≥ 0 y Mξ existe.

Si P(ξ = c) = 1 entoncesMξ = c.

A.4. Probabilidad condicional

La probabilidad condicional de que ocurra un sucesoA con respecto a un suceso dadoB (denotada
P(A | B)), para el cualP(B) > 0 se define como:

P(A | B) =
P(A ∩ B)

P(B)

De aquı́ se deduce la fórmula de multiplicación de las probabilidades:

P(A ∩ B) = P(A | B) · P(B) = P(B | A) · P(A)

y la expresiónP(A | B) en términos deP(B | A):

P(A | B) =
P(B | A) · P(A)

P(B)

Proporcionamos además, la fórmula general de multiplicación de las probabilidades:

P(∩n
k=1

Ak) = P(A1) · P(A2 | A1) · · · P(An | ∩n−1

k=1
Ak)
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SeanE1, E2, . . . , En un grupo completo de sucesos; entonces para todo sucesoA

P(A) =

n
∑

k=1

P(A | Ek) · P(Ek)

La fórmula de Bayes proporciona la expresión para las probabilidades condicionales de uno de los sucesos
Ek a condición de queA ya tuvo lugar:

P(Ek | A) =
P(A | Ek) · P(Ek)

∑n
i=1

P(A | Ei) · P(Ei)

Esta fórmula se llama también fórmula para la probabilidad de la hipótesis después de la prueba.

A.5. Cadenas de Markov

Este concepto, introducido por el matemático ruso Andrei Markov [18] en un artı́culo publicado en 1907,
presenta una forma de dependencia útil entre variables aleatorias.

Sea{Ω,F , P} un espacio probabiĺıstico. La aplicación medibley : {Ω,F} → {X,B} donde {X,B}

es cierto espacio medible, se llama elemento aleatorio en{X,B}.
La sucesión{yn, n = 0, 1, 2, . . .} de elementos aleatorios en el espacio medible{X,B} se denomina

Cadena de Markov, si para cualesquieray ∈ B y n = 0, 1, 2, . . . se verifica con probabilidad1

P(yn | y0, y1, . . . , yn−1) = P(yn | yn−1)

El espacio{X,B} se denominaespacio f́asicode la cadena.
Toda sucesión de elementos (aleatorios o no aleatorios){yn, n = 0, 1, 2, . . .} del espacio{X,B} puede

considerarse como el movimiento de cierto sistema (de un punto o de una partı́cula) en el espacio fásico:
del estado inicialy0, el sistema pasa al estadoy1 en el momento de tiempo1, luego pasa al estadoy2 en el
momento de tiempo2, etc. De este modo el concepto de cadena de Markov destaca en la clase de sistemas
llamadossistemas sin efecto residual. Para el caso determinista son aquellos sistemas en los cuales el estado
en el momento de tiempon se determina unı́vocamente por el estado de dicho sistema en el momento de
tiempo(n − 1), independientemente del comportamiento en el movimiento hasta ese momento.

A diferencia de los sistemas deterministas, los sistemas estocásticos sin efecto residual poseen la propie-
dad de que por el estado del sistema en el momento de tiempo(n − 1) se determina sólo la probabilidad con
la cual el sistema se encuentra en este momento de tiempo en uno u otro conjunto de estados.

A.6. Criterios para distinguir cadenas de Markov

Sea una sucesión{yn, n = 0, 1, 2, . . .} de elementos aleatorios en el espacio medible{X,B} (El espacio
probabiĺıstico{Ω,F , P} se concidera fijado). Designemos medianteFn la σ-álgebra mı́nima de sucesos,
respecto a la cual son medibles los elementos aleatoriosy1, y2, . . . , yn y medianteFn la σ-álgebra mı́nima
de sucesos, respecto a la cual son medibles los elementos aleatoriosyn, yn+1, . . . En otras palabras,Fn la
σ-álgebra de todos los sucesos relacionados con la evolución de la sucesión hasta el momenton inclusive;
en tanto queFn la σ-álgebra de todos los sucesos relacionados con la evolución de la sucesión después del
momenton, incluyendo el propio momenton.

La σ-álgebraFn se genera por los sucesos del tipo{yk ∈ Γ} para todok = 0, 1, 2, . . . , n,Γ ∈ B.
Análogamente, laσ-álgebraFn se genera por los sucesos del tipo{yk ∈ Γ} cuandok ≥ n,Γ ∈ B.
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La definición de la cadena de Markov significa, de este modo, que para todos losn = 0, 1, 2, . . . y Γ ∈ B

con probabilidad1 tenemos
P(yn+1 ∈ Γ | Fn) = P(yn+1 ∈ Γ | yn)

Ası́ pues, teniendo una sucesión de elementos aleatorios{yn, n = 0, 1, 2, . . .} en el espacio medible
{X,B}, las siguientes afirmaciones son equivalentes:

La sucesión{yn, n = 0, 1, 2, . . .} es una cadena de Markov.

Para cualesquieran = 0, 1, 2, . . .; m = 1, 2, . . .; Γ ∈ B con probabilidad1 tenemos

P(yn+m ∈ Γ | Fn) = P(yn+m ∈ Γ | yn)

Para cualquieraA ∈ Fn−1, B ∈ Fn+1 (n = 1, 2, . . .) con probabilidad1, tenemos

P(A ∩ B | yn) = P(A | yn) · P(B | yn)

Para toda magnitud aleatoria acotadaFn+1−medibleη con probabilidad1, tenemos

M(η | Fn) = M(η | yn)

Si convenimos en considerar el momento de tiempon “presente”, entoncesFn−1 será el “pasado”, mien-
tras queFn+1 será el “futuro”. La tercer afirmación dice que para la cadena de Markov con “el presente”
conocido, “el pasado” y “el futuro” son condicionalmente independientes.

A.7. Teorema del ĺımite central

El teorema del ĺımite central establece los fundamentos para estimar parámetros poblacionales y prue-
bas de hipótesis [31]. Debemos tener en cuenta el hecho de que el teorema del ĺımite central implica dos
distribuciones diferentes: la distribución de la población original y la distribución de las medias de muestra.
Tengamos en cuenta que:

Unavariable aleatoriaes una variable que tiene un sólo valor numérico determinado por el azar, para
cada ejecución de la simulación.

Una distribución de probabilidad es una fórmula que da la probabilidad para cada valor que puede
aportar una variable aleatoria.

La distribución muestral de la media es la distribución de probabilidad de medias de muestra donde
todas y cada una de las muestras tienen el mismo tamaño.

Consideremos un ejemplo de ilustración muy sencillo: sea la población de los diez dı́gitos 0, 1, 2, 3, 4, 5,
6, 7, 8, 9 los cuales se seleccionan con reemplazo.

1. Variable aleatoria:si realizamos ensayos que consisten en la selección aleatoria de un solo dı́gito
y representamos conx el valor en cada ensayo del dı́gito seleccionado, entoncesx es una variable
aleatoria (su valor depende del azar).

2. Distribución de probabilidad:si los dı́gitos se seleccionan aleatoriamente, la probabilidad de cada dı́gi-
to es1/10 que puede expresarse con la fórmulaP (x) =

1

10
. Esta es una distribución de probabilidad,

ya que describe la posibilidad de selección de cada valor de la variable aleatoriax.
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3. Distribución muestral:supongamos que seleccionamos aleatoriamente distintas muestras posibles de
tamañon = 4 (Recuerde que es muestreo con reemplazo). En cada muestrai calculemos la media
de muestrāxi (que también es una variable aleatoria). La distribución de probabilidad de las medias
muestrales es una distribución muestral.

El tercer inciso del ejemplo ilustra una distribución muestral especı́fica de medias de muestra. Cuando el
tamaño de la muestra aumenta, las medias de muestra correspondientes tienden a variar menos. ElTeorema
del Ĺımite Centralnos dice que si el tamaño de la muestra es lo suficientemente grande, la distribución de
medias de muestra se aproxima a una distribución normal. Es curioso pues esto ocurre aun si la población
original no se distribuye normalmente. Para una prueba formal remito al lector a la siguiente referencia [36].

1. Tenemos que:

a) La variable aleatoriax tiene una distribución (que puede ser normal o no) con mediaµ y desvia-
ción estándarσ.

b) Todas las muestras aleatorias del mismo tamañon se seleccionan de la población original.

2. Concluimos que:

a) La distribución de medias de muestrax̄ se aproxima a una distribución normal conforme el ta-
maño de la muestra aumente.

b) La media de todas las medias de muestra es la media poblacionalµ.

c) La desviación estándar de todas las medias de muestra esσ
√

n
.

3. Tenemos las siguientes reglas prácticas de uso común:

a) Si la población original no se distribuye normalmente, la siguiente es una guia común: para
muestras de tamañon mayores a 30, la distribución de las medias de muestra puede aproximarse
razonablemente bien a una distribución normal. La aproximación mejora conforme el tamaño de
muestran se incrementa.

b) Si la población original se distribuye normalmente, entonces las medias de muestra se distribuiran
normalmente para cualquier tamaño de muestran (no sólo los mayores a 30).

El Teorema del Ĺımite Centralimplica dos distribuciones diferentes: la distribución de la población ori-
ginal y la distribución de las medias de muestra. Utilizamos los sı́mbolosµ y σ para denotar la media y
la desviación estándar de la población original. A continuación daremos las notaciones para la media y la
desviación estándar de la distribución de medias de muestra.

Si tenemos una población con mediaµ y desviación estándarσ, y seleccionamos todas las muestras
aleatorias de tamañon, entonces la media de las medias de muestra se denota conµx̄ de modo que:

µx̄ = µ

También la desviación estándar de las medias de muestra se denota conσx̄ de tal manera que:

σx̄ =
σ
√

n

σx̄ suele denominarse el error estándar de la media.
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A.8. Intervalos de confianza

A continuación describiremos el procedimiento estadı́stico estandar para dada una proporción de muestra,
estimar el valor de la proporción poblacional (tal y como es mostrada en [31]).

Un estimado puntual es un valor o punto que se utiliza para aproximar un parámetro poblacional.
Llamemosp a la proporción de la población.̂p =

x
n

es la proporción muestral dex éxitos en una muestra
de tamañon. Y q̂ = 1 − p̂ es la proporción muestral de fracaso en una muestra de tamañon.

Ahora bien, la proporción muestral̂p es el mejor estimado puntual en la proporción poblacionalp. Ya
que no está sesgado y porque es el más consistente de los estimadores que puede usarse. No está sesgado en
el sentido de que la distribución de las proporciones muestrales tiende al centro para el valor dep; esto es, en
las proporciones muestralesp̂ no tiende sistemáticamente a subestimar ni a sobreestimarp.

La proporción muestral̂p es el estimador más consistente en el sentido de que su desviación estándar
tiende a ser menor que la desviación estándar de cualquier otro estimador sin sesgo.

Aunquep̂ es nuestro mejor estimado puntual de la proporción poblacionalp, no tenemos indicación preci-
sa de qué tan bueno es nuestro mejor estimado. Un estimado puntual tiene el grave defecto de no revelar nada
acerca de qué tan bueno es, los estadı́sticos diseñaron ingeniosamente otro tipo de estimado. Este estimado
se llamaIntervalo de Confianzay consiste en un rango de valores en lugar de un solo valor.

Dicho de otro modo, unIntervalo de Confianzaes una gama o intervalo de valores que se usan para
estimar el valor real de un parámetro de la población. Ası́, un intervalo de confianza se asocia con un nivel
de confianza (por ejemplo 95 %). El nivel de confianza nos da la tasa de sucesos del procedimiento.

El nivel de confianza suele expresarse como la probabilidad o área1−α. El valor deα es el complemento
del nivel de confianza. Para un nivel de confianza del 95 % (o 0.95),α = 0.05

El Nivel de Confianzaes la probabilidad1 − α, que es la proporción de veces que el intervalo de con-
fianza realmente contiene el parámetro de población, suponiendo que el proceso de estimación se repite un
gran número de veces. El nivel de confianza también se conoce comoGrado de Confianzao Coeficiente de
confianza.

A.9. Regresíon lineal

Basados en la referencia [36], veamos los conceptos de curva de ajuste, regresión lineal y correlación.
Cuando en un experimento encontramos una relación entre variables, tratamos de expresar esa relación

en forma matemática determinando una ecuación que conecte a esas variables.
Un primer paso es la colección de datos indicando los valores correspondientes a las variables. Por ejem-

plo, six y y denotan la estatura y peso de un adulto; entonces una muestra den individuos resultarı́a en las
estaturasx1, x2, . . . , xn y los pesos correspondientesy1, y2, . . . , yn.

El paso siguiente es dibujar los puntos(x1, y1), (x2, y2), . . . , (xn, yn) en un sistema de coordenadas
rectangulares. El conjunto resultante de puntos se llamadiagrama de dispersión.

Del diagrama de dispersión es posible frecuentemente visualizar una curva que se aproxime a los datos.
Puede ser que los datos se aproximen bien a una recta y en este caso decimos que existe una relación lineal
entre las variables. Sin embargo, existen casos donde existe una relación entre las variables de forma que se
aproximan a una curva no recta, por eso la llamamos relación no lineal.

El problema general de hallar ecuaciones de curvas de aproximación que se ajusten a conjuntos de datos
se denomina curva de ajuste. En la práctica el tipo de ecuación se sugiere frecuentemente del diagrama de
dispersión. Ası́ pues, en el caso en que los datos se ajustan bien a una recta podrı́amos utilizar la ecuación

y = a + bx
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Uno de los propósitos principales de la curva de ajuste es estimar la variable dependiente a partir de la
variable independiente. El proceso de estimación se conoce comoregresíon.

Generalmente, más de una curva de un tipo dado parece ajustar un conjunto de datos. Para evitar el juicio
individual en la construcción de rectas o curvas de aproximación, es necesario obtener una definición de “la
mejor recta de ajuste”.

Para motivar una definición considere los puntos de datos(x1, y1), (x2, y2), . . . , (xn, yn) y una curva de
ajusteC. Ası́, habrá una cierta diferencia entre el valor dado(x1, y1) y el valor correspondiente en la curvaC.
Denotemos esta diferencia comod1; al que llamaremosdesviacíon o error y notemos que puede ser positivo,
negativo o cero. Análogamente para cada uno de los valores tendremos las diferenciasd2, d3, . . . , dn.

Una medida de la “bondad del ajuste” de la curvaC a los datos es la cantidadd2

1
+ d2

2
+ . . . + d2

n. Si la
suma es pequeña entonces el ajuste es bueno. Si es grande el ajuste es malo.

Por lo tanto tomamos la siguiente definición:

La mejor curva de ajuste es la que de todas las curvas de aproximación de un conjunto de puntos de datos,
tenga la propiedad de qued2

1
+ d2

2
+ . . . + d2

n es mı́nimo.

Una curva con esta propiedad se dice que se ajusta a los datos en el sentido de mı́nimos cuadrados y se
llama curva de regresión de mı́nimos cuadrados.

Empleando esta definición es posible demostrar que la recta de mı́nimos cuadrados tiene la ecuación de
rectay = a + bx donde las constantesa y b se determinan solucionando simultaneamente el sistema de
ecuaciones

∑

y = an + b
∑

x

∑

xy = a
∑

x + b
∑

x2

que se conocen como lasecuaciones normalespara la recta de mı́nimos cuadrados. Observe que por

brevedad hemos utilizado
∑

y,
∑

xy en vez de
n
∑

j=1

yj,
n
∑

j=1

xjyj.

Las ecuaciones normales se pueden recordar fácilmente; la primera ecuación se obtiene formalmente
sumando ambos lados de la ecuación de rectay = a + bx, mientras que la segunda ecuación se obtiene
primero multiplicando porx ambos lados de la ecuación de recta y luego sumando. Logicamente esta no es
una derivación de las ecuaciones normales sino solamente un medio para recordarlas.

Los valores dea y b que se obtienen a partir de las ecuaciones normales son:

a =
(
∑

y)(
∑

x2
) − (

∑

x)(
∑

xy)

n
∑

x2 − (
∑

x)2

b =
n
∑

xy − (
∑

x)(
∑

y)

n
∑

x2 − (
∑

x)2

El resultado parab también puede escribirse como:

b =

∑

(x − x̄)(y − ȳ)
∑

(x − x̄)2

Como es de uso común, la barra arriba de la variable aleatoria indica media, id estx̄ =

P

x

n
.

Recordemos que aquı́ la variableb es la pendiente de la recta.
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A.9.1. Recta de ḿınimos cuadrados en t́erminos de varianzas y covarianzas muestrales

Las varianzas y covarianzas muestrales dex y dey están dadas por:

s2

x =

∑

(x − x̄)
2

n

s2

y =

∑

(y − ȳ)
2

n

sxy =

∑

(x − x̄)(y − ȳ)

n

Además definimos formalmente elCoeficiente de Correlación Muestralpor:

r =
sxy

sxsy

Si denotamos poryest el valor estimado dey para un valor dado dex, obtenido de la curva de regresión
dey sobrex, entonces una medida de la dispersión con respecto a la curva de regresión está suministrada por
la cantidad:

sy·x =

√

∑

(y − yest)
2

n

que se llamaerror tı́pico de la estima dey sobrex. Donde
∑

(y − yest)
2

=
∑

d2

i y vemos que de todas
las curvas de regresión posible, la curva de mı́nimos cuadrados tiene el más pequeño error tı́pico de la estima.

Describamos ahora el significado delCoeficiente de Correlación. Resulta que tenemos de la definición
de sy·x y de sy (vea [36]) la recta de mı́nimos cuadrados en términos de la varianza y el coeficiente de
correlación. Por ello obtenemos:

r2
= 1 −

∑

(y − yest)
2

∑

(y − ȳ)2

Y podemos probar que:

∑

(y − ȳ)
2

=

∑

(y − yest)
2
+

∑

(yest − ȳ)
2

De esta última ecuación, el miembro izquierdo se denominaVariación Total. El primer sumando del
miembro derecho se denominaVariación No Explicaday el segundo sumando se llamaVariación Explicada.
Esta terminologı́a surge debido a que las desviacionesy − yest se comportan de una manera aleatoria o im-
predecible, en tanto que las desviacionesyest − ȳ se explican por la recta de regresión de mı́nimos cuadrados
y ası́ tienden a seguir un patrón definido.

Se deduce que:
r2

=

P

(yest−ȳ)
2

P

(y−ȳ)2
=

variación explicada

variación total

Por lo tanto,r2 puede interpretarse como la fracción de la variación total que se explica por la recta de
regresión de mı́nimos cuadrados. En otras palabras,r mide qué tan bien la recta de regresión de mı́nimos
cuadrados se ajusta a los datos muestrales. Si la variación total se explica por completo debido a la recta de
regresión, es decir, sir2

= 1 osear = ±1, decimos que hay una correlación lineal perfecta. De otro modo,
si la variación total no se puede explicar, entonces la variación explicada es cero y ası́r = 0.
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En la práctica, la cantidadr2 se denominaCoeficiente de Determinación; y se encuentra entre 0 y 1.
Notemos quer2 ≤ 1, esto es que−1 ≤ r ≤ 1.

Ası́ pues, tenemos que el coeficiente de correlación puede calcularse de la siguiente manera:

r =

∑

(x − x̄)(y − ȳ)
√

∑

(x − x̄)2
√

∑

(y − ȳ)2

O bien, por las fórmulas equivalentes a la anterior, que se utilizan mucho en la práctica y que se denomina
r de Pearson:

r =
n
∑

xy − (
∑

x)(
∑

y)
√

[n
∑

x2 − (
∑

x)2][n
∑

y2 − (
∑

y)2]

y

r =
xy − x̄ȳ

√

(x2 − x̄2)(y2 − ȳ2)

muy utilizados en computación.
El coeficiente de correlación lineal puede ser positivo o negativo. Sir es positivo entonces la variable

y tiende a aumentar conx (la pendiente de la recta de regresión es positiva). En tanto que sir es negativa
entoncesy está en proporción inversa con respecto ax (y la pendiente de la recta de mı́nimos cuadrados es
negativa).

Cualquiera de estas fórmulas para el coeficiente de correlación incluye solamente valores muestralesx y
y. En consecuencia da el mismo número para todas las formas de curvas de regresión, y con la excepción del
caso de regresión lineal, no es útil como medida de ajuste para otro tipo de curvas.

Puesto que un coeficiente de correlación mide simplemente qué tan bien se ajusta una curva de regresión
a los datos muestrales, es ilógico utilizar un coeficiente de correlación lineal donde los datos no son lineales.
Sin embargo, supongamos que la aplicamos a datos no lineales y se obtiene un valor que es considerablemente
menor que 1. Entonces la conclusión a extraerse no es que hay poca correlación sino que hay poca correlación
lineal. En efecto, puede existir una gran correlación no lineal.
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Apéndice B

Programación y graficacíon con MAT L AB

En este apéndice especificamos algunos detalles técnicosdel ambiente de simulación. Los programas se
realizaron en lenguaje MATLAB bajo el ambienteWindows XPy Mac Os Xcon arquitecturasIntel Centrino
Duo e Intel Xeon de doble núcleo respectivamente. La referencia [12] fue utilizada como consulta para la
programación y la graficación de los experimentos.

B.1. El laboratorio matricial

El software MATLAB es un programa de análisis numérico que incluye su propio lenguaje de progra-
mación. Fue desarrollado por la empresaMathWorks y desde 1984 ha sacado continuamente al mercado
diversas versiones mejoradas (al momento se encuentra la versión 7 la cual está disponible para plataformas
Unix, Windows y Mac).

MATLAB es un paquete de cálculo numérico orientado a matrices y vectores, de ahı́ su nombre, que es
la abreviación deMatrix Laboratory (Laboratorio de Matrices). Además se pueden ampliar sus capacidades
con herramientas (Toolboxes) orientadas al proceso digital de señales, manejo y adquisición de datos, inteli-
gencia artificial, lógica, estadı́stica, y también cuenta con paquetes como SIMULINK que sirve para realizar
simulaciones de sistemas.

Su lenguaje de programación fue creado en 1970 junto con su propio compilador, y ha tenido algunas
mejoras a lo largo del tiempo. De hecho la primera versión fue pensada con la idea de emplear unas subrutinas
de álgebra lineal y análisis numérico escritas enFortran sin necesidad de escribir programas en este lenguaje.

Debido a sus caracterı́sticas de cálculo numérico y a sus funciones matemáticas, es un software muy
utilizado en universidades y centros de investigación e ingenierı́a. Esta herramienta es de gran utilidad para
la implementación de algoritmos que a través de números yreglas matemáticas simples pueden simular
procesos matemáticos más complejos o del mundo real.

Estos algorı́tmos nos pueden llevar a una solución aproximada de un problema mediante un número finito
de pasos que pueden ejecutarse de manera lógica.

Existe un programa libre equivalente a MATLAB para realizar cálculos numéricos llamado OCTAVE, el
cual es parte del proyectoGNU. Y entre sus varias caracterı́sticas que comparten se puededestacar que
ambos ofrecen un interprete que permite ejecutar ordenes demodo interactivo. Otros programas alternati-
vos para el manejo de álgebra computacional los cuales facilitan el cálculo simbólico en computadora son
MATHEMATICA , MAXIMA o MAPLE.
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B.2. Descripcíon de los programas

A continuación haremos una breve descripción de los programas de simulación sin enfocarnos demasia-
do en el lenguaje, sino más bien en pseudocódigo. Recordemos que estas simulaciones están basadas en los
modelos sin memoriaD0 (sección 4.1 página 24) y con memoriaD1 (sección 4.2 página 30).

Funcion Simulacion Del Modelo Sin Memoria (n, t, long, Ejc)

/ *
Primer parametro (n): numero de procesos participantes en e l sistema.

Segundo parametro (t): parametro de tolerancia a fallos.

Tercer parametro (long): longitud del camino aleatorio.

Cuarto parametro (Ejc): numero de replicas del experimento .

* /

For ejecucion = 1 to Ejc

Generamos un numero aleatorio A tal que (0 < A < n);

Actualizamos el numero de pasos hechos por el vertice A;

For pasos = 1 to long

El siguiente movimiento (izquierda/derecha) se obtiene co n

probabilidad de acuerdo a la posicion actual A;

If movimiento es a la derecha

Actualizamos el contador del vertice A+1;

End If

If movimiento es a la izquierda

Actualizamos el contador del vertice A-1;

End If

Contabilizamos la razon de transitos por el vertice t

entre el numero de pasos en ese momento;

End For

Hacemos una normalizacion en esta ejecucion, del numero de p asos realizados

por cada vertice entre el total de pasos realizados;

End For

Finalizamos graficando la distribucion de transitos reali zados por cada vertice y

la razon de de transitos hechos por el vertice t a lo largo de la ejecucion;
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Funcion Simulacion Del Modelo Con Memoria (n, t, long, Ejc)

/ *
Primer parametro (n): numero de procesos participantes en e l sistema.

Segundo parametro (t): parametro de tolerancia a fallos.

Tercer parametro (long): longitud del camino aleatorio.

Cuarto parametro (Ejc): numero de replicas del experimento .

* /

For ejecucion = 1 to Ejc

Elegimos aleatoriamente uno de los dos estados posibles (0 / 1);

Generamos un numero aleatorio A tal que (0 < A < n);

Actualizamos el numero de pasos hechos por el vertice A;

For pasos = 1 to long

El siguiente movimiento (izquierda/derecha) se obtiene co n

probabilidad de acuerdo a la posicion actual A;

If movimiento es a la derecha

Actualizamos el contador del vertice A+1;

End If

If movimiento es a la izquierda

Actualizamos el contador del vertice A-1;

End If

If vertice actual es t y el estado es 1

estado cambia a 0 y contabilizamos la razon de transitos por

el vertice t entre el numero de pasos en ese momento;

End If

If vertice actual es (n-t) y el estado es 0

estado cambia a 1 y contabilizamos la razon de transitos por

el vertice (n-t) entre el numero de pasos en ese momento;

End If

End For

Hacemos una normalizacion en esta ejecucion, del numero de p asos realizados

por cada vertice entre el total de pasos realizados;

End For

Finalizamos graficando la distribucion de transitos reali zados por cada vertice y

la razon de de transitos hechos por el vertice t y el vertice (n -t)

a lo largo de la ejecucion;
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Funcion Comparacones (N, long, Ejc, Ventana, tipo)

/ *
Primer parametro (N): lista de valores de n a comparar.

Segundo parametro (long): longitud del camino aleatorio.

Tercer parametro (Ejc): numero de replicas del experimento .

Cuarto parametro (Ventana): tamanio de ventana utilizada e n

el metodo de Welch.

Quinto parametro (tipo): si la simulacion se hara en el model o

con memoria o sin memoria.

* /

For cada valor n de la lista en N

If tipo es sin memoria

Simulacion Del Modelo Sin Memoria (n, n/2, long, Ejc);

Caso contrario

If tipo es con memoria

Simulacion Del Modelo Con Memoria (n, n/2, long, Ejc);

End If

Aplicamos el metodo de Welch al resultado dado por la simulac ion

a fin de reducir la autocorrelacion en los datos;

Posteriormente aplicamos el Proceso de Control Estadistic o

a fin de encontrar los intervalos de confianza del estado est able;

Una vez hecho esto, procedemos a encontrar el punto de fricci on para

esta simulacion en particular;

End For

Aplicamos las ecuaciones de regresion lineal a fin de obtene r la

recta de minimos cuadrados que mejor se ajuste a los valores

de N y sus respectivos puntos de friccion;

Calculamos el coeficiente de correlacion para determinar q ue tan bueno

es el ajuste;

Graficamos los resultados obtenidos;
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B.3. Estructuras de datos

Como hemos visto, MATLAB es un paquete de cálculo numérico orientado a matrices y vectores. Por ello
desde un inicio debemos pensar en hacer uso de las estructuras de datos en términos de vectores y matrices a
fin de que sea más rápido y efectivo.

A final de cuentas la computadora va a manipular la informaci´on, ası́ que el modo en que esta se organice
es muy importante para el óptimo desempeño de nuestro programa. En general, tanto vectores como matrices
son arreglos en localidades de memoria que están vinculadas y forman tipos de datos abstractos.

Las principales estructuras de datos utilizadas en los programas son: los vectores donde almacenamos
la razón de tránsitos por el vérticet o el vérticen − t; los vectores que contabilizan el número de tránsitos
hechos por cada vértice; las matrices que sirven para graficar la información en3D de diversas ejecuciones
variando el parámetro de tolerancia a fallost.

Estos TDA’s son los que almacenan los resultados de los programas de simulación y son pasados como
parámetros a procedimientos que manipulan su información y ası́ obtener resultados interpretables desde el
punto de vista de los experimentos.

B.4. Detalles en la graficacíon

Como hemos visto, utilizamos una matriz o arreglo bidimensional para guardar los resultados de varias
ejecuciones y con diversos valores det. Si pensamos detenidamente un momento, esto lo podemos interpretar
como una función de dos variables. Existen tanto en MATLAB como en OCTAVE las funciones diseñadas
especı́ficamente para evaluar y graficar funciones de dos variables. Primero es necesario evaluar la función
de dos variables y después graficarla tridimensionalmente.

Para evaluar una funciónf(x, y) de dos variables, primero tenemos que definir una retı́cula bidimensional
en el planox, y. A continuación evaluar la función en los puntos de la ret´ıcula para determinar puntos en la
superficie tridimensional.

Definimos tanto en MATLAB como en OCTAVE una retı́cula bidimensional en el planox, y usando dos
matrices. Una matriz contiene las coordenadasx de todos los puntos de la retı́cula, y la otra contiene las
coordenadasy de todos los puntos de la retı́cula.

Veamos un ejemplo: supongamos que queremos definir una retı́cula en la que la coordenadax varie
de -2 a 2 en incrementos de 1; y la coordenaday varie de -1 a 2 también en incrementos de 1. La matriz
correspondiente de valoresx en la retı́cula es la siguiente:

−2 −1 0 1 2

−2 −1 0 1 2

−2 −1 0 1 2

−2 −1 0 1 2

Y la matriz correspondiente de valoresy en la retı́cula es la siguiente:

−1 −1 −1 −1 −1

0 0 0 0 0

1 1 1 1 1

2 2 2 2 2

Ası́, el punto de la esquina superior izquierda de la retı́cula tiene coordenadas(−2,−1). Y el punto de la
esquina inferior derecha de la retı́cula tiene coordenadas(2, 2).
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La funciónmeshgrid genera las dos matrices que definen la retı́cula subyacente para una función bidi-
mensional. Utilizada de la siguiente forma:

[x_grid, y_grid] = meshgrid(x,y)

Genera dos matrices de tamañon × m, con base en los valores de los vectoresx y y que contienenm
valores yn valores respectivamente. La matrizx_grid contiene los valores dex repetidos en cada fila, y la
matrizy_grid contiene los valores dey repetidos en cada columna.

Ası́ pues, para generar las dos matrices descritas en el ejemplo anterior, podemos utilizar las siguientes
instrucciones:

x = -2:2;

y = -1:2;

[x_grid, y_grid] = meshgrid(x,y);

Una vez definidas las matrices de la retı́cula subyacente, podemos calcular los valores correspondientes de
la función. Por ejemplo, supongamos que se desea evaluar la siguiente función para la retı́cula que acabamos
de definir:

z = f(x, y) =
1

1 + x2 + y2

Los valores correspondientes de la función se pueden calcular y almacenar en una matrizz de cuatro filas
y cinco columnas con estas instrucciones:

z = 1./(1 + x_grid.ˆ2 + y_grid.ˆ2);

Puesto que las operaciones son elemento por elemento, el valor de la matrizz que tiene subı́ndices
(1, 1) se calcula usando los valores que están enx_grid(1,1) y eny_grid(1,1) , y ası́ sucesivamente.
Observe que no se requieren ciclos para calcular todos los valores dez. Un error común al calcular los valores
de una función de dos variables es usar los vectoresx y y, en lugar de los valores de la retı́cula subyacente
que están enx_grid y eny_grid .

Una vez hecho esto entonces procedemos a aplicar alguna de las varias formas que existen para graficar
una superficie tridimensional, como pueden ser:

plot3(x_grid, y_grid , z);

mesh(x_grid, y_grid , z);

surf(x_grid, y_grid , z);

las cuales representan datos en superficie de diferente forma; por ejemploplot3 genera una superfi-
cie continua,mesh genera una superficie de cuadrı́cula abierta, ysurf genera una gráfica de cuadrı́cula
sombreada. Todo sobre los datos definidos en la matrizz.
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1. Fast Abstract of a Work in Pro-

gress.

The consensus problem in distributed systems, is an ex-
tensively studied subject in computer science. The conti-
nuous consensus system, also named long-lived consensus
system, is a common variant of this model. This system
executes the consensus algorithm in a subsequent way ac-
cording to changes in contribution values of the involved
processes [1].

This particular model has been studied under a wide
variety of assumptions in order to get a more general re-
presentation. This assumptions are: The system is synch-
ronous, it has reliable communication channels and it is
restricted to binary input values. The last assumption is not
a constraint, since multi-valued consensus can be restric-
ted to binary consensus (multi-valued consensus stability
is studied in [3]). Therefore, each one of then processors
proposes its own binary input value, and after some com-
munications among them, they must decide one binary exit
value.

Stability notion is central to this kind of systems, since
it reflects the system sensitiveness to changes in decision,
from one consensus algorithm invocation to the next one
according to the inputs. These inputs are represented as
binaryn−dimensional vectors; id est elements of the set
Z

n
2 .

Among the scenes used for these systems, there are tho-
se that keep in memory the value from one invocation of
consensus to the next invocation and also memoryless sys-
tems (that is, systems without memory).

Florent Becker, Sergio Rajsbaum, Ivan Rapaport and
Eric Rémila [2] have proven that these systems converge as
much in the model with memory like without memory. Be-
sides they prove that the greater instability reached about
these systems is obtained when the fault-tolerance parame-
ter t is equal to half of the number of participant processes
n. One of the immediate goals of this work, is to make

some simulations done over the distributed models execu-
tion, in order to obtain information of their behavior.

We should bear in mind that the main idea in the study
of stability in distributed long-lived consensus systems,is
that the exit value can change throughout several and re-
peated executions of the consensus algorithm. Because of
this the use of long-lived consensus algorithms is prefe-
rable when decision values are changed a few number of
times. Let us imagine that we have a set of replicated sen-
sors, which must decide if a device (v. gr. an airplane re-
motely directed) must make some change in its operation
(to raise or to lower its altitude). In this sense we are inter-
ested in studying how stable a consensus system can be.

Notice that if there is a one-shot consensus algorithm
for the particular communication model, it could be used
to solve the long-lived consensus version, by simply invo-
king a new version of the algorithm in each phase. Howe-
ver, this kind of solution produces a long-lived consensus
system with no stability guarantees. In other words, we
are interested in minimizing the fluctuations of the out-
puts from phase to phase as much as possible. Of course,
if the input vector changes from the0n in one phase, to
the1

n vector in the next phase, then the decision will have
to change from0 to 1. But if the input vector changes by
just a few bits, it might be possible to avoid changing the
decision.

One of the aims when making the simulations is to
show the convergence predicted by the equations [2]; but it
is not the only goal, since in addition we can obtain data of
the inestability behavior throughout executions and also to
know how fast it tends to the announced value. (Equation
does not give us this information).

Therefore, the main contribution of this work, is a study
of how fast the models converge towards the value of stabi-
lity. To achieve this, statistical techniques used by resear-
chers in the study of simulations and computacional mo-
deling are applied (see [5]). Among these techniques we
find Welch’s procedure and the Statistical Process Control
(see [6]).
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Let Y1, Y2, . . . the outputs of a stochastic
process like our simulation program; and let
Fi(y | I) = P (Yi ≤ y | I) for i = 1, 2, . . . where y

is a real number andI represents the initial conditions
used to start the simulation at time0. We callFi(y | I) the
transient distribution of the output process at discrete time
i for initial conditionsI.

For fixed y and I, the probabilities
F1(y | I), F2(y | I), . . . are just a sequence of num-
bers. IfFi(y | I) → F (y) asi → ∞ for all y and for any
initial conditionsI, thenF (y) is called the steady-state
distribution of the processY1, Y2, . . . Strictly speaking,
the steady-state distributionF (y) is only obtained in the
limit as i → ∞.

In practice, however, there will often be a finite time in-
dex, sayk, such that the distribution from this point on will
be approximately the same as following each other. It’s by
that we say the steady state start at timek; which gives us
a reference parameter to know which of the simulations,
with certain enter values (n, t), reach first its steady-state.

Note that steady state does not mean that the random
variablesYk, Yk+1, Yk+2 . . . will all take on the same value
in a particular simulation run; rather, it means that they will
all have approximately the same distribution.

For our experiments we used the mean like test statis-
tic; id est we madem replications of the simulations, each
of length l. At this way we will have thatYji be theith
observation from thejth replication (withi = 1, 2, . . . , l

andj = 1, 2, . . . , m).

Let Ȳi =

m
∑

j=1

Yji

m
for i = 1, 2, . . . , l

The averaged process̄Y1, Ȳ2, . . . has meansE(Ȳi) =

E(Yi) and variancesV ar(Ȳi) = V ar(Yi)/m. Thus, the
averaged process has the same transient mean curve as the
original process, but its plot has only1

m
th the variance.

More even, to smooth out the high-frequency oscilla-
tions in Ȳ1, Ȳ2, . . . (but leave the low-frequency oscilla-
tions or long-run trend of interest), we further define the
moving averageYi(w) wherew is called the window and
it is a positive integer such thatw ≤ ⌊l/2⌋ as follows:

Yi(w) =



























w
P

s=−w

Ȳi+s

2w+1
if i = w+1, w+2, . . . , l-w

i+1
P

s=−(i−1)

Ȳi+s

2i−1
if i = 1, 2, . . . , w

This procedure due to P. D. Welch, serves as a filter in
order to eliminate “noise” in our stochastic process and
thus to obtain a confidence interval in which we will find
the values of our stochastics variables in a steady-state
means.

There is another way: The statistical process control [6]
is also applied in order to determine first point in which
our system is “in-control”. Id est, simulation’s warming-up
period ends, once stochastic variables output values reach
a steady-state means.

We will apply these techniques in order to show how
fast the models converge when input parametern changes.
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