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Summary 

 
In recent years considerable effort has been devoted to the problem of color segmentation 
in digital images given its importance and potential. Until recently, most published 
approaches for color segmentation were based on monochromatic techniques applied to 
each color component of the image in different color spaces (RGB or other) and in different 
ways, to produce a composition. These approaches have the inherent problem of a 
significant loss of color information during the process. 
 
This thesis presents the study of an own semiautomatic color segmentation method for 
color images using the color information of each pixel as a whole, which prevents loss of 
color information during processing. The segmentation method rely basically in the 
calculation of an own similarity function defined in a HSI color space (English acronym 
Hue-Saturation-Intensity) modified for this purpose, and its subsequent threshold. Results 
of characterization and evaluation are presented by generating synthetic images with its 
corresponding Ground Truth (GT). Comparative tests are also presented with other similar 
segmentation methods using pixel samples of both figure and background, as defined in the 
CIE L*a*b* and RGB color spaces. 
 
From the results it is shown that the proposed adaptive color similarity function and the 
proposed supervised color segmentation method provide a useful and effective alternative 
for segmenting objects (or regions) with different colors in images of relatively complex 
color, with good performance in the presence of noise. The proposed method discriminates 
in a very simple way, any kind of different colored objects regardless of their levels, forms 
and sizes. 
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Resumen 
 
En los últimos años se ha dedicado considerable esfuerzo al problema de la segmentación 
del color en imágenes digitales dada su importancia y potencial. Hasta hace poco, la 
mayoría de los enfoques publicados para la segmentación del color se basaba en técnicas 
monocromáticas aplicadas a cada componente de color de la imagen, en diferentes espacios 
de color (RGB u otros) y en diferentes formas, para producir una composición. Estos 
enfoques tienen el problema inherente de una pérdida significativa de la información de 
color durante el proceso. 
 
En esta tesis se presenta el estudio de un método de segmentación de imágenes 
semiautomático propio que utiliza la información de color de cada píxel como un todo, que 
evita la pérdida de información de color durante su procesamiento. El método de 
segmentación consiste básicamente en el cálculo de una función de similitud propia 
definida en un espacio de color HSI (sigla del inglés de Hue-Saturation-Intensity) 
modificado para este propósito, y su posterior umbralado. Se presentan resultados de su 
caracterización y evaluación mediante la generación de imágenes sintéticas con su 
correspondiente Verdad-Base o Ground Truth (GT) en inglés. También se presentan 
pruebas comparativas con otros métodos de segmentación similares que utilizan muestras 
de píxeles tanto de la figura como del fondo, definidos en el espacio de color CIE L*a*b* y 
RGB. 
 
A partir de los resultados se muestra que la función adaptativa de similitud de color y el 
método supervisado de segmentación de color propuestos, ofrecen una alternativa útil y 
eficaz para la segmentación de objetos (o regiones) con diferentes colores en imágenes de 
color relativamente complejas, con un buen rendimiento en presencia de ruido. El método 
propuesto discrimina de un modo muy sencillo, cualquier tipo de objetos de diferente color, 
independientemente de sus niveles, formas y tamaños.  
 
 
 
 
  



 11

Lista de figuras 

 

1.  Imagen particionada y correspondiente quad-tree 

2.  Detección de bordes a través de operadores derivativos 

3.  Espectro electromagnético 

4.  Representación del modelo de color CIE XYZ sobre un nivel XY 

5.  Espacio de color RGB 

6.  Espacio de color HSI 

7.  Espacio de color HLS 

8.  Espacio de color HSV 

9.  Zona acromática W en el modelo de color HSI 

10.  Tejido teñido. Muestra compuesta de cuatro píxeles de dos zonas con color azul 

11.  La imagen de similitud de color (ISC) del color azul de las zonas de color azul 
segmentadas 

12.  Muestras de píxeles de cuatro puntos del color rosa 

13.  ISC de las zonas de color rosa segmentadas 

14.  Muestra de píxeles para el color blanco. ISC de las zonas de color blanco 
segmentadas  

15.  Imagen original e imagen compuesta 

16.  Muestra de siete píxeles correspondiente a los núcleos azul más oscuro 

17.  ISC de núcleos azules, núcleos verde oscuros, núcleos azules en pseudocolor, 
rodeados de zonas azules más claras 

18.  Babuino. Caballos. Tela  

19.  Imagen compuesta de cinco colores segmentados con los resultados obtenidos con 
la zona acromática clásica y con la definición de zona acromática propuesta 

20.  Imagen compuesta de tres colores segmentados con los resultados obtenidos con la 
definición clásica de la zona acromática y la propuesta. 

21.  Imagen compuesta de cinco colores segmentados con los resultados obtenidos con 
la definición clásica de la zona acromática y la propuesta 

22.  Imagen infrarroja. ISC de la cara segmentada 

23.  Hoja fósil en roca. ISC del fósil, umbralada por el método de Otsu  

24.  Firma, ISC de la firma e ISC umbralada  

25.  Conjunto de imágenes de prueba donde se disminuye el contraste de color 
progresivamente: 32, 24, 16, 8 y 4 niveles con ruido aditivo Gaussiano SNR = 2 

26.  Gráficas ROC para variaciones en el tamaño, la forma y el contraste de color 

27.  Gráficas de las tasas de verdaderos positivos (izquierda) y las tasas de falsos 
positivos para diferentes umbrales 



 12

28.  Gráfica de tasas de verdaderos positivos para el número de muestras y la gráfica 
ROC para el nivel de ruido SNR = 1 

29.  Objeto de interés (Ground Truth) en forma de flor  

30.  Pruebas en regiones con baja saturación con Delta en HUE  

31.  Ejemplo en cuadrante de color a 0 grados con una sombra difuminada de un 10% en 
cada paso 

32.  Resultados de la segmentación de color lograda con incremento de 10% de la 
sombra difuminada en cada paso para imágenes de baja saturación 

33.  Gráficas de la métrica Euclidiana en L*a*b* y del enfoque probabilístico sobre a* y 
b* para imágenes de baja saturación 

34.  Gráficas de la métrica Euclidiana de los canales RGB y de la función de similitud 
de color para imágenes de baja saturación 

35.  Detalles de verdaderos positivos y falsos positivos de la función de la similitud de 
color en imágenes de baja saturación 

36.  Gráfica ROC de la métrica Euclidiana en L*a*b* y del enfoque probabilístico en a* 
y b* para imágenes de baja saturación 

37.  Gráfica ROC de la métrica Euclidiana de los canales en RGB y de la función de 
similitud de color para imágenes de baja saturación 

38.  Pruebas en regiones con alta saturación con Delta en HUE 

39.  Ejemplo en cuadrante de color a 0 grados con una sombra difuminada un 10% en 
cada paso 

40.  Resultados de la segmentación de color lograda para imágenes de alta saturación. 

41.  Gráfica de la tasa de verdaderos positivos y falsos positivos con métrica Euclidiana 
para los parámetros a* y b* en incrementos de 10% de la sombra para imágenes de 
alta saturación 

42.  Gráfica de la tasa de verdaderos positivos y falsos positivos con métrica Euclidiana 
de RGB y de la función de similitud de color para imágenes de alta saturación 

43.  Detalles de la tasa de verdaderos positivos y falsos positivos de la función de 
similitud de color en imágenes de alta saturación 

44.  Gráfica ROC de la métrica Euclidiana de los parámetros a* y b* y del enfoque 
probabilístico en a* y b* para imágenes de alta saturación 

45.  Gráfica ROC de la distancia Euclidiana de los canales RGB y de la función 
adaptativa de similitud propuesta 

46.  Resultados de la segmentación del color en imágenes de baja saturación y con 
incrementos de sombra de 10% en cada paso 

47.  Gráficas de verdaderos positivos y falsos positivos de la distancia Euclidiana de los 
canales a* b* y la métrica Euclidiana de los canales RGB, para imágenes de baja 
saturación 

48.  Gráficas de verdaderos positivos y falsos positivos del método que utiliza las dos 
muestras y clasifica mediante máxima similitud y del método que utiliza solo una 



 13

muestra y que clasifica con el método de umbralado de Otsu en imágenes de baja 
saturación 

49.  Detalles de verdaderos positivos y falsos positivos del método que utiliza dos 
muestras y clasifica por máxima similitud en imágenes de baja saturación 

50.  Detalles de verdaderos positivos y falsos positivos del método que utiliza solo una 
muestra de píxeles y umbralado con el método de Otsu en imágenes de baja 
saturación 

51.  Resultados de la segmentación del color en imágenes de alta saturación y con 
incrementos de sombra desvanecida de 10% en cada paso 

52.  Gráficas de verdaderos positivos VP y falsos positivos FP de la métrica Euclidiana 
de a* y b* y la métrica Euclidiana de los canales RGB en imágenes de alta 
saturación 

53.  Gráficas de verdaderos positivos y falsos positivos del método que utiliza las dos 
muestras y clasifica mediante máxima similitud y del método que utiliza solo una 
muestra y que clasifica con el método de umbralado de Otsu imágenes de alta 
saturación 

54.  Detalles de verdaderos positivos y falsos positivos del método que utiliza dos 
muestras y asigna mediante el método de máxima similitud en imágenes de alta 
saturación 

55.  Detalles de verdaderos positivos y falsos positivos del método que utiliza solo una 
muestra y clasifica mediante el método de umbralado de Otsu en imágenes de alta 
saturación 

  



 14

Lista de tablas 

 

1.  Colores primarios EBU Tech 3213 

2.  Resultados globales de la segmentación en imágenes reales 

3.  Resultados globales de la segmentación en imágenes de bajo contraste de color y 
monocromáticas 

4.  Observaciones sobre el comportamiento de las curvas mostradas en las figuras 33 y 
34 con las dos métricas de color L*a*b* y del método propuesto 

5.  Observaciones sobre el comportamiento de las curvas mostradas en las figuras 41 y 
42 al comparar las cuatro métricas siguientes: Euclidiana en el espacio L*a*b con 
rechazo de L*, un enfoque probabilístico sobre a* y b*, la métrica Euclidiana en el 
espacio RGB y la función de similitud de color propuesta  

6.  Observaciones sobre el comportamiento de las curvas mostradas en las figuras 47 y 
48 que comparan los cuatro métodos bajo estudio para imágenes con baja saturación 

7.  Observaciones sobre el comportamiento de las curvas mostradas en las figuras 53 y 
54 que comparan los cuatro métodos de segmentación bajo estudio para imágenes 
con alta saturación 

 

  



 15

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

CAPÍTULO 1 
 

INTRODUCCIÓN 
 
 
 
 
 
 
 
 
 
 
 
 
 

  



 16

1. Introducción  

 
En esta sección se presenta el problema que se trata de resolver de forma general y 
específica, la justificación de la investigación, la hipótesis de trabajo,  el objetivo general y 
los específicos así como otra información relevante sobre la investigación. 

 
1.1 El problema a resolver 

 
En visión artificial, la segmentación de imágenes es el proceso de partición de una imagen 
digital en múltiples segmentos (conjuntos de píxeles, también conocidos como 
superpíxeles). El objetivo de la segmentación es simplificar y / o cambiar la representación 
de una imagen en algo que es más significativo y fácil de analizar. La segmentación de 
imágenes se utiliza normalmente para localizar objetos y bordes (regiones, líneas, curvas, 
etc.) en imágenes. Más precisamente, la segmentación de imágenes es el proceso de asignar 
una etiqueta a cada píxel de una imagen de modo que los píxeles con la misma etiqueta 
comparten ciertas características comunes [47].  
 
El resultado de la segmentación es un conjunto de segmentos que cubren colectivamente 
toda la imagen o un conjunto de contornos extraídos de la imagen (ver detección de 
bordes). Cada uno de los píxeles de una región es similar con respecto a alguna 
característica o propiedad calculada, como el color, la intensidad o la textura. Las regiones 
adyacentes son significativamente diferentes con respecto a la misma característica (s) [47].  
 
“La segmentación de una imagen consiste en la partición de dicha imagen en diferentes 
regiones similares en alguna característica predefinida (…) Los seres humanos usamos 
nuestro sentido visual para separar nuestro entorno inmediato en objetos distintos sin 
esfuerzo alguno para reconocerlos, guiar nuestros movimientos y para casi todas las 
actividades de nuestra vida.” (K.N., Plataniotis, y A.N.Venetsanopoulos, 2000,  p. 237, 
traducido). 
  
  La segmentación es una característica importante de la percepción visual humana que se 
manifiesta de forma espontánea y natural; aunque están involucrados procesos complejos 
como el análisis de color, la forma, el movimiento, la textura, etc. [1][2][3]. 
 
El color es una característica visual poderosa y robusta para diferenciar los diferentes 
objetos en una imagen. Es una importante fuente de información en el proceso de 
segmentación y puede en muchos casos ser utilizado como única característica y único 
descriptor para la segmentación de los objetos de interés [1][2][3]. 
 
En este trabajo de tesis se busca investigar sobre un método propio de segmentación del 
color en imágenes de color. El método sólo utiliza la información de color para realizar la 
segmentación, por lo que se considera como un indispensable paso previo al de 
reconocimiento. En este trabajo no se pretende llegar al reconocimiento de objetos o clases 
de objetos, sino únicamente a la segmentación de la imagen en regiones homogéneas de 
color que podrían ser utilizadas para alimentar a tareas subsecuentes.  
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1.2 Justificación 
 
En los últimos años se ha dedicado considerable esfuerzo al problema de la segmentación 
del color en imágenes digitales dada su importancia y potencial. Hasta hace poco, la 
mayoría de los enfoques publicados para la segmentación del color se basaba en técnicas 
monocromáticas aplicadas a cada componente de color de la imagen, en diferentes espacios 
de color (RGB u otros) y en diferentes formas, para producir una composición. Estos 
enfoques tienen el problema inherente de una pérdida significativa de la información de 
color durante el proceso [3][4]. 
 
1.3 Especificidad del problema 
 
En este trabajo se presenta el estudio de un método de segmentación de imágenes 
semiautomático propio que utiliza la información de color de cada píxel como un todo, y 
evita así la pérdida de información durante su procesamiento. El método de segmentación 
consiste básicamente en el cálculo de una función de similitud definida en un espacio de 
color HSI (sigla del inglés de Hue-Saturation-Intensity) modificado para este propósito, y 
su posterior umbralado. Se presentan los resultados de su caracterización y evaluación 
mediante la generación de imágenes sintéticas con su correspondiente Verdad-Base o 
Ground Truth (GT) en inglés. 
 
El método de segmentación del color aquí presentado es la generalización del método 
propuesto en la tesis de maestría [3] que consistió en la segmentación de patrones lineales 
topológicamente diferentes en mapas de tramas (raster) en colores, y que formó parte del 
proyecto Automatización de la Digitalización de los Mapas por medio de Reconocimiento 
de los Patrones Cartográficos, con número de registro 32019-A del CONACyT. Este 
proyecto tuvo como uno de sus objetivos el desarrollar algoritmos y sistemas capaces de 
transferir la información contenida en planos cartográficos a su equivalente en 
representación vectorial, para ser integrados en sistemas de información geográfica.  

 
1.4 Hipótesis 
 
Al procesar la información de color como una unidad, mediante la función de similitud y el espacio 
de color propuestos, se evitará la pérdida de información de color durante la segmentación. 
 
1.5 Objetivo general 
 
Lograr la segmentación del color en imágenes digitales mediante el uso de la información del color 
de forma integral, mediante una función de similitud en el espacio de color propuestos. 
 
1.6 Objetivos particulares 
 

a) Caracterizar el algoritmo de segmentación propuesto; 

b) Evaluar el algoritmo de segmentación del color propuesto; 

c) Obtener resultados cuantificables que permitan ubicarlo en el estado del arte. 
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1.7 Organización del documento 
 
La tesis está organizada de la siguiente manera: El capítulo 2 ofrece el marco teórico necesario para 
entender los capítulos siguientes. El capítulo 3 hace un recorrido entre publicaciones recientes que 
representan el estado del arte en el campo de la segmentación del color en las imágenes digitales. El 
capítulo 4 presenta la metodología propuesta para la segmentación del color. El capítulo 5 presenta 
las pruebas y los resultados obtenidos con la metodología, tanto en la caracterización como en las 
evaluaciones en imágenes reales, de bajo contraste de color, monocromáticas y sintéticas. El 
capítulo 6 contiene las conclusiones 
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2. Marco Teórico 
 
En esta sección se presentan los conceptos teóricos necesarios para la comprensión del 
estado del arte y las posibles contribuciones de la presente tesis al campo de investigación. 
 

2.1  Segmentación 

 
En visión artificial, la segmentación de imágenes es el proceso de partición de una imagen 
digital en múltiples segmentos (conjuntos de píxeles, también conocidos como 
superpíxeles). El objetivo de la segmentación es simplificar y / o cambiar la representación 
de la imagen en algo más significativo y fácil de analizar. La segmentación se utiliza 
normalmente para localizar objetos y bordes (regiones, líneas, curvas, etc.) en dichas 
imágenes. Más precisamente, la segmentación es el proceso de asignar una etiqueta a cada 
píxel de la imagen de modo que los píxeles con la misma etiqueta comparten ciertas 
características comunes. [47] 
 
El resultado de la segmentación es un conjunto de segmentos que cubren colectivamente 
toda la imagen o un conjunto de contornos extraídos de la imagen (ver detección de 
bordes). Cada uno de los píxeles de una región es similar con respecto a alguna 
característica o propiedad calculada, como el color, la intensidad o la textura. Las regiones 
adyacentes son significativamente diferentes con respecto a la misma característica (s) [47].  
 
   La segmentación de una imagen consiste en la partición de dicha imagen en diferentes 

regiones, que son similares en alguna característica predefinida. (…) Los seres humanos 

usamos nuestro sentido visual para separar nuestro entorno inmediato en objetos distintos 

sin esfuerzo alguno para reconocerlos, guiar nuestros movimientos y para casi todas las 

actividades de nuestra vida; La segmentación es una característica importante de la 

percepción visual humana que se manifiesta de forma espontánea y natural; aunque están 

involucrados procesos complejos, como el análisis de color, forma, movimiento, textura, 

etc. (…) 

 

   La segmentación es usualmente el primer paso en el proceso de análisis de una imagen. 

Las tareas subsecuentes, tales como la extracción de características o reconocimiento de 

objetos, recaen enormemente en la calidad de la segmentación. Sin un buen algoritmo de 

segmentación, un objeto puede que nunca sea reconocido. (…) Esta etapa puede 

determinar el eventual éxito o fracaso del análisis, por lo que se hacen muchos esfuerzos 

en mejorar la probabilidad de una segmentación exitosa. (K.N., Plataniotis, y 
A.N.Venetsanopoulos, 2000, p. 237, traducido). 
 
En el presente trabajo de tesis se aborda el problema de la segmentación del color en 
imágenes digitales sin llegar al etiquetado de los objetos individuales o de las clases de 
objetos (reconocimiento).  
 
Los resultados de la presente investigación están limitados a separar las imágenes digitales 
en colores en regiones disjuntas donde a cada región pueda asignársele un color 
representativo (centroide de color) y un valor de la dispersión de color (desviación estándar 
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con respecto al centroide de color). Puede verse este enfoque de segmentación del color 
como una forma de simplificar la descripción del problema original (imagen fuente en 
colores) conservando la información relevante. A partir de esta representación simplificada 
pueden obtenerse características útiles en los procesos subsecuentes de reconocimiento de 
objetos y clases tales como áreas, perímetros, excentricidades, distancias entre regiones, 
etc. 
 
Si el color es una característica discriminante de los objetos en la imagen, el método 
propuesto puede segmentar el objeto u objetos presentes en la imagen con gran facilidad y 
velocidad sin necesidad de algún procesamiento adicional [3]. 
 
Dado el auge de nuevas aplicaciones comerciales multimedia, tales como fotografía digital, 
base de datos de multimedia, teleconferencias, etc., se ha generado un gran interés en la 
segmentación de imágenes en colores. Debido a esto se ha convertido en un área de estudio, 
no sólo en la ingeniería y o en las ciencias de la computación, sino de otras disciplinas tales 
como cartografía, medicina, combate al crimen, aplicaciones militares, entre otras. La 
segmentación de imágenes ha tomado un lugar central en numerosas aplicaciones que 
incluyen, aunque no se limitan a, bases de datos multimedia, transmisión de imágenes y 
video por Internet, transmisiones digitales, televisión interactiva, video sobre demanda, 
entrenamientos basados en computadoras, educación a distancia, video conferencia y 
telemedicina y en el desarrollo de hardware e infraestructura de comunicaciones que 
soportan aplicaciones visuales [3].  
 
La mayoría de la atención sobre la segmentación de imágenes se enfocó durante mucho 
tiempo en imágenes en escala de grises (imágenes monocromáticas) [1][2][3][4]. Un 
problema común en la segmentación de una imagen en escala de grises ocurre cuando una 
imagen tiene un fondo con intensidad que varía gradualmente, o cuando las regiones tienen 
un amplio rango de valores. El problema es inherente, ya que la intensidad es la única 
información disponible en imágenes monocromáticas. Es conocido que el ojo humano 
puede detectar alrededor de 24 niveles de gris en cualquier punto de una imagen compleja 
dado su adaptación a la brillantez, pero puede diferenciar miles de colores [2].  
 
Los primeros enfoques en segmentación de imágenes están basados en estas tres técnicas 
[2]:  
 

1. Técnicas basadas en píxeles. 

2. Técnicas basadas en regiones. 

3. Técnicas basadas en bordes. 

 
2.1.1 Técnicas basadas en píxeles 
 
Las técnicas basadas en píxeles no consideran el espacio contextual todas las decisiones son 
tomadas únicamente sobre la base de las características de color de los píxeles individuales. 
Este enfoque tiene como ventaja la sencillez en el diseño de los algoritmos, y como 
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desventaja, lo susceptible que es al ruido. Otras técnicas las cuales toman en cuenta 
relaciones espaciales, son usadas para mejorar las técnicas basadas en píxeles [1][2]. 
 

2.1.1.1 Histogramas y umbrales 
 
Una de las técnicas más sencillas de segmentación basada en píxeles es el de umbralado a 
través del histograma, siendo ésta técnica una de las más antiguas y populares. Si una 
imagen es descompuesta en distintas regiones, el histograma de la imagen usualmente 
mostrará ciertos picos que suelen estar separados por valles. Siendo estos picos asociados a 
regiones homogéneas dentro de la imagen. 
 
Por ejemplo, si en una imagen hay un objeto distinguible de un fondo, el histograma 
tenderá a ser bimodal con un profundo valle. En este caso, el fondo del valle es tomado 
como el umbral de segmentación; de tal manera que los píxeles pertenecientes a los valores 
superiores e inferiores a este umbral en el histograma sean agrupados en diferentes 
regiones: una perteneciente al objeto y otra para el fondo. Para múltiples regiones se tienen 
varios umbrales. [1][2] 
 
Para imágenes en colores, se propone en [2] un método que utiliza nueve histogramas, tres 
para cada espacio de color RGB, YIQ y HSI. El pico dominante de los nueve histogramas 
es utilizado para determinar el intervalo de la subregión. Los píxeles que caen en este 
intervalo forman una región. Se crea también una lista de 7 prioridades para la selección de 
picos de intervalo. 
 
Se puede realizar procesamiento adicional tal como la remoción de pequeñas regiones o la 
adición de nuevas características como textura, densidad de bordes, etc., para mejorar el 
funcionamiento del método básico. 
 
Resumiendo, el método de segmentación por umbralado de histograma es uno de los más 
simples para la segmentación de imágenes, por cuya razón se le tiene una gran 
consideración cuando se necesita una segmentación “gruesa” [1][2]. 
 
 

2.1.1.2 Agrupamiento 
 
El método de agrupamiento está basado en que típicamente una imagen en colores tiende a 
formar agrupaciones en el histograma, una por cada objeto. Primero se obtiene el 
histograma a través de los valores de color en todos los píxeles, y después se obtiene la 
forma de cada grupo. Al final, cada píxel en la imagen es asignado al grupo que esté más 
cerca del color del píxel [1][2]. 
 
Actualmente existen varios métodos de agrupamiento disponibles, dentro de los cuales 
destacan los algoritmos K-media y Fuzzy K-media (K-media Difuso) que han recibido gran 
atención. Asimismo, estas técnicas se pueden combinar con las de umbralado a través del 
histograma para mejorar los resultados. 
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Es ampliamente reconocido que esta técnica sufre de los dos problemas siguientes: 1. 
Grupos adyacentes frecuentemente se sobreponen en el espacio de color, lo que causa 
clasificaciones incorrectas 2. El agrupamiento es más difícil cuando el número de grupos es 
desconocido, como es típico en los algoritmos de segmentación [1][2]. 
 
2.1.2 Técnicas basadas en regiones 
 
Las técnicas basadas en regiones se enfocan en la continuidad del color en una región de la 
imagen. A diferencia de las técnicas basadas en píxeles, las técnicas basadas en regiones 
consideran tanto la distribución en el espacio de color como las restricciones geométricas. 
Las técnicas estandarizadas incluyen el crecimiento de regiones y las técnicas de división y 
agrupamiento (splitting & merging). [1][2] 
 
El crecimiento de regiones se refiere al agrupamiento a regiones más grandes de píxeles 
cercanos con propiedades similares. La técnica de splitting & merging consiste en 
subdividir iterativamente una imagen en regiones cada vez más y más pequeñas y probar si 
regiones adyacentes pueden ser unidas en una sola región. El proceso de unión de regiones 
está usualmente gobernado por algún criterio de homogeneidad tal como los diferentes 
tipos de distancias [1][2][4]. 
 

2.1.2.1  Crecimiento de regiones 

 
El crecimiento de regiones es un método de segmentación, en el cual píxeles vecinos o una 
colección de píxeles con características similares se agrupan para formar regiones más 
grandes. La prueba de similitud de píxeles normalmente se realiza a través de un criterio de 
homogeneidad del espacio de color [1][2][4]. 
 
   Un algoritmo de crecimiento de regiones típico comienza con un cierto número de píxeles 

semilla en una imagen, y de ahí se hacen crecer regiones al adicionar iterativamente a la 

región, píxeles vecinos que no han sido asignados. Esto es, un píxel no asignado que rodea 

una región, que creció a partir de unos píxeles semilla, puede ser asignado a esta región si 

satisface el criterio de homogeneidad de dicha región. Si el píxel es asignado a la región, 

la lista de píxeles de dicha región se actualiza para incluir al píxel en cuestión. (K.N., 
Plataniotis, y A.N.Venetsanopoulos, 2000, p. 248, traducido)  
 
Las diferencias entre las técnicas de crecimiento de regiones difieren en el tipo de criterio 
de homogeneidad y en la selección de los píxeles semilla. Diferentes criterios de 
homogeneidad relacionados al color o a las características geométricas, pueden ser 
utilizados para decidir si un píxel pertenece a una región, o no. Estos criterios pueden ser 
definidos de manera local, regional o global.  
 
La selección de semillas puede realizarse de manera supervisada o autónoma. En el modo 
supervisado, los usuarios mismos eligen las semillas, mientras que en la autónoma la 
elección es hecha automáticamente por un algoritmo creado para ello. 
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2.1.2.2  División y agrupamiento (Splitting & Merging) 

 
Esta técnica, en oposición al crecimiento de regiones donde una región crece a partir de 
píxeles semilla, subdivide inicialmente una imagen en un conjunto arbitrario de regiones 
disjuntas y después, une o divide las regiones (split / merge) en un intento de satisfacer los 
criterios de homogeneidad [1][2]. El algoritmo es el siguiente: 
 

1. Dividir (split) en cuadrantes disjuntos cualquier región Ri donde P(Ri) = Falso 

2. Juntar (merge) cualquier región adyacente Rj y Rk para las cuales P(Rj ∪ Rk) = 
Verdadero 

3. Detener cuando no se pueda dividir ni juntar región alguna. 

 
P() es un predicado que representa el criterio de homogeneidad. 
 
La forma de dividir la región Ri puede variar. Una forma común de particionar es el 
llamado quad-tree que se muestra en la Fig. 1. 
 

  
Fig. 1 Imagen particionada y su correspondiente quad-tree 

 
 
 

 

2.1.3 Técnicas basadas en la detección de bordes de color 

 

Una de las tareas más importantes en el procesamiento de imágenes es la detección de los 
bordes. Tareas de alto nivel tales como segmentación, reconocimiento de objetos, visión 
por computadora, etc., dependen de la precisión en la detección de los límites de los 
objetos. Los bordes contienen información esencial de la imagen que no debe de ser 
despreciada [1][2][4].  
 
La mayoría de este tipo de técnicas está basada en encontrar el valor máximo de la primera 
derivada de una función de la imagen. Estas ideas se ilustran para el caso de imágenes 
monocromáticas en la Fig. 2. 
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Fig. 2 Detección de bordes a través de operadores derivativos 

 
La figura 2 muestra cómo la primera derivada de los niveles de gris es positiva en el borde 
frontal de una transición, negativa en la transición de blanco al negro, y cero en las áreas 
homogéneas. La segunda derivada es positiva para aquella parte de la transición asociada al 
lado oscuro del borde, negativo para la parte asociada al lado claro del borde, y cero en las 
áreas homogéneas.  
 
En una imagen monocromática, un borde usualmente corresponde a los límites de los 
objetos o a cambios en propiedades físicas, como la iluminación. En el caso de imágenes en 
colores o multiespectrales, esta definición es más elaborada, ya que se espera información 
más detallada de la detección de bordes en las imágenes en color.  
 
De acuerdo a ciertos estudios psicológicos del sistema visual humano, el color juega un 
papel importante en la detección de los límites de los objetos [2]. La detección de los 
bordes monocromáticos puede no ser suficiente para ciertas aplicaciones, ya que cuando los 
objetos adyacentes tienen la misma intensidad, pero diferente tonalidad, ningún borde es 
detectado en las imágenes de niveles de gris.  
 
Como la capacidad de distinguir diferentes objetos es crucial para aplicaciones tales como 
la segmentación de los objetos o su reconocimiento, la información adicional provista por 
el color sobre los contornos es de gran importancia. 
 
En una imagen monocromática, un borde es definido como una discontinuidad en la 
intensidad [1][2][4]. En el caso de las imágenes en colores, la variación del color también 
necesita tenerse en cuenta. Los primeros enfoques en la detección de bordes, en imágenes 
en colores, consistieron de extensiones a la detección de bordes monocromáticos. Estas 
técnicas se aplican a los tres canales independientemente y luego los resultados se 
combinan con una operación lógica [1][4][9]. 
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La primera derivada en cualquier punto de la imagen puede ser obtenida usando la 
magnitud del gradiente en dicho punto. Esta tarea puede ser realizada con la convolución de 
la imagen con ciertas mascarillas. 
 
Un problema común en estas técnicas es que ellas fallan en tomar en cuenta la correlación 
que existe entre los canales de color y, como resultado, no son capaces de extraer cierta 
información crucial contenida en el color. Por ejemplo, tienden a perder bordes que tienen 
la misma intensidad, pero que tienen direcciones opuestas en dos de sus componentes de 
color [1][4]. 

 
2.2 Espacios de color 
 
En esta sección se presentan nociones básicas de la visión en color así como varios espacios 
o modelos de color existentes y transformaciones entre ellos. Esta sección es importante 
para entender las similitudes y diferencias del espacio de color y la función de similitud 
propuestos en este trabajo de tesis con respecto al estado del arte y ubicar las posibles 
contribuciones en el campo. 

 
2.2.1 Aspectos básicos de la visión del color 

 
“El color es una sensación creada en nuestro cerebro en respuesta a la excitación de nuestro 
sistema visual por la excitación electromagnética conocida como luz.” (K.N., Plataniotis, y 
A.N.Venetsanopoulos, 2000, p. 1, traducido). Específicamente, el color es el resultado 
perceptual de la luz en la región visible del espectro electromagnético de los 400 a los 700 
nm que inciden en la retina del ojo humano (Ver la Fig. 3) [1][2]. 
 

 
Fig. 3 Espectro electromagnético 

 
La retina humana tiene tres tipos de células fotorreceptoras de color llamadas conos, las 
cuales responden a la radiación de diferentes frecuencias. Un cuarto tipo de células 
fotorreceptoras llamadas bastones también están presentes en la retina, las cuales son 
efectivas sólo a niveles extremadamente bajos de luz, por ejemplo durante la visión 
nocturna. Aunque son importantes para la visión, no tienen ninguna función durante la 
reproducción de las imágenes [1][2]. 
 
“La rama de la ciencia del color que concierne a la apropiada descripción y especificación 
de un color es llamada colorimetría. (…) Debido a que existen tres tipos de células 
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fotorreceptoras del color llamadas conos, sólo tres componentes numéricos son necesarios y 
suficientes para describir un color siempre que se utilicen funciones de ponderación 
espectrales.” (K.N., Plataniotis, y A.N.Venetsanopoulos, 2000, p. 1, traducido). Por lo tanto, 
cualquier color puede ser especificado con un vector de tres componentes. El conjunto de 
todos los colores forma un espacio vectorial llamado espacio o modelo de color. Los tres 
componentes de un vector pueden ser definidos de varias maneras diferentes generando 
diversos espacios de color [2].  
 
Para poder usar la información de color en multimedia, procesamiento de imágenes, 
aplicaciones de visión por computadora, etc., se necesita un modelo adecuado para 
representar el color. Se han creado diferentes especificaciones (modelos o espacios) de 
color para dar solución a distintas necesidades [2][3]. 
 
Los espacios de color nos proporcionan un método racional para especificar, ordenar, 
manipular, analizar, entre otros procedimientos, los colores de algún objeto en cuestión [2]. 
 
Escoger una buena representación del espacio de color permite preservar información 
esencial y provee una visión intuitiva de las necesidades en las operaciones visuales del 
procesamiento. Por esta razón, es muy importante escoger correctamente un modelo de 
color que sea adecuado para representar el problema específico y las soluciones [2][6][9]. 
 
Actualmente existe extensa literatura técnica sobre los modelos de color en el dominio de la 
física, ingeniería, inteligencia artificial, ciencias de la computación, sicología y filosofía. 
De esta literatura, pueden distinguirse cuatro familias básicas de modelos de color [2]: 
 

1. Modelos colorimétricos. Están basados en la medición de valores físicos del 
reflejo espectral de la luz. 

2. Modelos de color psicofísicos. Están basados en la percepción humana del 
color. Estos modelos son creados, ya sea bajo criterios subjetivos de 
observación y en referencias comparativas, o están construidos a través de la 
experimentación para compaginarse con la percepción humana del color.  

3. Modelos de color inspirados en la fisiología. Están basados en los tres colores 
primarios correspondientes a los tres tipos de conos presentes en la retina. El 
espacio de color RGB (Red, Green, Blue) ampliamente utilizado en las pantallas 
de las computadoras, es el ejemplo más conocido de un modelo de color 
inspirado en la fisiología. 

4. Modelos de colores oponentes. Están basados en experimentos de percepción. 
Utilizan principalmente colores primarios opuestos y complementarios, por 
ejemplo, pares azul-amarillo o rojo-verde. 

 
Los modelos de color se pueden clasificar alternativamente en tres categorías para 
aplicaciones de procesamiento de imágenes [2]: 
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1. Modelos de color orientados a los dispositivos. Son modelos que están 
asociados con la captura, el procesamiento y el despliegue de las imágenes. 
Estos espacios son de gran importancia en las aplicaciones modernas, donde se 
debe especificar un color de manera que sea compatible con las herramientas de 
hardware utilizadas. 

2. Modelos de color orientados a los usuarios. Son utilizados como un puente, 
entre los operadores humanos y el sistema, para manipular la información de 
color. Estos modelos le permiten al usuario, especificar el color en términos de 
atributos perceptuales. Pueden ser considerados como una aproximación 
experimental de la percepción humana del color. 

3. Modelos de color independientes del dispositivo. Son utilizados para especificar 
el color en señales, independientemente de los dispositivos o las aplicaciones. 
Estos modelos son de importancia donde hay comparaciones de color y se 
transmite la información visual sobre redes que conectan diferentes plataformas 
y equipos de cómputo. 

 
 “En 1931, la Comisión Internacional de la Iluminación (CIE del francés Commission 

Internationale de L`Eclairage) adoptó curvas de color estandarizadas, diseñadas para un 
observador hipotético estandarizado” (K.N., Plataniotis, y A.N.Venetsanopoulos, 2000, p. 3, 
traducido). Estas curvas de color especifican cómo una distribución espectral de potencia 
específica (SPD del inglés Specific Power Distribution) de un estímulo externo (luz 
radiante visible incidiendo en el ojo humano), puede ser transformada en un conjunto de 
tres números que especifica el color. El sistema de especificación del color está basado en 
la descripción del color como la componente de luminancia Y y dos componentes 
adicionales X y Z [2]. Las curvas de ponderación espectral de X y Z fueron estandarizadas 
por la CIE basadas en valores estadísticos de experimentos que involucraron observadores 
humanos. Los valores triestímulo CIE XYZ pueden ser usados para describir cualquier 
color; el espacio de color correspondiente es llamado espacio de color CIE XYZ.  
 
El modelo de color XYZ es un espacio de color independiente de los dispositivos y ha sido 
útil en aplicaciones donde es importante una representación consistente del color a través 
de dispositivos de características distintas. 
 
El espacio de color CIE XYZ es perceptualmente no uniforme (ver Fig. 4). Por lo tanto no 
es apropiado para manipulaciones cuantitativas que se relacionan con la percepción humana 
del color; raramente es usado en aplicaciones de procesamiento de imágenes. [1][2] 
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Fig. 4 Representación del modelo de color CIE XYZ sobre un nivel XY 

 
“Aunque el modelo de color XYZ es usado solo indirectamente, juega un papel importante 
en el procesamiento de imágenes, ya que otros espacios de color pueden ser obtenidos a 
partir de éste a través de transformaciones lineales.” (K.N., Plataniotis, y 
A.N.Venetsanopoulos, 2000, p. 4, traducido).  Por ejemplo el espacio lineal de color RGB 
puede ser transformado a uno obtenido del espacio CIE XYZ mediante solamente una 
transformación lineal definida en una matriz de 3 x 3. De la misma manera otros espacios 
de color tales como el RGB no lineal, el YIQ y el HSI pueden ser transformados a, o desde 
el espacio CIE XYZ, pero requieren cálculos complejos y no lineales. El CIE también 
derivó y estandarizó otros espacios de color como perceptualmente uniformes, tales como 
el CIE L*a*b* y el CIE L*u*v*. [2]. 
 
La CIE ha patrocinado la investigación en la percepción de color durante muchos años, 
originando la construcción de varios modelos matemáticos de color ampliamente utilizados 
en la actualidad. La obtención de dichos modelos se basa en un gran número de 
experimentos de comparación de colores donde un observador humano promedio juzga la 
similitud visual entre dos secciones de estímulos visuales de color, y juzga si son 
aparentemente iguales. [2]  
 
“Ya que los experimentos en colorimetría están basados en procedimientos de 
comparación, en los cuales un observador humano juzga la similitud entre dos áreas, el 
modelo teórico sólo predice el resultado de las comparaciones, no los colores percibidos.” 
(K.N., Plataniotis, y A.N.Venetsanopoulos, 2000, p. 4, traducido)  
 
Se descubrió a través de estos experimentos que la luz de casi cualquier composición 
espectral, puede ser “igualada” por mezclas de sólo tres primarios (luz compuesta de una 
sola longitud de onda). La CIE, al recopilar resultados de experimentos (con diferentes 
observadores, con diferentes fuentes de luz, con diferentes potencias y composiciones 
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espectrales), definió una serie de funciones de comparación de color para observadores 
estandarizados. [1][2]  
 
Se determinó que los tres colores primarios, utilizados para crear la sensación de color, 
pueden ser seleccionados con amplio margen cumpliendo sólo que sean independientes. 
[1][2] 
 
2.2.2 El modelo de color RGB 
 
La principal suposición detrás de la teoría colorimétrica moderna (en lo que concierne a 
tareas de procesamiento de imágenes) es que la base fundamental para la visión en color 
humana se encuentra en las excitaciones de las tres clases de células fotorreceptoras 
(llamadas conos) en la retina. Estos fotorreceptores llamados receptores rojo, verde y azul 
definen un espacio tricromático llamado espacio RGB, cuyos primarios son colores puros 
en el bajas, medianas y altas frecuencias del espectro electromagnético visible [1][2][6][9]. 
 
En el modelo de color RGB, cada color aparece en sus componentes espectrales primarios 
de rojo, verde y azul (Red, Green, Blue) basándose en un sistema de coordenadas 
cartesianas. El subespacio de color RGB es el cubo mostrado en la (Fig. 5), en el cual las 
componentes roja, verde y azul están en tres esquinas, el cian, magenta y amarillo en las 
otras tres esquinas, el negro en el origen [0 0 0] y el blanco en la esquina más lejana al 
origen [1 1 1]. Se supone, por conveniencia, que los valores están normalizados al intervalo 
[0,1], dando lugar al cubo mostrado en la figura 5 llamado el cubo unitario. [1] 
 
Las imágenes en el modelo de color RGB consisten en tres planos de imagen 
independientes; una para cada color primario. Cuando se alimenta a un monitor RGB, estas 
tres imágenes se combinan en la pantalla fosforescente para producir una imagen 
compuesta en color. Por lo tanto, el uso del modelo RGB para el procesamiento tiene 
sentido cuando las imágenes mismas son naturalmente expresadas en términos de estos 
planos de color [1][2].  
 

 
Fig. 5 Espacio de color RGB 
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En procesamiento de imágenes, gráficas computacionales y sistemas de multimedia, la 
representación RGB es la más utilizada. Una imagen digital en colores es representada 
como un arreglo bidimensional de vectores de tres variables que representa a los valores del 
rojo, verde y azul de cada píxel. Estos valores de píxel son relativos a los tres colores 
primarios que forman el espacio de color [1][2]. 
 
  Para definir inequívocamente un espacio de color, deben ser especificados la 

cromaticidad de los colores primarios y un blanco de referencia. De otro modo, los valores 

asignados a los píxeles en la representación digital de la imagen en colores podrían no 

corresponder y perder significado. (…) 

 

  En la práctica, aunque un número de variantes de espacios RGB se han definido y están 

en uso en la actualidad, las especificaciones exactas generalmente no son accesibles a los 

usuarios. Los usuarios de multimedia asumen que todas las imágenes digitales están 

representadas en el mismo espacio RGB y entonces las usan, comparan y manipulan 

directamente sin importar de donde vinieron dichas imágenes. (K.N., Plataniotis, y 
A.N.Venetsanopoulos, 2000, p. 11, traducido) 
 
La cromaticidad adecuada de los primarios rojo, verde y azul utilizados está determinada 
por la tecnología empleada, tales como los sensores de las cámaras, los tipos de fósfor 
dentro del tubo de rayos catódicos (ya desaparecidos), etc. Así que se han desarrollado 
diferentes estándares como un intento para cuantificar las prácticas de la industria [1][2]. 
 
Se han definido y usado varios estándares de espacios de color en la industria, 
principalmente en la de la televisión. Entre ellos están los primarios de la Comisión Federal 
de Comunicaciones de América (FCC del inglés Federal Communication Commission of 

America), 1953, los primarios ‘C’ de la Sociedad de Ingenieros de Cine y Televisión 
(SMPTE del inglés Society of Motion Picture and Television Engineers), los primarios de 
la Unión de Radiodifusoras Europea (EBU del inglés European Broadcasting Union ver 
tabla 1). La mayoría de estas organizaciones usa un blanco de referencia conocido como 
CIE D65. [2] 
 
 
Tabla 1. Colores primarios EBU Tech 3213 

Colorimetría Rojo Verde Azul Blanco D65 

x 0.640 0.290 0.150 0.3127 
Y 0.330 0.600 0.060 0.3290 
Z 0.030 0.110 0.790 0.3582 

 
2.2.3 El espacio de color YIQ 
 
El espacio de color YIQ (el cual es usado en los sistemas de transmisión de TV) está 
basado en un estándar que fue adoptado en los años 1950 por el Comité Nacional de 
Normas de la Televisión (NTSC del inglés National Television Standard Committee). Este 
estándar buscaba la eficiencia en la transmisión de la señal y la compatibilidad con el 
estándar de la televisión monocromática. [2] 
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  El modelo YIQ fue diseñado para tomar ventaja de la mayor sensibilidad del sistema 

visual humano a cambios en la luminancia, que a cambios en la tonalidad o la saturación.  

Dadas estas características, es útil en sistemas de video tener una representación donde se 

tenga la componente de luminancia Y de manera independiente. En el sistema YIQ se tiene 

adicionalmente la componente in phase I, que es un eje naranja – cian y la componente en 

cuadratura Q que es un eje magenta – verde. (…)  

 

  En este modelo de color es posible adecuar la representación del componente de 

luminancia Y de tal manera que el ruido (o el error de cuantización o de cuantificación) 

introducido en la transmisión, procesamiento o almacenamiento, sea mínimo. Esto se 

consiguió al asignar más bits para codificar la luminancia (Y) y menos para codificar la 

cromaticidad (I y Q) en la transmisión y almacenaje de las imágenes, sin introducir graves 

errores perceptuales debido a la cuantización. (K.N., Plataniotis, y A.N.Venetsanopoulos, 
2000, p. 23-24, traducido) 
 
Otra característica de este modelo es que la componente de luminancia de una imagen 
puede ser procesada sin afectar su contenido de color. Por ejemplo, se puede aplicar una 
ecualización de histograma a una imagen en YIQ con simplemente aplicar este proceso a la 
componente Y, sin afectar a las otras componentes. De esta manera, los colores relativos de 
la imagen no son afectados durante el procesamiento [1][2][9]. 
 
La conversión de RGB a YIQ es definida por la siguiente matriz de transformación: 
 

[    Y  ] [0.299 0.587 0.114 ] [   R’ ] 

[     I   ]   =    [0.596 -0.275 -0.321 ] [   G’ ] 

[    Q  ] [0.212 -0.523 0.311 ] [   B’ ] 

 
Si se introduce una transformación a coordenadas cilíndricas, se pueden calcular los valores 
correspondientes para la tonalidad (hue) y la saturación: 
 

HYIQ = tan-1(Q/I) 

SYIQ = (I2+Q2)1/2 

 
El modelo YIQ fue desarrollado desde un punto de vista perceptual y provee varias ventajas 
en la codificación del color en las transmisiones al desacoplar Y, y los componentes de 
cromaticidad I y Q. Sin embargo, el modelo genera un espacio perceptualmente no 
uniforme, por lo que no es apropiado para la cuantificación de las diferencias de color 
percibidas. Por ejemplo, la distancia Euclidiana no es capaz de medir con precisión la 
distancia perceptual del color en el espacio no uniforme YIQ. Por lo tanto, YIQ no sería el 
mejor espacio para cálculos cuantitativos en donde intervenga la percepción de color 
humana. [2] 
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2.2.4  La familia de modelos de color HSI  

 
La familia de espacios de color HSI es usada principalmente en gráficas computacionales 
para especificar los colores, al usar las nociones artísticas de tintas, sombras y tonos. Se 
deriva del espacio de color RGB por transformaciones de coordenadas. En un sistema 
computacional de procesamiento de imágenes, es necesario transformar las coordenadas de 
color de HSI a RGB para su despliegue en pantalla, y viceversa para las operaciones del 
procesamiento. [2] 
 
  La familia de espacios de color HSI usa aproximadamente coordenadas cilíndricas. La 

saturación (S) es proporcional a la distancia radial y la tonalidad (H) es una función del 

ángulo del sistema de coordenadas polar. La intensidad (I) o luminancia (L) es la distancia 

a lo largo del eje perpendicular al plano coordenado polar. El factor dominante al 

seleccionar un modelo de color HSI particular, es la definición de luminancia, la cual 

determina las superficies de luminancia constante, y por lo tanto, la forma del sólido que 

representa el modelo de color. (…) 

 

  El espacio de color HSI fue desarrollado para especificar numéricamente, los valores de 

la tonalidad (H), la saturación (S) y la intensidad (I) de un color. La tonalidad (H) es una 

medida de la composición espectral de un color. Se representa como un ángulo alrededor 

de un eje vertical, y tiene un rango de valores entre 0 y 360 grados empezando por el rojo 

en 0
o. (K.N., Plataniotis, y A.N.Venetsanopoulos, 2000, p. 25, traducido)  

 
En este espacio de color, la saturación (S) se extiende desde 0 (en el eje I) radialmente 
hacia fuera, teniendo un máximo de 1 en la superficie del cono. Este componente se refiere 
a la proporción de luz pura de la longitud de onda dominante, e indica qué tan lejos está un 
color de un gris de igual brillantez. La intensidad es una medida de la brillantez relativa; su 
rango es [0, 1] (ver Fig. 6). 
 
En la parte superior e inferior del cono, donde los valores de I son 1 y 0, respectivamente, 
la saturación y la tonalidad no tienen sentido y están indefinidas. En cualquier punto a lo 
largo del eje I, la componente de la saturación es 0 y la tonalidad (H) es indefinida. Esta 
singularidad ocurre dondequiera que R = G = B. [2] 
 
El modelo de color HSI debe su utilidad a dos factores principales: 1) de manera similar al 
modelo YIQ, la componente de intensidad I está desacoplada de la información de 
cromaticidad. 2) los componentes de Tonalidad (H) y Saturación (S) están íntimamente 
relacionados a la manera en que nosotros los humanos percibimos la cromaticidad. [2] 



 34

 
Fig. 6 Espacio de color HSI 

 
La conversión de RGB (rango de [0,1]) a HSI con rango de [0,360] para H y [0,1] para S e I 
es la siguiente: 
 

H = cos-1 1/2[(R-G) + (R-B)]/[(R-G)2 + (R-B)(G-B)1/2] 

S = 1 – [3/(R+G+B)* min(R, G, B)] 

I = 1/3 (R+G+B) 

 
La conversión de HSI (rango de [0,360] para H y [0,1] para S e I) a RGB con rango de 
valores en [0,1] es la siguiente: 
 
Si H está en el sector RG (0 < H ≤ 2π /3): 
 

 b = 1/3 (1-S) 

 r = 1/3 (1+ [S * cos H / cos (π /3 - H)]) 

 g = 1 - (r + b) 

 
Si H está en el sector GB (2π /2 < H <= 4π /3): 
 

 H = H – 2π /3 

 r = 1/3 (1-S) 

 g = 1/3 (1+ [S * cos H / cos (π /3 - H)]) 

 b = 1 - (r + g) 
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Si H está en el sector BR (4π /3 < H <= 2π): 
 

 H = H – 4π / 3 

 g = 1/3 (1-S) 

 b = 1/3 (1+ [S cos H / cos (π/3 - H)]) 

 r = 1 - (g + b) 

 
La manera más fácil de seleccionar superficies de luminancia constantes es a través de 
planos. Una versión simplificada de la luminancia percibida en términos de valores RGB es 
L = (R + G + B)/3.  
 
Otros miembros de la familia HSI, como el doble cono hexagonal HLS, pueden ser 
obtenidos directamente del HSI modificando las superficies de luminancia constante, al 
definirse L = (máximo(R, G, B) + mínimo(R, G, B)) /2. Ver Fig. 7. 
 
Si los valores máximos y mínimos coinciden, entonces S = 0 y la tonalidad es indefinida. 
En caso contrario, la saturación se define como: 
 

Si L<= 0.5 entonces S = (Max - Min) / (Max + Min) 

Si L > 0.5 entonces S = (Max- Min) / (2 – Max- Min) 

 
Donde Max = máximo (R, G, B) y Min = mínimo (R, G, B). La tonalidad (Hue) se calcula 
de la siguiente manera: 
 

1. Si R = Max entonces: 

H = (G’ – B’) / (Max-Min) 

2. Si G = Max entonces: 

H = (B – R) / (Max- Min) 

3. Si B = Max entonces: 

H = 4 + (R-G) / (Max-Min) 

 
La transformación inversa, de HLS a HSI, comienza reescalando los ángulos de la 
tonalidad al rango [0,6]. Se consideran los siguientes casos: 
 

1. Si S = 0, la tonalidad está indefinida y (R,G,B) = (L,L,L) 
2. En caso contrario, i = floor(H) siendo el número de sector en y f = H – i el valor de 

la tonalidad en dicho sector. Se consideran los siguientes casos: 
 

a. Si L < = Lcrítico (= 255/2) entonces: 

Max = L (1+S) 

Mid1 = L (2fS + S -S) 
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Mid2 = L [2(1 - f)S +1 - S] 

Min = L (1-S) 

b. Si L > Lcrítico entonces: 

Max = L (1-S) + 255S 

Mid1 = 2[(1-f)S - (0.5 –f )Max] 

Mid2 = 2[fL – (f- 0.5) Max] 

Min = L (1+S) –255S 

 
Lcrítico = 255/2 para una representación de 8 bits. La función floor(X) es una función que 
regresa el entero más grande que no sea mayor que X. 
 

 
Fig. 7 Espacio de color HLS 

 
El modelo de color HSV también pertenece a este grupo de sistemas de coordenadas de 
color basados en la tonalidad, que tienen una correspondencia más cercana a la percepción 
humana. Este espacio orientado al usuario, apela a ideas artísticas intuitivas; como tinte, 
tono y sombra. El sistema de coordenadas HSV está convenientemente representado en el 
modelo del cono hexagonal de la Fig. 8. 
 
El conjunto de ecuaciones que transportan un punto de RGB a los valores apropiados de 
HSV son: 
 

H1 = cos-1 /2[(R-G)+(R-B)]/[(R-G)2+(R-B)(G-B)1/2] 

H = H1, si B <= G 

H = 360 – H1, si B > G 
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S = max(R, G, B) – min(R, G, B) / max(R, G, B) 

V = max(R, G, B)/255 

 

 
 

Fig. 8 Espacio de color HSV 
 
Las ventajas de los espacios de la familia de color HSI sobre otros espacios son: 
 

1. Buena compatibilidad con la intuición humana. 

2. Separabilidad de los valores cromáticos y acromáticos. 

3. Posibilidad de usar una característica de color como tonalidad, con propósitos de 
segmentación. Se puede usar H, S o I como característica única. 

 
Sin embargo, los espacios de color orientados a la tonalidad tienen algunas importantes 
desventajas como [1][2][9]: 
 

1. Singularidades en la transformación. Por ejemplo tonalidad indefinida para 
puntos acromáticos. 

2. Sensibilidad a pequeñas variaciones de valores RGB cerca de los puntos de 
singularidad. 

3. Inestabilidad numérica al operar con valores de tonalidad (H) dada la naturaleza 
angular de esta característica. 

 
En el modelo de representación del color propuesto en esta tesis, se resuelven estas 
desventajas al dividir el espacio de colores en zonas cromática y acromática y al asignar a 
cada zona vectores de magnitud 1 o 0 como representación de la tonalidad, en las mejoras 
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en la definición de la zona acromática W, en la representación de la tonalidad como un 
vector normalizado en  que elimina la inestabilidad numérica mencionada y en la 
integración en una función de similitud [3][5][34]. 
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3. Estado del arte 

 
Actualmente los enfoques y las técnicas disponibles para la segmentación varían 
ampliamente: los hay basados en morfología matemática [7], en topología computacional 
[8], basados en optimización de biogeografía [17], en conjuntos neutrosóficos [18], en 
medidas de rugosidad multiescala [19], en aprendizaje de optimización de enjambre de 
partículas [20], en cuaterniones [21], en agrupamientos en el espacio de color CIE L*a*b* 
[37], basados en técnicas wavelets [38] entre otros, pero sigue siendo aún un problema 
abierto.  
 
Todos estos trabajos tienen en común que la información de color se representa en algún 
espacio de color (como L*a*b*, L*u*v*, RGB, HSV, etc.) y su homogeneidad y/o 
discontinuidad se obtienen a partir de una métrica dentro del espacio de color seleccionado. 
A partir del análisis de los resultados se podrá ver que la función de similitud propuesta así 
como las modificaciones al espacio HSI propuestos pueden ser una alternativa útil para la 
integración de la información de color ya sea para la localización de regiones homogéneas 
y bordes de color así como en la toma de decisiones para la resolución de ambigüedades.  
 
La selección adecuada del espacio de color para el procesamiento de imágenes es un 
aspecto muy importante a tener en cuenta [2][3][9]. La representación en el espacio de 
color RGB tiene varias desventajas conocidas, pero es utilizado por Shi y Funt (2007), [21], 
en una nueva forma mediante el uso de cuaterniones.  
 
En Correa-Tome y otros (2011), [43], se presenta un estudio comparativo entre varios 
espacios de color perceptualmente uniformes (en concreto: L*a*b*, L*u*v* y RLa*b*) con 
el fin de establecer qué espacio de color es mejor para la segmentación de imágenes 
naturales. Para realizar la comparación se utiliza un método de discrepancia empírica. Este 
método necesita una Verdad-Base (GT) como modelo ‘ideal’ de la segmentación y calcula 
cómo la segmentación se aproxima a este ‘ideal’. Estos espacios de color tienen el 
inconveniente de que cuando manejan la información de saturación y tonalidad de manera 
conjunta en los canales a* b* (o u* v*), es difícil predecir si la diferencia en color es debida 
a alguna de estas variables.  
 
La segmentación ‘ideal’ utilizada fue hecha por diferentes personas en la base de datos de 
Berkeley. Sólo se utiliza la información de color para la realización de las pruebas 
comparativas excluyendo lo demás. En el estándar de comparación (benchmark) fueron 
utilizados dos enfoques: 1. Clasificación supervisada de píxeles y 2. Clasificación no 
supervisada utilizando K-media. También utiliza como referencia el umbralado de la 
imagen de intensidad en RGB. 
 
Las segmentaciones y evaluaciones hechas por individuos tienen diferencias intrínsecas 
debido a errores de tipo subjetivo al evaluar la importancia de los objetos en la escena [23]. 
En cuanto al método de evaluación de resultados podemos observar que los resultados 
tomados como ‘ideales’ en el conjunto de datos de Berkeley difieren entre diferentes 
evaluadores; en este trabajo los autores no mencionan cómo se integraron las diferentes 
segmentaciones para generar su modelo ‘ideal’ de segmentación. 
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Como resultado, concluyen que el espacio de color L*u*v* obtuvo los mejores resultados 
en: 1) capacidades medias de discriminación y 2) velocidad de procesamiento. 
 
En Protiere y Shapiro (2007), [41], se presenta un algoritmo de segmentación 
semiautomático para imágenes naturales. El usuario selecciona primero diferentes regiones 
de interés mediante sencillos garabatos y a partir de ellos toda la imagen se divide en 
segmentos de forma automática. Para lograr esta tarea, se calculan distancias ponderadas a 
partir de los garabatos. La ponderación se obtiene partiendo de una serie de filtros de Gábor 
para localizar texturas en las imágenes. 

 
En su método se calcula una mínima distancia geodésica tomando en cuenta sólo cambios 
en la luminosidad como factor de ponderación. La función de similitud de color propuesta 
en esta tesis podría integrarse en el cálculo de las ponderaciones y de esta manera podría 
mejorar sus resultados, haciendo que la distancia geodésica sea sensible a la homogeneidad 
de color y no sólo a la luminancia. 

 
En Bai y Shapiro (2007), [40], los autores presentan un algoritmo semiautomático para la 
segmentación de imágenes naturales y video. Su técnica se basa en el cálculo de una 
distancia geodésica ponderada de cada píxel a garabatos generados por el usuario. Los 
garabatos dados por el usuario son mucho más simplificados en comparación con otros 
sistemas, ya que el usuario sólo tiene que trazar una línea que cruza la región de interés. Su 
sistema puede manejar oclusiones parciales. Las ponderaciones para la distancia geodésica 
se calculan de acuerdo a los cambios en la probabilidad de que el píxel pertenezca al objeto 
de interés. La probabilidad se calcula a partir de los garabatos dados por el usuario en el 
espacio de color L*u*v*. El modelo de color y la función de similitud propuesta en esta 
tesis también podrían integrarse en su sistema y posiblemente sus resultados; los pesos 
podrían calcularse según el gradiente de la función de similitud propuesta en el presente 
trabajo de tesis. 
 
En Rother y otros (2004), [42], los autores presentan un método de segmentación 
semiautomático de objetos de interés en fondos complejos. El método integra la 
información de las regiones homogéneas y los bordes. La segmentación se realiza 
minimizando una función de energía, donde se integra la información de regiones 
homogéneas y bordes. El trabajo utiliza el espacio de color RGB y modelos de mezcla de 
Gauss para cada píxel. Como entrada del usuario, el algoritmo sólo necesita el objeto de 
interés enmarcado. A partir de esta entrada se infiere que el marco está en el fondo y el 
objeto está contenido en el marco. También se presenta un estudio comparativo del estado 
del arte a partir de diferentes sistemas comerciales semiautomáticos. Se muestra cómo su 
método requiere menos esfuerzo por parte del usuario. 
 
En Sivic y Zisserman (2003), [44], se presenta un novedoso enfoque metodológico para la 
extracción de objetos y escenas en videos en el cual busca y localiza todas las apariciones 
de un objeto (previamente señalado por un usuario) en un video. El sistema permite 
recuperar las imágenes (o grupos de imágenes) en donde aparece un objeto particular con la 
misma facilidad, velocidad y precisión con la que Google encuentra documentos de texto 
(páginas web) donde aparecen determinadas palabras. Este objeto es representado por un 
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conjunto de descriptores de regiones (vectores descriptores de 128 dimensiones SIFT) los 
cuales son invariantes a cambios en perspectiva, por lo que se tienen buenos resultados en 
el reconocimiento del objeto a pesar de cambios en iluminación, perspectiva y también 
tolera oclusiones parciales. 
 
Para generar los descriptores se calculan dos tipos de regiones covariantes para cada 
imagen en el video. El primer tipo (Shape Adapted, SA) es construido por adaptación de la 
forma de una elipse alrededor de un punto de interés. Su forma es determinada al 
maximizar el gradiente de intensidad isotrópico sobre la región elíptica. El segundo tipo de 
región (Maximally Stable, MS) es construido al seleccionar áreas segmentadas utilizando 
líneas de cuencas (watershed lines) sobre imágenes de intensidad. Se seleccionan las áreas 
que permanecen constantes al variar el umbral de intensidad. 
 
Ambos tipos de regiones son utilizados porque ellas detectan diferentes áreas de una 
imagen y por lo tanto proveen representación complementaria de una imagen. SA tiende a 
describir bordes mientras MS tiende a describir regiones homogéneas sobre fondos. En ese 
trabajo tanto la detección de regiones como su descripción se calcularon sobre versiones 
monocromáticas de las imágenes, por lo que la información de color no es utilizada [44]. 
La función de similitud de color propuesta en este trabajo de tesis podría usarse tanto en la 
generación de las regiones SA como MS así como en la toma de decisiones para la 
resolución de ambigüedades; y de esta manera incorporar información de color en el 
sistema y posiblemente mejorar los resultados.  
 
En Vaitkus y Várady (2013), [16], los autores presentan un algoritmo de segmentación de 
imágenes basado en herramientas de topología algebraica computacional y la teoría de 
Morse. Asignan una cantidad llamada persistencia a sus características topológicas, 
midiendo su tiempo de vida en la construcción. En combinación con los conceptos de la 
teoría de Morse, construyen y simplifican una segmentación de líneas de cuencas 
(watershed) del complejo. Para imágenes en colores aplican un algoritmo general en la 
vecindad del grafo de la nube de puntos que representa la imagen en el espacio de color, el 
que se filtra posteriormente mediante estimación de la densidad Gaussiana. 
 
En Yue y otros (2012), [19], los autores presentan una medida de rugosidad multiescala 
basada en la simulación de la visión humana. Aplicaron teorías de escala-espacio lineal y 
conjuntos aproximados para generar la rugosidad jerárquica de la distribución del color en 
múltiples escalas. El algoritmo de segmentación se basa en medir la rugosidad multiescala 
en histogramas de color. Los autores proponen la entropía de rugosidad para la selección 
de la escala basada en variación de información. 
 
El trabajo presentado por Huang y otros (2011), [8], aborda el problema de la segmentación 
de imágenes bajo el paradigma de agrupamiento-entonces-etiquetado. Presentan un 
algoritmo de agrupamiento mejorado que mantuvo buena coherencia de los datos en el 
espacio de características y que se utilizó para hacer el agrupamiento en el espacio de 
características de color usando el espacio de color CIE L*a*b*. En lugar de calcular las 
características de cada píxel, se hacen los cálculos a partir de regiones atómicas con 
características homogéneas de color llamadas superpíxeles. La segmentación de la imagen 
se obtiene mediante el establecimiento de cada píxel con su grupo correspondiente. 
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Puranik y otros (2011), [20], presentan un método de segmentación automática basada en 
conjuntos difusos y aprendizaje global utilizando optimización de enjambre de partículas. 
Se definen conjuntos difusos en el espacio de color de tono-saturación-luminosidad (HSL). 
Durante el proceso de búsqueda, un miembro de la población trata de maximizar en cada 
iteración un criterio de aptitud, que es una alta tasa de clasificación y un pequeño número 
de reglas. Por último, se selecciona la partícula con el valor más alto de aptitud (fitness) 
como el mejor conjunto de reglas difusas para la segmentación de imágenes. 
 
En el trabajo de Gupta y otros (2011), [17], se propone un enfoque de optimización basado 
en biogeografía para la segmentación automática del color. Biogeografía es el estudio de la 
distribución geográfica de los organismos biológicos, que es básicamente un proceso 
evolutivo que logra el intercambio de información por la migración de las especies. Utilizan 
agrupamientos en el de espacio de color L*a*b* (regiones homogéneas) como hábitats que 
se modifican con el tiempo por las reglas del campo de la biogeografía. El algoritmo de 
optimización es similar al de aprendizaje por optimización de enjambre de partículas con 
algunas diferencias en sus normas como la de no crear hijos. 
 
En Sengur y Guo (2011), [18], se presenta un nuevo método de segmentación automática 
que utiliza conjuntos neutrosóficos para la representación y análisis multirresolución con 
transformación ondeleta (wavelet). Se utiliza tanto la información de color (en el espacio de 
color CIE L*u*v*) como la textura para la segmentación. El análisis de la transformación 
wavelet permite la caracterización de la textura y un valor de la entropía, que se utiliza en la 
caracterización de la imagen en colores con conjuntos neutrosóficos. Cada píxel de la 
imagen se representa como un conjunto neutrosófico, con operaciones aplicables definidas 
en ese campo. 
 
En Celik y Tjahjadi (2010), [22], los autores presentan un algoritmo de segmentación de 
imágenes en colores no supervisado que utiliza información multiescala de los bordes y 
contenido espacial de color. La información multiescala de los bordes se extrae utilizando 
la transformada wavelet dual tree complex. Se aplican operadores morfológicos binarios a 
la información de bordes para detectar regiones semilla. La segmentación de regiones 
homogéneas se obtiene usando crecimiento de regiones seguido de fusión de regiones en el 
espacio de color CIE L*a*b*. 
 
En el trabajo de Harun y otros (2010), [26], los autores presentan una técnica para la 
segmentación de imágenes de leucemia aguda. La técnica de segmentación segmenta cada 
imagen de leucemia en dos regiones: objeto y fondo. En su enfoque, la segmentación se 
basa tanto en el espacio de color HSI como en el RGB. Una comparación de rendimiento 
entre los algoritmos de segmentación se lleva a cabo para elegir la mejor segmentación de 
la imagen de color para la detección del estallido. Sus resultados muestran que la 
segmentación basada en el modelo HSI tiene éxito con las imágenes de leucemia aguda, y 
además quita el ruido de fondo. 
 
En Kim y otros (2008), [24], los autores proponen un modelo de color en el espacio de 
color HSI, tomando en cuenta la información de intensidad mediante la adopción del ajuste 
de la curva B-spline, con el fin de hacer un modelo matemático para las características 
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estadísticas de un color con respecto a la intensidad. Las características estadísticas 
contienen la desviación media y el estándar de tonalidad y saturación con respecto a la 
intensidad. El algoritmo propuesto se aplicó con éxito en imágenes en colores bajo 
diferentes condiciones de iluminación. 
 
En Shi y Funt (2007), [21], los autores presentan un método que utiliza cuaterniones para la 
representación del color y segmentan la imagen en regiones con color y textura similar. La 
ventaja de usar la aritmética de los cuaterniones es que el color puede representarse y 
analizarse como una sola entidad. Cada componente de color de la imagen de entrada RGB 
se corresponde a cada base imaginaria i, j, k del cuaternión que representa cada píxel en la 
imagen. El componente real del cuaternión está relacionado con la textura. 
 
Un primer estudio exhaustivo sobre los métodos de evaluación de segmentación de 
imágenes, se presenta en Zhang (1996), [12], con una clasificación coherente de los 
métodos existentes en ese momento. En Zhang (2001), [13], se presentan los progresos 
realizados en la materia durante los siguientes cinco años después de la primera 
publicación. Otra actualización se presentó cinco años después abarcando los principales 
métodos de evaluación de segmentación disponibles hasta 2006, [15]. 
 
Chabrier y otros (2006), [45], presentan un estudio comparativo de 14 criterios de 
evaluación de métodos supervisados de segmentación de imágenes utilizando bordes. El 
estudio se realizó en dos partes: (1) Evaluación con imágenes sintéticas para caracterizar el 
comportamiento general del algoritmo que se complementa con (2), que consiste en una 
evaluación sobre una selección de imágenes reales en colores. Para obtener el GT de 
segmentaciones de diferentes personas, los autores mencionan que fusionaron los 
resultados, pero no dan detalles de cómo lo hicieron. 
 
Zhang y otros (2006), [11], presentan un estudio exhaustivo sobre los métodos no 
supervisados de evaluación de la segmentación publicados hasta ese momento. Los autores 
proponen una jerarquía de métodos con un compendio de las principales ramas y 
localizando cada grupo de los métodos no supervisados en él. Ellos mencionan las ventajas, 
tales como el no necesitar GT para obtener resultados cuantitativos. También proponen las 
principales líneas de investigación futura para este tipo de métodos en su tiempo. 
 
En Macaire y otros (2006), [37], se presenta un esquema de segmentación de imágenes de 
color basado en clasificación de píxeles no supervisada. Cuando los puntos de color de 
diferentes regiones de la imagen producen un solo grupo en el espacio de color, el esquema 
divide este grupo en subpoblaciones de puntos de color definidos por dominios. Para este 
propósito, la conectividad y las propiedades de homogeneidad de color en subconjuntos de 
píxeles son analizadas con el fin de construir clases que correspondan a regiones 
homogéneas en la imagen. 
 
Martin y otros (2001), [23], presentan una base de datos que contiene el GT de 
segmentaciones producidas manualmente por un grupo de personas, de una amplia variedad 
de imágenes de escenarios naturales de color. Los autores definen dos medidas de error 
relacionadas que cuantifican la coherencia entre las segmentaciones de diferentes 
granularidades. Estas medidas permiten realizar comparaciones entre las segmentaciones 
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realizadas por personas y las segmentaciones de la misma escena realizadas por 
computadora. 
 
En Zhang y Gerbrands (1992), [14], se presenta una forma de diseño de imágenes sintéticas 
con su GT correspondiente para la evaluación de algoritmos de segmentación. Los autores 
introducen un marco general y consideraciones generales de diseño. También presentan un 
sistema para la generación de imágenes sintéticas en tonos de grises tomando en cuenta sus 
consideraciones de diseño. Se estudia el comportamiento de un método de segmentación en 
imágenes en tonos de grises que utiliza umbralado y se obtienen algunas observaciones. 
 
Como vimos varios de los trabajos hacen uso de los espacios de color CIE L*a*b* o 
CIE L*u*v*, que tienen algunas supuestas ventajas, tales como la separación de la 
información de luminosidad (L), así como el manejo de la similitud cromática de color 
como la distancia Euclidiana entre los canales independientes a*b* (o u*v*).  
 
Como veremos en la sección de pruebas comparativas, la suposición de la independencia de 
los canales a* y b* de la luminancia L* no fue real [28][29] y la influencia se hizo mayor 
conforme aumentaba la saturación [28]. 
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4.  Metodología 

 
El método de segmentación propuesto en esta tesis se basa en el cálculo de una función de 
similitud de color (también propuesta) para cada píxel de la imagen de color (representado 
en el modelo de color RGB con 24 bits) para formar lo que llamamos una imagen de 
similitud de color (ISC), la cual es una imagen de escala de grises. Una imagen en colores 
suele contener millones de colores, y muchos miles de ellos representan el mismo color 
percibido de un objeto, pero con variaciones debido a la presencia de ruido aditivo, la falta 
de definición entre las fronteras de color y regiones, sombras en la escena, la resolución 
espacial del sistema de visión humano, etcétera. La función de similitud de color propuesta 
permite la agrupación de los muchos miles de colores, en una sola imagen de salida en 
tonos de grises [3][5][31][32][34][35]. 
 
La ISC es entonces umbralada automáticamente y la salida puede ser utilizada como una 
capa de segmentación, o puede ser modificada posteriormente con operadores morfológicos 
para introducir características geométricas si éstas son necesarias. 
 
La generación de una ISC sólo requiere del cálculo de la ecuación (1) (más adelante) para 
cada píxel de la imagen de entrada RGB. Así, la complejidad es lineal con respecto al 
número de píxeles en la imagen de origen y por esa razón el algoritmo es 
computacionalmente económico. 
 
En primer lugar, se calcula el centroide de color y la desviación estándar de color de una 
pequeña muestra que consiste en unos pocos píxeles (menos de 10 píxeles por color) del 
color que se desea segmentar. El centroide calculado representa el color deseado a ser 
segmentado mediante la técnica propuesta para tal fin. Entonces, la función de similitud de 
color utiliza la desviación estándar de color calculada a partir de la muestra de píxeles para 
adaptar el nivel de dispersión del color en las comparaciones [3][5][31][32][34][35]. 

 
El resultado del cálculo particular de la función de similitud para cada píxel y el centroide 
de color (es decir, la medida de similitud entre el píxel y el valor representativo del color) 
genera la ISC. La generación de esta imagen es la base del método propuesto en esta tesis, 
la cual conserva la información del color seleccionado de la imagen en colores original. La 
ISC es una representación discreta en el rango 0-255 de una función continua, cuyos 
valores están en el rango normalizado [0-1]. La ISC puede ser umbralada con cualquier 
método de umbralado automático. Para obtener los resultados presentados en esta 
investigación se utiliza el método de umbralado de Otsu [25][27].  
 
Para generar una ISC se necesita como entrada: 1) Una imagen en colores representada en 
el modelo de color RGB de 24 bits (formato de color verdadero) y 2) Una muestra de 
píxeles seleccionados arbitrariamente que forman la muestra del color que se desea 
segmentar. De esta muestra de píxeles se calculan los indicadores estadísticos de acuerdo al 
modelo modificado de color HSI mediante los métodos propuestos. 
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Esta información es necesaria para adaptar la función de similitud de color con el fin de 
obtener mejores resultados. Para obtener una ISC se calcula para cada píxel de la imagen la 
siguiente función de similitud de color propuesta, Ec. (1): 

 

=),( qpS * *     (1) 

Donde ∆h es la distancia entre la tonalidad (p) y la tonalidad promedio(q); ∆s es la distancia 
de saturación entre la saturación(p) y la saturación promedio(q); ∆i es la distancia de 
intensidad entre la intensidad(p) y la intensidad promedio(q); σh es la desviación estándar 
de tonalidad de la muestra de píxeles; σs es la desviación estándar de saturación de la 
muestra de píxeles; σi es la desviación estándar de intensidad de la muestra. En la Ec. (1) la 
información de color se integra dando gran importancia a los pequeños cambios de 
percepción en el tono, así como una tolerancia ancha o estrecha para los valores de 
intensidad y saturación en función de la muestra inicial, que es representativa del color que 
se desea segmentar [3][5][31][32][34][35]. 
 
Los valores estadísticos necesarios se calculan como sigue Ec. (2):  

  . 

    . 

    . 

.  (2) 

    . 

Donde n es el número de píxeles en la muestra. 
 
Las desventajas comunes atribuidas al espacio de color HSI, tales como las singularidades 
inamovibles de tonalidad en saturaciones muy bajas o la naturaleza periódica del matiz 
(hue), que se pierde en su representación estándar como un ángulo en el rango [0° -360°], 
son superadas en la técnica propuesta en este trabajo al utilizar una representación vectorial 
en  en la separación de las regiones cromáticas y acromáticas y en la definición de las 
distancias .  
 
Dos modificaciones en el espacio de color HSI estándar son propuestas con el fin de crear 
un modelo consistente para representar los colores y centroides de color: 
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1. Representación de la tonalidad. En lugar de la representación estándar de la tonalidad 
como un ángulo en el rango [0° -360°], la tonalidad está representada como un vector 
normalizado con magnitud 1 o 0. Esta representación tiene al menos tres ventajas en 
comparación con un ángulo en el rango [0° -360°]: a) la discontinuidad existente en 360 
grados y 0 grados se elimina; b) la tonalidad promedio de un grupo de píxeles puede ser 
entendido como el ángulo resultante de una adición vectorial de los píxeles de color en la 
región cromática de la muestra, lo que significa una manera sencilla para calcular la 
tonalidad media; c) el valor de la amplitud de 0 o 1 sirve como bandera destinada a la 
distinción entre regiones cromáticas o acromáticas. 
 
2. Separación de las regiones cromáticas y acromáticas. La separación de las regiones 
(como se describe más adelante) se utiliza para calcular la tonalidad promedio. Una vez que 
se ha calculado esta distinción, ya no es necesaria, porque en la formulación de la Ec. (1) 
todos los casos de comparación de color entre zonas mantienen coherencia. El uso de 
Gaussianas en la definición de la Ec. (1) refleja la opinión de que con las modificaciones 
propuestas en este trabajo se permiten distribuciones normales de las características de 
color en el espacio HSI modificado, en concordancia con la experiencia visual de la 
similitud de color [31][32][34][35]. 
 
4.1 La selección de la muestra de píxeles 

 
La muestra de píxeles es la representación del color deseado (s) a ser segmentado en una 
imagen en colores. La selección de la muestra de píxeles es el único paso del proceso en 
manos del usuario. De esta muestra de píxeles se calculan dos valores para alimentar el 
algoritmo de segmentación: el centroide del color y una medida de la dispersión del color 
de este centroide, que en nuestro caso es la desviación estándar. Estos dos valores se 
representan de acuerdo con el modelo HSI modificado propuesto [3][31][32][34][35]. 
 
Si se toma un único píxel como muestra, su color representaría el centroide de color, y 
produciría una dispersión igual a cero, lo que da una delta de Dirac en el cálculo de la 
ecuación (1). Esto significa que la función de similitud sería estrictamente discriminativa 
para el color del píxel. Esta no es la intención en general de la segmentación de imágenes 
en colores que usualmente contienen millones de colores, muchos miles de los cuales son 
debidos a la presencia del ruido aditivo y ruido de cuantificación. Por lo tanto, se utiliza en 
el caso de un píxel por muestra un valor pequeño para la dispersión, tentativamente 0.001. 
 
Si se toma adicionalmente otro píxel, se obtiene entonces el centroide de ambos y su 
correspondiente desviación estándar para alimentar el algoritmo. Así que cuando se 
selecciona un píxel adicional, debe tomarse de una región que no estaba segmentada o que 
estaba mal segmentada cuando se utilizó el primer píxel. Eso significa que para obtener 
mejores resultados, los píxeles de la muestra deben tomarse de las regiones de color en una 
forma tal que deben constituir una buena representación de las variaciones de color en la 
región [31][32][34][35]. 
 
Si se añaden más y más píxeles a la muestra el centroide correspondiente a la zona a ser 
segmentada aumenta en precisión. Aquí podemos cumplir con una relativamente pequeña 
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muestra representativa de la zona de color a ser segmentada. Más allá de un número dado 
de píxeles bien seleccionados en la muestra, el aumento de su número no afecta 
sensiblemente la calidad de la segmentación, porque la adición de más píxeles a la muestra 
de aproximadamente el mismo color percibido no afecta de una manera sensible a los 
estimadores estadísticos que alimentan el algoritmo. De los resultados obtenidos en la 
caracterización del algoritmo (sección 6.5) se obtuvo que 5 píxeles es el tamaño de la 
muestra que obtuvo los mejores resultados y que no mejoraron sensiblemente la 
segmentación al aumentar su número en la muestra. 
 
4.2  La zona acromática W 
 
La zona acromática W es la región en el espacio de color HSI donde ninguna tonalidad es 
percibida por el ser humano. Esto significa que el color se percibe sólo como un nivel de 
gris, debido a que la saturación de color es muy baja; o la luminancia es demasiado baja 
(cercana al negro) o demasiado alta (cercana al blanco) [2][3][33]. 
 
Teniendo en cuenta el espacio tridimensional de color HSI, la zona acromática clásica se 
define como la unión geométrica de los puntos en el interior del cilindro creado por el 
umbralado de la saturación agregando dos conos donde hay muy baja intensidad y muy alta 
intensidad [2]. Píxeles dentro de esta región se perciben como píxeles en niveles de gris 
(figura 1 izquierda).  

 
Para modelar mejor la respuesta visual humana en las zonas de cambios bruscos, cerca de 
las zonas de unión de los dos conos con el cilindro de la zona de singularidad W, como se 
presenta en Plataniotis y Venetsanopoulos (2000), [2], y Alvarado-Cervantes (2006), [3], fue 
conveniente modificar la caracterización del modelo clásico de color HSI para los colores 
que pertenecen a regiones con muy baja o muy alta luminosidad, como se muestra en la 
figura 9 (izquierda). [1][3][31][33]. 

 
Con el fin de ajustar la región W con un modelo más cercano a la respuesta humana a la 
brillantez [10], se introdujo una función exponencial con tres parámetros: umbral de 
saturación (st), punto de inflexión (ip), e influencia, ver Fig. 9 (derecha). 
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Fig. 9. Zona acromática W en el modelo de color HSI 

Entonces, la imagen de saturación se verá ahora afectada por un factor calculado a partir del 
punto de inflexión (ip) y la pendiente Influencia para cada píxel (P), como se muestra en la 
Ec. (3): 
 

( ) )(*)1(*1)_(_ ))((*2 PSaturacioneInfluenciaPosPSaturacionNueva PIntensidadipabs −−−=   
(3) 

 
Donde la pendiente Influencia es un parámetro que representa el grado de afectación del 
factor exponencial al atributo de saturación para cada píxel; abs() representa la función de 
valor absoluto, Pos() es una función que regresa su propio argumento en caso de ser 
positivo y 0 en otros casos y la intensidad() se define como un promedio de los valores de 
los píxeles en los canales RGB como se indica en la Ec. (6). Después de calcular los valores 
Nueva_Saturacion para la imagen de origen, se umbrala con el valor de saturación (st) para 
obtener los resultados de la zona acromática mejorada W, [31][33]. 
 
El punto de inflexión se utiliza para modificar el nivel de afectación de la función 
exponencial en el nuevo cálculo de la saturación. La hace más o menos sensible a los 
niveles altos o bajos de iluminación. Por ejemplo, un nivel de 0.5 indica que la influencia 
de la función exponencial es la misma en las regiones de iluminación alta y baja. Un nivel 
de 0.6 indica que la función exponencial afecta más a las regiones de baja iluminación 
[31][33]. 

 
Encontramos un rendimiento aceptable con los parámetros determinados empíricamente en 
los siguientes rangos: st ϵ [0.07 - 0.1], ip ϵ [0.5 - 0.6], y Pendiente ϵ [1 - 1.5]. 
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4.3 Cálculo de la tonalidad promedio 

 
Con el fin de obtener el promedio de la tonalidad (Hm) de varios píxeles de una muestra, se 
aprovecha la representación vectorial en . Los vectores que representan los valores de 
tonalidad de los píxeles individuales se combinan mediante la suma vectorial. A partir del 
vector resultante se obtiene el tono promedio correspondiente al ángulo de este vector con 
respecto al eje rojo. De este modo la tonalidad se calcula de la siguiente manera: 
 
1. Para cada píxel de la muestra se aplica la siguiente transformación propuesta: 
 

    Si WP ∉  (4) 

   

 
 Y en caso contrario: 

 







=

0

0
)(PV   Si WP ∈  

 
Donde V(p) es la proyección normalizada de las coordenadas RGB del píxel al plano 
perpendicular al eje de Intensidad del cubo RGB, cuando el eje x es colineal con el eje rojo 
del círculo cromático. Por otro lado W representa la zona acromática en el espacio HSI y 
[RGB]t es un vector con los componentes de color del píxel en el espacio de color RGB. 
 
Para llevar a cabo esto, se ejecuta el siguiente código: 

 Vector.x = 0; 
 Vector.y = 0;   // initialize vectors 
 For (i = 1; i < = n; i++)  // for every píxel in the 

sample do 
  {Vector.x = Vector.x + V(i).x;   // x-component 

of the accumulated vector 
  Vector.y = Vector.y + V(i).y;}  // y-component of the 

accumulated vector 
 Vs = [Vector.x Vector.y];  // Accumulated vector  

 
En este código tenemos un vector en  que acumula las adiciones de vectores al 
incrementarse el índice. Cada uno de los vectores que se añade corresponde a la 
transformación anterior de a  para cada píxel de la muestra realizada en el paso 1. 
 
2. El ángulo del vector acumulado (Vs) con respecto al eje x es la tonalidad promedio: 

  (5) 

Donde 0 representa el eje del rojo. 
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4.4 Distancia de tonalidad ∆h 
 
Aprovechando la representación vectorial de Hue obtenida por la transformación  a  
de los puntos en RGB expresada en la ecuación (4), la distancia de tonalidad entre dos 
píxeles de color o centroides de color  y , se puede calcular de la siguiente manera: 

      Si  y WC ∉2  

       Si  o WC ∈2   (6) 
 
Donde W es la región acromática y  y  son vectores en  calculados con la 
transformación sobre  y  dada en la ecuación (4). 
 
4.5 Distancias de saturación ∆s y de intensidad ∆i 
 
La distancia de saturación y la distancia de intensidad pueden ser calculadas mediante el 
uso de las ecuaciones de conversión estándares para la saturación y la intensidad del 
espacio RGB al espacio HSI [2]. Normalizando R, G y B en el rango [0, 1] -Ec. (7): 
 

    (7) 

  

  
En la Ec. (7), se define la saturación igual a cero en el caso del color negro. 
 
Se utilizó la distancia Euclidiana para definir la distancia de saturación y la distancia de 
intensidad entre dos píxeles o centroides de color. De esa manera la distancia de saturación 
y la distancia de intensidad entre dos píxeles o centroides de color se definen como: 
 
   , y 

     ,   (8) 
 
Donde C1 y C2 son píxeles de color o centroides de color, respectivamente, en el espacio de 
color RGB [5][31][32][34][35]. 
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5. Pruebas y resultados 

 
En esta sección se presentan los experimentos y los resultados de la aplicación del método 
de segmentación propuesto a varios tipos de imágenes: reales, de tonos de gris y de bajo 
contraste de color y sintéticas. También se hace una caracterización y evaluación del 
algoritmo de segmentación. 
 
5.1  Medios utilizados 
 
Para el desarrollo de la presente investigación se desarrolló una interfaz y el software de 
procesamiento necesario en Matlab ver 2010. Con este ambiente y la interfaz se crearon las gráficas 
ROC que permiten visualizar los resultados de forma cuantitativa. 
 
Además del uso de bases de datos de imágenes reales en colores y de bajo contraste de color, se 
desarrolló una base de datos de imágenes sintéticas que permitió la caracterización del algoritmo y 
así determinar que es invariante a cambios en tamaño, forma, contraste de color,  nivel de 
umbralado, así como que el número adecuado de muestras de pixeles. 
 
 
5.2 Resultados en imágenes reales 

 
En esta sección se presentan los resultados del método de segmentación aplicado a 
imágenes reales difíciles de segmentar. Estos experimentos consistieron en la segmentación 
de regiones de color siguiendo los tres pasos generales siguientes: 
 

1) Selección de la muestra de píxeles. Con el fin de tener una guía útil para esta tarea, 
las siguientes consideraciones pueden ser útiles para seleccionar el número de 
píxeles de la muestra: Si el color de la zona que se desea segmentar es sólido (sin 
ruido aditivo) sólo es necesario tener un píxel como muestra de la zona deseada. Sin 
embargo, si queremos tener en cuenta la falta de definición de color en las fronteras, 
tenemos que tomar una muestra de los nuevos colores que aparecen en esa zona 
debido a la condición anterior. Los píxeles de las muestras se pueden seleccionar 
arbitrariamente, es decir, en cualquier orden, en cualquier número y ubicados 
físicamente adyacentes o no. 

2) Cálculo de la ISC. Este paso es automático; su salida es una imagen de niveles de 
gris que muestra la similitud de cada píxel de la imagen de color verdadero RGB al 
centroide de color formado con la muestra de píxeles tomados de la región de 
interés a ser segmentada, siendo blanco para el 100% de similitud y negro para 0%. 

3) El usuario puede ahora umbralar la ISC. Este paso será necesario para obtener una 
plantilla para la segmentación final del color deseado en la región de interés; puede 
ser implementado como paso automático mediante el uso de, por ejemplo, umbrales 
automáticos no supervisados como el método de Otsu. Esto garantiza que los 
colores segmentados sean los reales.  

 
Durante el umbralado de la ISC alguna información se puede perder, lo que podría ser un 
inconveniente. Si la propia ISC se utiliza como plantilla, entonces tenemos áreas mejor 
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segmentadas (sin pérdida de píxeles), una para cada color seleccionado, pero luego se 
alteran en cierta medida debido a los niveles intrínsecamente grises que forman la ISC. La 
Fig. 10 (izquierda) muestra una imagen en colores RGB (de tamaño 301 x 226 píxeles y 
27146 colores diferentes) de tejido teñido con hematoxilina y eosina (H & E) [39], que es 
un método de tinción muy popular en histología y el más ampliamente utilizado en el 
diagnóstico médico. Este método de tinción ayuda a los patólogos a distinguir diferentes 
tipos de tejido. 
 

   
Fig. 10 Tejido teñido (izquierda). Muestra compuesta de cuatro píxeles de dos zonas con color azul (derecha) 
 
En esta imagen podemos ver tres tonos principales de color a pesar de los miles (más de 
27000 colores) de valores RGB reales para representarlos: azul, rosa y blanco. Las 
diferentes tonalidades de los píxeles en la imagen dependen de su saturación particular y de 
la presencia inevitable de ruido. El método de segmentación de color propuesto es 
prácticamente inmune a estas condiciones, aunque obviamente algunas soluciones podrían 
utilizarse para mejorar la calidad de las regiones segmentadas, tales como, por ejemplo, 
procesamiento previo de la imagen para suavizar los ruidos de diferentes tipos, la 
aplicación de algún método morfológico para reducir los objetos con características dadas y 
así sucesivamente. 
 
En este experimento se tomó una muestra compuesta de cuatro píxeles situados en dos 
zonas con color azul. Se seleccionaron de una región de 21 x 21 píxeles ampliada como se 
muestra en la figura 10 (derecha). A partir de esta muestra se calcularon el centroide de 
color y la desviación estándar en el espacio de color HSI modificado; con estos dos valores 
usamos la ecuación. (1) para calcular para cada píxel los valores de píxel de la ISC que se 
muestra en la figura 11 (izquierda). Después de aplicar el método de umbralado de Otsu 
(para conseguir una plantilla), se obtuvo la segmentación de color mostrada en la Fig. 11 
(derecha). 
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Fig. 11 La imagen de similitud de color (ISC) del color azul (izquierda). Las zonas de color azul segmentadas 
(derecha) 
 
Para el área de color rosa se repitió el mismo proceso. La Fig. 12 muestra la muestra de 
píxeles (de cuatro píxeles). Su correspondiente ISC se muestra en la figura 13 (izquierda), y 
la segmentación final de la zona rosa en la Fig. 13 (derecha). 

  
Fig. 12 Muestras de píxeles de cuatro puntos del color rosa 

 

  
Fig. 13 ISC del color rosa (izquierda). Zonas de color rosa segmentado (derecha) 

 
Repitiendo el proceso anterior, la figura 14 (izquierda) presenta la muestra de píxeles para 
el color blanco. La figura 14 (centro) muestra la ISC. La segmentación final de las zonas de 
color blanco se muestra en la Fig. 14 (derecha). 
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Fig. 14 Muestra de píxeles para el color blanco (izquierda). ISC del color blanco (en el centro). Zonas de 
color blanco segmentado (derecha) 

  
Fig. 15 Imagen original (izquierda) e imagen compuesta (derecha) 

 
La Fig. 15 (izquierda) muestra la imagen original [39], y la figura 15 (derecha) una imagen 
compuesta obtenida a partir de la figura 11 (derecha), la figura 13 (derecha) y la figura 14 
(derecha) utilizando consecutivamente la operación lógica XOR. Utilizamos esta operación 
en lugar de la OR para garantizar que en la imagen compuesta un píxel dado aparece sólo 
una vez en las zonas de color segmentadas, como se espera en toda tarea de segmentación. 
Los píxeles negros representan los colores que no fueron segmentados por cualquiera de las 
tres opciones de color o, por el contrario, cuando el píxel apareció con el mismo valor (1 o 
0) en dos imágenes binarias (que se hicieron negro por la operación XOR consecutiva). En 
este ejemplo, hubo 4546 píxeles no segmentados de un total de 68026 píxeles, que es sólo 
el 6,6% ([4546/68026] x 100) del número total de píxeles de la imagen original. Se puede 
observar en la figura 15 (derecha) que una gran cantidad de los píxeles negros pertenece a 
las fronteras entre regiones de diferentes colores en los que son claramente definidos. 
 
La comparación de las dos imágenes de la figura 15 demuestra la calidad de las zonas 
segmentadas azul, rosa y blanco obtenidas por el método propuesto, no sólo desde el punto 
de vista del número de píxeles segmentados, sino también desde el punto de vista de la 
calidad de las tonalidades y niveles de los colores que aparecen en la imagen original. Estos 
resultados se obtuvieron con tan sólo 12 píxeles que pertenecen a sólo tres muestras, una 
asociada a cada color azul, rosa y blanco de la imagen original. La imagen compuesta 
mostrada en la figura 15 (derecha) se ha creado a través de la selección de muestras con un 
máximo de cuatro píxeles para cada color considerado en el proceso de segmentación. El 
tamaño y / o forma de las regiones segmentadas de diferentes colores dependen del número, 
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distribución y cantidad de píxeles que componen cada muestra. Con muestras bien 
seleccionadas el método da buenos resultados. 

 
Es posible con el método de segmentación de color propuesto dividir una región que tiene 
un color particular (por ejemplo la región azul en la figura 11) en dos o más subregiones 
que tienen el mismo color básico (azul), pero dos niveles de saturación diferentes (núcleos 
oscuros con zonas más claras que las rodean). La Fig. 16 muestra la muestra de siete 
píxeles seleccionados a partir de dos zonas diferentes que pertenecen a los núcleos azules 
más oscuros. 

 

  
Fig. 16 Muestra de siete píxeles correspondientes a los núcleos azules más oscuros 

 
La Fig. 17 (izquierda) muestra la ISC de los núcleos de color azul oscuro, y la figura 17 
(centro) muestra la imagen segmentada final. La figura 17 (derecha) muestra el núcleo bien 
diferenciado (de color verde), rodeado de zonas azules más claras. Las posibilidades del 
método son varias, ya que sólo requiere unas pocas muestras bien seleccionadas de zonas 
bien distribuidas de un número adecuado de píxeles. 
 

   
Fig. 17 ISC de núcleos azules (izquierda). Núcleos azules segmentados (centro). Núcleos azules en 
pseudocolor (verdes) bien diferenciados rodeados de zonas azules más claras (derecha) 

 
Mostramos ahora los resultados de la segmentación teniendo en cuenta la definición de la 
zona acromática W propuesta cuando se aplica a tres imágenes en colores clásicas en RGB 
de 24 bits formato de color verdadero. 
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La figura 18 (izquierda) muestra una imagen de color RGB (de tamaño de 200 por 200 
píxeles y con 33753 colores diferentes) de la imagen popular de un babuino [49]; La figura 
18 (centro) muestra una imagen de los caballos [48] y la Fig. 18 (derecha) muestra una 
imagen de una tela de color [39].  
 
Es posible separar el área acromática para obtener una mejor segmentación. Esta zona 
acromática se puede subdividir más tarde utilizando sólo la intensidad como característica 
discriminante. Los resultados obtenidos con la definición propuesta para la zona acromática 
como se define en la ecuación. (2) con respecto a los resultados obtenidos con la definición 
clásica de esa zona [2][3] se muestran en las Figuras 19, 20, 21 y en la tabla 2. 
 

Fig. 18 Babuino (izquierda). Caballos (centro). Tela (derecha) 

 
Se utilizó la función XOR para generar todas las imágenes compuestas y así evitar la 
posibilidad de que un píxel pudiera simultáneamente pertenecer a dos o más regiones 
segmentadas. A continuación, se demuestra la eficacia del método de segmentación de 
color propuesto en algunas imágenes en color relativamente complejas. 
 
Con el fin de evaluar la eficacia del método de segmentación de color y debido a la 
dificultad de obtener un GT para cada imagen compleja a la que el método se aplicó, así 
como para poder comparar los resultados, la evaluación se basó en el número de píxeles no 
segmentados con respecto al número total de píxeles segmentados en la imagen resultante 
correspondiente. Esta relación combina los píxeles que no pertenecen a cualquier grupo de 
color y los seleccionados por dos o más grupos (obtenidos por medio de la operación XOR) 
con respecto al número total de píxeles de la imagen. Nos da una medida de la eficiencia de 
la segmentación. El número máximo de píxeles seleccionados dentro de cada muestra de 
color era siempre diez o menos. En general, el número de píxeles seleccionados para las 
muestras depende de la complejidad de la imagen (textura de los objetos), de la diversidad 
de colores y de su distribución espacial en la imagen. En nuestros experimentos no 
utilizamos ningún procesamiento previo. 
 
La figura 19 (izquierda) muestra la imagen compuesta del babuino con los píxeles que no 
fueron segmentados en pseudocolor verde (sólo se seleccionaron cuatro colores en el 
proceso). La figura 19 (centro) muestra el resultado de la segmentación de la región 
acromática clásica y la figura 19 (derecha) muestra el resultado de la segmentación de la 
región acromática propuesta en este trabajo. La mejora en la calidad es significativa. Se 
obtuvo un 95,5% de píxeles segmentados adecuadamente (Ver la tabla 2). 
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Fig. 19 Imagen compuesta de cinco colores segmentados (izquierda), y los resultados obtenidos con la zona 
acromática clásica (centro) y con la definición de zona acromática propuesta (derecha) 

 
Como otro ejemplo, consideremos la imagen de dos caballos con sombras mostrada en la 
figura 20 (izquierda). Los píxeles no segmentadas se muestran en pseudocolor rojo. La 
figura 20 muestra la segmentación de la zona acromática en la forma clásica (centro) y con 
la definición propuesta (derecha). La mejora de la calidad es apreciable. Se obtuvo el 
97,1% de los píxeles segmentados (Ver la tabla 2). 
 
La figura 21 (izquierda) muestra una imagen compuesta de cinco colores segmentados (con 
los píxeles no segmentados en pseudocolor blanco) de una tela de color; que contiene una 
región acromática con alta saturación, pero con bajo brillo, que es muy difícil de separar 
con la definición clásica (figura 21 centro), pero fácilmente separados con la definición 
propuesta como se muestra en la figura 21 (derecha). Se obtuvo el 95,3% de los píxeles 
segmentados (Ver la tabla 2). 

 

   
Fig. 20 Imagen compuesta de tres colores segmentados (izquierda) y los resultados obtenidos con la 
definición clásica (centro) y la zona acromática propuesta (derecha) 
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Fig. 21 Imagen compuesta de cinco colores segmentados (izquierda) y los resultados obtenidos con la 
definición clásica (centro) y la zona acromática propuesta (derecha) 

La tabla 2 resume los resultados obtenidos en la segmentación. La última columna de la 
tabla 2 muestra el porcentaje de píxeles segmentados obtenido en estas imágenes. En todos 
los casos, la posibilidad de que un píxel pudiera pertenecer a dos zonas o regiones de color 
diferentes se ha evitado por medio de la aplicación de la función lógica XOR (de dos o más 
segmentaciones parciales). Un resultado con muchos píxeles negros indica que se ha 
producido una coincidencia en píxeles segmentados de dos o más segmentaciones parciales 
considerados en la operación XOR. 
 
Cuando los resultados de la definición propuesta para la región acromática W se comparan 
con los de la definición clásica, la diferencia es notoria; mientras que la zona acromática 
propuesta parece segmentar correctamente, la definición clásica segmenta sólo un par de 
píxeles. Como se puede observar de la tabla 2, la exactitud promedio de la segmentación de 
color en las tres imágenes complejas, sin una exhaustiva selección de colores y un pequeño 
número de píxeles (4-5 en promedio) por muestra de color, es 95,91%. 

Tabla 2 Resultados globales de la segmentación en imágenes reales 

No. Imagen 

Número 

de 

píxeles 

de la 

imagen 

Número 

de 

colores 

Número de 

colores 

seleccionados 

Número 

total de 

píxeles 

usados 

como 

muestras 

Número de 

píxeles no 

segmentados 

% píxeles 

segmentados 

1 
Tejido 
teñido 

68026 27146 3 11 1171 98.3 

2 Babuino 40000 33753 5 31 1803 95.5 

3 Caballos 154401 71727 3 14 4619 97.1 

4 Tela 9900 9349 5 23 465 95.3 

 

5.3 Resultados en imágenes de tonos de gris y de bajo contraste de color 

 
En los tres ejemplos siguientes se muestran los resultados obtenidos por el método de 
segmentación del color propuesto cuando se aplica a imágenes en niveles de gris y en 
imágenes de bajo contraste de color. La Fig. 22 (izquierda) muestra una imagen en niveles 
de gris obtenida con una cámara infrarroja; tomamos una pequeña muestra de píxeles (de 
cuatro píxeles) de la zona de la cara y obtuvimos su correspondiente ISC como se muestra 
en la figura 22 (centro). La cara segmentada aparece en la figura 22 (derecha) después de la 
aplicación del método de umbralado de Otsu. 
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La Fig. 23 (izquierda) muestra la imagen muy compleja de un fósil en una roca [48]. 
Tomamos una muestra pequeña de píxeles de la zona del fósil, de la que posteriormente 
obtuvimos la ISC correspondiente (Figura 23, centro). La figura 23 (derecha) muestra la 
imagen resultante después de umbralar con el método de Otsu. 

 
La Fig. 24 (izquierda) muestra la imagen en tonos de gris de una firma. Tomamos una 
muestra pequeña de 4 píxeles de la zona de la firma, de la que posteriormente obtuvimos la 
ISC correspondiente (Figura 24, centro). La figura 24 (derecha) muestra la imagen 
resultante después de umbralar con el método de Otsu. 

 

    
Fig. 22 Imagen infrarroja (izquierda). ISC de la cara (centro). Cara segmentada (derecha) 

    
Fig. 23 Hoja fósil incrustada en una roca (izquierda). ISC del fósil (centro). Imagen umbralada por el método 

de Otsu (derecha) 
 

    
Fig. 24 Firma (izquierda). ISC de la firma (centro) e ISC umbralada (derecha) 

 

La tabla 3 resume los resultados de la segmentación de las 3 imágenes  
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Tabla 3 Resultados globales de la segmentación en imágenes de bajo contraste de color y monocromáticas  

No. Imagen 

Número de 

píxeles de 

la imagen 

Número de 

colores(niveles) 

Número de 

colores 

(niveles) 

seleccionados 

Número 

total de 

píxeles 

usados 

como 

muestras 

Número de 

píxeles no 

segmentados 

% píxeles 

segmentados 

1 Infrarroja 76800 255 5 5 - - 

2 Fósil 121128 40756 7 15 95 262 - 

3 Firma 98 532 255 2 4 76 99.92 

 
5.4 Parámetros generales de diseño de imágenes sintéticas  
 
El uso de imágenes sintéticas en colores es el mejor medio para evaluar la eficiencia y la 
exactitud de los algoritmos de segmentación del color bajo estudio, debido a que el ground 

truth (GT) requerido para la comparación de los resultados puede ser generado de forma 
explícita. En general, no es posible contar con un GT para evaluar algoritmos de 
segmentación del color cuando la imagen de color a ser segmentada está llena de ruido 
acumulativo y tiene otros problemas degenerativos [28][29][30]. 
 
En [14] los autores presentan tres importantes consideraciones de diseño para la creación de 
imágenes sintéticas:  
 

1. Las imágenes sintéticas deben ser apropiadas para un estudio cuantitativo y deben 
permitir evaluaciones objetivas de sus propiedades. 

2. Las imágenes sintéticas deben poder reflejar las principales características de las 
imágenes reales, es decir, factores de corrupción como el ruido y desenfoque y 
también la variación de parámetros tales como el tamaño, forma, etc. 

3. El sistema debe permitir la generación de imágenes con variaciones progresivas de 
cada parámetro. De esta manera es posible el estudio de la influencia de cada 
parámetro individualmente. 

 
5.5 Diseño de las imágenes para la caracterización del algoritmo 

 
En este trabajo se trata de ampliar los conceptos y consideraciones de diseño presentados en 
[14] para la generación de imágenes sintéticas en tonos de gris, a imágenes en colores que 
son las que necesitamos [28][29][30]. Se crean imágenes sintéticas con la figura y el fondo 
en colores deseado y se selecciona el círculo en esta etapa como el objeto de interés para 
crear nuestra imagen-base [30]. El círculo es adecuado, ya que es un modelo de los objetos 
de interés en diversos campos tales como la detección de células blancas de la sangre en 
imágenes microscópicas, imágenes astronómicas entre otros. También es más difícil de 
extraer que otros objetos hechos de líneas rectas horizontales y verticales por métodos tales 
como la convolución con máscaras detectoras de bordes, etc. [30]. 
 



 65

Existen otras técnicas para la generación de imágenes sintéticas tales como los métodos 
orientados a los bordes [23] o a través de la introducción de textura en las imágenes [18]. 
En nuestro caso, el método de segmentación utilizado está orientado a regiones (o píxeles) 
sin necesidad de utilizar la información de textura; las imágenes sintéticas fueron diseñadas 
con estas consideraciones. 
 
La tonalidad fue seleccionada como el parámetro de cambio debido a que integra los tres 
canales de color RGB, haciendo que sea más difícil de ser procesados mediante la 
extensión de las técnicas monocromáticas para cada canal de color individual, obligando así 
a los algoritmos de segmentación a utilizar la información de color de manera integral. 

 
Se variaron las características del objeto básico (círculo), como el tamaño, la forma 
(variando la excentricidad) y la inclinación (cuando se varió a una elipse), el contraste y el 
color. Un filtro de promediado se aplicó a toda la imagen por canal (antes de la adición de 
ruido aditivo) para eliminar los bordes afilados, con el fin de producir en cierta medida un 
desenfoque. Al final se añadió ruido Gaussiano aditivo a cada canal para simular el ruido 
blanco comúnmente presentes en imágenes reales [14][30]. 
 
La cantidad de ruido Gaussiano aplicado a las imágenes está basada en el concepto de 
relación señal a ruido (SNR- del inglés Signal-to-Noise Ratio); una alta SNR significa una 
señal reconocible con un bajo nivel de ruido con respecto a la misma; respectivamente, una 
SNR baja significa alto ruido con respecto a la señal. Utilizamos como señal el contraste 
entre la figura y el fondo: Señal = abs(RGB (Figura) - RGB (fondo)) / 3, extendiendo su 
uso en [14] para imágenes en colores en el modelo RGB. Acerca de las imágenes que 
varían el contraste entre los colores, la diferencia de tonalidad se redujo de 32 niveles a 4, 
donde para un observador humano es difícil de encontrar alguna diferencia de color (ver la 
figura 25 a la derecha). La Fig. 25 muestra un conjunto de imágenes de prueba que varían 
el contraste de color añadiendo ruido Gaussiano con una SNR igual a dos para las pruebas 
de contraste de color. 
 

 
Fig. 25 Conjunto de imágenes de prueba donde se cambia el contraste de color de 32, 24, 16, 8 y 4 niveles con 
ruido aditivo Gaussiano de SNR = 2 
 
5.6 Resultados de la caracterización 
 
Se utilizaron imágenes sintéticas de color generadas con su correspondiente GT a través del 
método descrito anteriormente [30]. El método de segmentación del color propuesto 
requiere de muestras de 1 a 9 píxeles representativas del color deseado que el operador 
selecciona. Las muestras fueron creadas tratando de seleccionar píxeles tanto de zonas con 
un color plano, como de los bordes donde el color presenta una zona de transición 
[3][32][34][35]. La evaluación se llevó a cabo de la siguiente manera: 
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1. Se generó una base de datos de imágenes sintéticas en colores con su 
correspondiente GT mediante la modificación gradual en el objeto básico (en 
nuestro caso un círculo) de los siguientes parámetros: tamaño, forma (cambiando la 
excentricidad hacia elipses cada vez más alargadas) con ángulos arbitrarios, 
contraste de color, variando la diferencia de color entre el objeto y el fondo y 
reduciéndolo a niveles casi imperceptibles (ver figura 25 de la extrema derecha), 
variando el ruido Gaussiano desde SNR = 32 hasta 1. Durante la generación de las 
imágenes sintéticas, el sistema de evaluación crea simultáneamente su 
correspondiente GT. 

2. El algoritmo propuesto de segmentación semiautomático del color se aplicó a las 
imágenes sintéticas tomando muestras de 1 a 9 píxeles. En algunos casos los píxeles 
fueron tomados al azar y en algunos otros casos en patrones de líneas desde el 
centro de la imagen, donde el operador no puede ver fácilmente el color a 
seleccionar debido al ruido aplicado o por el bajo contraste de color. 

3. No se le aplicó ningún preprocesamiento a las imágenes de prueba. Como 
posprocesamiento se aplicó un filtro morfológico de cierre con un disco de radio de 
5 píxeles a todas las imágenes para eliminar los grupos de píxeles conectados en 
número inferior a 30. 

4. Graficamos los resultados de la evaluación mediante gráficas ROC debido a su 
capacidad de visualizar los éxitos y los fracasos y su interrelación [36], así como 
porque han sido utilizados con éxito para evaluar algoritmos de segmentación [36]. 
Utilizamos gráficas ROC para graficar la tasa de los verdaderos positivos (VP) vs. 
La tasa de falsos positivos (FP): tasa de VP = VP / P; tasa de FP = FP / N (donde P 
representa el número total de elementos de la clase positiva y N corresponde a la 
clase negativa) utilizando la clasificación de los píxeles de la imagen, ya sea para el 
objeto o para el fondo [11]. También graficamos las curvas de tasa VP y tasa de FP 
por separado por conveniencia. 

 
La Fig. 26 muestra la gráfica ROC para los casos de variación del tamaño, la forma y el 
contraste de color. Como se puede apreciar, la mayoría de los puntos (en rojo) se 
concentran en la esquina izquierda, que indica un buen comportamiento del algoritmo de 
segmentación en la mayoría de los casos con tasa de VP alrededor de 95% y la tasa de FP 
inferior al 0,1% en la mayoría de los casos [30]. Se esperaban resultados invariables a 
cambios en el tamaño y la forma debido a que el algoritmo es orientado a píxeles. La 
gráfica ROC para el contraste de color muestra un buen comportamiento del algoritmo, 
incluso en casos en que el contraste de color era tan bajo que para un observador normal era 
difícil de encontrar alguna diferencia de color (como en la figura 25 de la extrema derecha). 
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Fig. 26 Gráficas ROC para variaciones en el tamaño (izquierda arriba), la forma (derecha arriba) y el contraste 
de color (abajo). 
 
La Fig. 27 muestra dos gráficas donde se representa el comportamiento de la segmentación 
de seis imágenes diferentes que varían en tamaño y forma después de modificar el umbral 
aplicado al algoritmo. Los umbrales varían, a partir del umbral de Otsu como valor central, 
25 niveles de gris por encima y 25 niveles por debajo [25][27]. El valor de la abscisa igual 
a 1 corresponde a Otsu a -25 niveles de gris; el valor de la abscisa igual a 5 corresponde al 
valor de Otsu y el valor de la abscisa igual a 10 corresponde al valor de Otsu a +25 niveles 
de gris por encima. Como se puede observar, la tasa de VP y los valores de la tasa de FP 
varían sólo alrededor del 2%, demostrándose que el algoritmo de segmentación es apenas 
sensible al valor del umbral finalmente elegido [30]. 
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Fig. 27 Gráficas de las tasas de VP (izquierda) y las tasas de FP (derecha) para diferentes umbrales. 

 
La Fig. 28 (izquierda) muestra otra gráfica donde las tasas de VP (tres curvas sin marcador) 
y las tasas de FP (tres curvas con marcador) se representan gráficamente frente al número 
de píxeles por muestra tomada para la muestra inicial de color. La primera línea de la parte 
superior (de color azul) corresponde a la segmentación de los diferentes tipos de objetos en 
imágenes sin ruido, la segunda línea (roja) corresponde al ruido con SNR = 2 y la tercera 
línea (verde) al ruido con SNR = 1. La línea magenta corresponde a la tasa de FP con 
SNR = 2 que se sobrepone con la de tasa de FP de imágenes sin ruido, mostrando tasas de 
error bajas (cercanas a cero) en ambos casos. La línea cian corresponde a la tasa de FP de 
imágenes con ruido de SNR = 1. Ésta fluctúa mostrando los valores más bajos cerca de cero 
para 1, 3, 5 y 10 muestras [30]. 
 
A partir del análisis de la gráfica podemos señalar que 5 píxeles por muestra es una buena 
opción para la mayoría de los casos, teniendo una alta tasa de VP y baja tasa de FP a pesar 
del ruido. También podemos observar que en los casos sin ruido, sólo es necesario un píxel 
por cada muestra teniendo una tasa VP de cerca de 90% y una tasa FP cercana a cero. La 
figura 28 (derecha) muestra la gráfica ROC correspondiente a los casos más ruidosos donde 
los puntos más cercanos a la esquina superior izquierda corresponden a los casos con 3, 5 y 
10 píxeles por muestra. Entonces, podemos concluir que con la elección de las muestras 
con 5 píxeles como máximo, el algoritmo ya es capaz de presentar un buen rendimiento 
[30]. 
 
5.7 Diseño del sistema de evaluación de la segmentación  
 
Se realizaron pruebas comparativas en un conjunto de imágenes de baja y alta saturación 
con la función adaptativa de similitud del color propuesta en este trabajo [3][5][31][32] 
[33][34][35], la distancia mínima Euclidiana de los canales RGB (usado como referencia en 
las comparaciones) y dos métodos diferentes de clasificación implementados en el espacio 
de color CIE La*b*, a saber: 1) Usando la distancia mínima Euclidiana de los canales a* y 
b* rechazando L* (de la manera en que se implementa en Matlab [39]), y 2) el uso de un 
enfoque probabilístico en los canales a* y b*. El valor L* es excluido de los cálculos con la 
intención de hacerlos inmunes a los cambios de iluminación. Si L* se usara en los cálculos 
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de las distancias, los errores debido a las sombras se incrementarían, ya que las sombras 
representan cambios de luminancia, no de color. 
 

  
Fig. 28 Gráfica de tasas de VP para el número de muestras (izquierda) y la gráfica ROC para el nivel de ruido 
con SNR = 1 (derecha) 
 
La forma en que se llevaron a cabo las pruebas es la siguiente: en el caso de la mínima 
distancia Euclidiana de los canales a* y b*, la imagen RGB y las muestras de píxeles (de 
figura y fondo) se transforman al espacio de color L*a* b*, descartando en todos los casos 
la luminancia L*, a fin de calcular la distancia Euclidiana en los canales a* y b* 
(información de color) de forma independiente de la iluminación. 

 
A continuación, se calcularon para cada muestra los centroides (promedio de los valores a* 
y b* de las muestras de píxeles) que representan los colores de la figura y el fondo en el 
espacio de color L*a*b*. Después se calcula la distancia Euclidiana desde el centroide de 
cada clase a cada píxel de la imagen para clasificar los píxeles como figura o fondo de 
acuerdo con la distancia mínima. Los detalles acerca de este procedimiento se pueden 
consultar en [39]. 

 
Mediante un enfoque probabilístico, se transformaron la imagen y las muestras de píxeles 
(de figura y fondo) al espacio de color L*a*b* descartando en todos los casos la luminancia 
L*. Entonces se calcularon la media y la desviación estándar de los valores a* y b* de las 
muestras de píxeles. A partir de esta información, se aproximaron funciones de densidad de 
probabilidad normal (PDF del inglés Probability Density Function) para decidir que cada 
píxel pertenezca a las clases de objeto y del fondo utilizando funciones Gaussianas para 
cada canal a* y b*. A partir de esta probabilidad -Ec. (9)- se calcula la función de similitud: 
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donde Pi

1/2(x) representa la probabilidad [41] de que el píxel x pertenezca a la región 1 con 
respecto a las probabilidades pi

1 (figura) y pi
2 (fondo) para cada canal dado Fi, que puede 

ser a* o b* en este caso. Del mismo modo se calcula Pi
2/1(x). Para integrar la información de 
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probabilidad de los dos canales a* y b*, multiplicamos la función de probabilidad de ambos 
canales: 

)(*)()( 2/1
2

2/1
1

2/1 xPxPxP =     (10) 

 
De manera similar, se calcula P2/1(x). La clasificación se produce después de la obtención 
del valor máximo entre ellos y de asignar en consecuencia. 
 
Para la función adaptativa de similitud propuesta se llevaron a cabo los siguientes pasos: 
 

1.  Se tomaron muestras de píxeles de la figura y del fondo de las cuales se 
calcularon los centroides y la dispersión estándar de color. 

2.  La imagen RGB de 24 bits se transformó al espacio de color HSI 
modificado.  

3.  Para cada píxel se calculó la función de similitud con los centroides de la 
figura y el fondo y se crearon dos imágenes de similitud de color (ISC).  

4.  Se clasificó cada píxel de la imagen RGB calculando el valor máximo para 
cada posición del píxel entre las ISC de la figura y del fondo. 

 
La forma base de las imágenes sintéticas de prueba en este caso fue creada con las 
siguientes características: 
 

1. Con secciones cóncavas y convexas con el fin de que sea más representativa 
de las imágenes reales, como las flores naturales.  

2. Con curvatura extrema omnidireccional en toda la imagen para dificultar la 
obtención de bordes mediante la aplicación de máscaras detectoras de bordes.  

3. Con el objeto ubicado en el centro de la imagen. 

 

El objeto resultante en forma de flor se considera como el objeto de interés y Ground Truth 
(GT) en todas las pruebas posteriores (Fig. 29). 
 

   
Fig. 29 Objeto de interés (Ground Truth) en forma de flor 

 
Además de la forma de este objeto de interés, se impusieron otras características con el fin 
de dificultar aún más su segmentación basada en el color: 
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1. Bajo contraste. El contraste entre el objeto y el fondo en todas las imágenes apareció 
muy bajo para el observador, incluyendo algunas imágenes en los que a primera 
vista el usuario no puede ver la diferencia (por ejemplo, la flor de 5 en la figura 25). 
La diferencia entre el color del objeto de interés y el fondo le llamamos Delta y se 
produce en diferentes direcciones del espacio HSI. Las pruebas se realizaron en los 
cuadrantes de color 0°, 60°, 120°, 180°, 240° y 300°.  

2. Bordes difuminados. Los bordes fueron difuminados con un filtro de promediado 
con máscara cuadrada de tamaño 3 x 3 píxeles aplicado a toda la imagen, con el fin 
de difuminar las esquinas y hacer la detección del objeto más difícil; esto se hizo 
antes de la introducción del ruido aditivo Gaussiano. 

Los colores básicos tanto para la figura como para el fondo fueron seleccionados 
manteniendo la intensidad normalizada -Ec. (7)- constante a 0.5 y la saturación normalizada 
-Ec. (7)- a 0.3 y sólo variando la tonalidad. La tonalidad fue seleccionada como el 
parámetro Delta -Ec. (1)- debido a que en su cambio se integran los tres canales de color 
RGB en conjunto, haciendo que sea más difícil el ser extraídos mediante extensiones de 
técnicas en escala de grises aplicadas para cada canal de color, obligando así a los 
algoritmos de segmentación evaluados a utilizar la información de color de manera integral 
[5]. 
 
Las muestras de los píxeles correspondientes a la figura se obtuvieron de dos cuadrados de 
2 x 2 píxeles que empiezan en los píxeles (84, 84) y (150, 150). Las muestras para los 
píxeles del fondo se obtuvieron de dos cuadrados de 2 x 2 píxeles a partir de los píxeles 
(15, 15) y (150, 180). 
 
5.8 Resultados con imágenes de baja saturación  

 
Las imágenes se generaron en los sectores 0, 60, 120, 180, 240 y 300 grados 
correspondientes a las imágenes flor_0, flor_1, ..., flor_5 (Fig. 30).  
 

 
Fig. 30 Pruebas en regiones con baja saturación con Delta en HUE  

 
Seguidamente se aplicó una sombra difuminada a cada una de las imágenes ruidosas y 
borrosas de 256 x 256 píxeles con el centro de luz en las coordenadas fijas en (150, 150). 
Esta sombra se aplicó gradualmente con incrementos del 10% en cada paso. La Fig. 31 
muestra esto para la flor_0. 
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  0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 

 
Fig. 31 Ejemplo en cuadrante de color a 0 grados aplicando una sombra difuminada de un 10% en cada paso 
 
En esta sección se muestran los resultados de los experimentos aplicados a imágenes de 
baja saturación. Los resultados se muestran en función de VP (verdaderos positivos) y FP 
(falsos positivos) graficados contra el nivel de sombra difuminada, representando en cada 
paso un 10% de incremento. La primera posición significa que no hay sombra y la posición 
11 significa la aplicación al 100% de la sombra difuminada. Todas las imágenes tienen el 
mismo posprocesamiento: eliminación de las áreas más pequeñas que 30 píxeles y después 
un cierre morfológico con un elemento de estructura circular de radio igual a 5 píxeles [29]. 
En la Fig. 32 se muestran los resultados con el método propuesto de la segmentación de 
imágenes en colores con niveles diferentes de sombra difuminada (mostrada en el cuarto 
renglón de cada color) en comparación con los obtenidos con la métrica Euclidiana en el 
espacio de color CIE L*a*b* sin considerar L* como lo hace Matlab (mostrada en el 
primer renglón de cada color), un enfoque probabilístico en a* y b* (segundo renglón de 
cada color) y la distancia mínima Euclidiana (tercer renglón de cada color) para cada 
cuadrante de color (0°, 60°, 120°, 180°, 240° y 300°) y con incrementos de 10% de la 
sombra difuminada en cada paso. 
 
 0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 
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Fig. 32. Resultados de la segmentación de color lograda con la métrica Euclidiana de a* y b* en el espacio de 
color CIE L*a*b* (filas superiores de cada color, impares) y la función adaptativa de similitud de color 
propuesta (filas inferiores de cada color, pares), para cada cuadrante de color (0°, 60°, 120°, 180°, 240° y 
300° respectivamente) y con incremento de 10% de la sombra difuminada en cada paso para imágenes de baja 
saturación 
 
Como se muestra en las gráficas de la Fig. 33 y en coincidencia con el análisis visual de la 
flor correspondiente (Figura 32), las fallas de la segmentación en el espacio de color 
L*a*b* comenzaron en diferentes niveles de la sombra desvanecida y en todos los casos de 
estudio, mientras que la segmentación con la función adaptativa de similitud de color 
propuesta es prácticamente inmune a la aplicación de sombra difuminada (izquierda) [29]. 
 
Podemos ver tres tendencias generales en el comportamiento de los falsos positivos (FP) en 
la figura 33 izquierda (Ver la tabla 4): 1. Aumento en un ángulo de aproximadamente 45° 
en los casos de la flor_0 y la flor_3 (con marcador de diamante); 2. Aumento lento y 
progresivo como en casos de la flor_1 y la flor_4 (con marcador cuadrado); y 3. Aumento 
brusco como en los casos de la flor_2 y la flor_5 (con marcador circular). El 
comportamiento se repite cada 180 grados y coincide con las posiciones de color oponente 
(amarillo-azul, por ejemplo). 
 
Como se puede ver a partir de las imágenes correspondientes a los resultados de la 
segmentación de las imágenes de prueba con baja saturación (Figura 32 cuarta fila de cada 
color) y los gráficos correspondientes (Fig. 34 derecha), la función de similitud propuesta 
se comportó correctamente en todos los casos, siempre segmentando el objeto de interés 
con una alta tasa de éxito de verdaderos positivos (VP) de aproximadamente el 95% con 
una baja tasa de error de alrededor del 2% en promedio. 
 
No podemos decir lo mismo de ambas implementaciones en el espacio de color L*a*b*: ni 
en la distancia Euclidiana ni en el enfoque probabilístico. En la figura 32 la primera fila de 
cada color muestra los resultados del clasificador utilizando la mínima distancia Euclidiana 
de los canales a* y b*. La segunda línea de cada color muestra los resultados utilizando el 
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clasificador probabilístico. Se rechazó L* en todos los casos para tratar de hacerlos 
independientes de la luminancia. 
 
Como se puede ver en los resultados mostrados en la figura 32, el enfoque probabilístico 
mejoró la segmentación en todos los casos, permitiendo en algún momento segmentar la 
mayor parte del objeto de interés en todos los niveles de sombra aplicados (como en los 
casos del Rojo 0°, amarillo 60º, cian 180º y azul 240º), donde falló la distancia Euclidiana. 
En otros casos, no se pudo separar el objeto del fondo en altos niveles de sombreado, pero 
hay una mejora en la calidad de la segmentación del objeto a un nivel específico de sombra 
(como el caso de la figura 32 verde 120º en 50% de nivel de sombra), donde se extrae el 
objeto de interés en el caso de enfoque probabilístico, pero no en el caso de la distancia 
mínima Euclidiana de a* y b* (segundas y primeras filas respectivamente, figura 32 verde 
120° en 50% de nivel de sombra). 
 
 

  
Fig. 33 Gráficas de la métrica Euclidiana en L*a*b*, al rechazar L * (izquierda) y el enfoque probabilístico 
sobre a* y b* (derecha) en incrementos de 10% de la sombra difuminada en cada paso sobre imágenes de baja 
saturación 
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Fig. 34 Gráficas de la métrica Euclidiana de los canales RGB (izquierda) y de la función de similitud de color 
(derecha) en incrementos de 10% de la sombra difuminada en cada paso sobre imágenes de baja saturación 
 
Como se muestra en los gráficos de la figura 33 y en coincidencia con el análisis visual de 
la flor correspondiente (Figura 32), los errores de segmentación en el caso de la distancia 
Euclidiana de a* y b* (ver la figura 33 a la izquierda) y en el caso del enfoque 
probabilístico en el espacio de color L*a*b* (véase la figura 33 derecha) comienzan a 
diferentes niveles de la sombra difuminada, mientras que nuestro método es prácticamente 
inmune a la sombra desvanecida (ver la figura 34 a la derecha). 
 
En la gráfica de los resultados para la distancia Euclidiana de los canales a* y b* 
rechazando L* (Figura 33 izquierda), se pueden observar tres tendencias generales en el 
comportamiento de los falsos positivos (FP), a saber: 1) Aumento tardío en un ángulo de 
aproximadamente 45° en los casos de flor_0 y flor_3 (con marcador de diamante); 2) 
Aumenta lenta y progresivamente en los casos de la flor_1 y la flor_4 (con marcador 
cuadrado) y 3) Aumenta bruscamente en los casos de la flor_2 y la flor_5 (con marcador 
circular). El comportamiento se repite cada 180 grados y coincide con las posiciones de 
color oponente (amarillo-azul, por ejemplo). 
 
Para el enfoque probabilístico en el espacio L*a*b*, en la figura 33 (derecha) se pueden 
observar dos tendencias generales diferentes en el comportamiento de FP: 1) Incremento 
abrupto, como en los casos de flor_2 y flor_5; 2) Aumento lento en todos los demás casos. 
 
Las mejoras observadas visualmente en la calidad de la segmentación por el enfoque 
probabilístico en comparación con la métrica Euclidiana en a* y b*, no se reflejan 
correctamente en los gráficos finales porque el posprocesamiento final es el mismo en todas 
las pruebas: la eliminación de píxeles conectados de tamaño inferior a 30 píxeles, seguido 
de un cierre morfológico con un elemento de estructura circular de radio 2 píxeles. Con 
diferente posprocesamiento de esas imágenes se pueden hacer destacar estas mejoras. 
 
En el caso de la distancia Euclidiana de los canales RGB se pueden observar dos tendencias 
generales distintas: 1) Un incremento de los falsos positivos de manera relativamente suave 
para los casos de las flores 0, 2 y 4 (líneas azul, roja y púrpura, figura 26 izquierda), y 2) 
Un incremento notoriamente más brusco en el índice de falsos positivos para los casos de 
las flores 1, 3 y 5 que corresponden a las líneas verde, cian y amarillo. 
 
La Fig. 34, derecha, muestra los resultados del método propuesto; se puede apreciar en las 
curvas correspondientes a los VP y FP que el método propuesto es prácticamente inmune a 
la aplicación de la sombra difuminada en todos los casos de estudio. 
 
La Fig. 35 muestra los detalles de las curvas relacionadas con VP y FP de nuestro método 
en imágenes de baja saturación con el siguiente código de colores: flor_0 (azul), flor_1 
(verde), flor_2 (rojo), flor_3 (cian), flor_4 (púrpura) y flor_5 (amarillo). Se puede apreciar 
que el índice de verdaderos positivos (VP) es superior al 96% y el de falsos positivos (FP) 
es inferior al 2%; las variaciones en las curvas son inferiores al 1%.  
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La tabla 4 muestra una síntesis de los diferentes casos mostrando el nivel cuando se 
produce un fallo notorio en la calidad del color durante la segmentación. 
 
 

Tabla 4 Observaciones sobre el comportamiento de las curvas de las figuras 33 y 34 con las dos métricas de 
color en L*a*b* y el método propuesto 

 
 

  

Fig. 35 Detalles de verdaderos positivos (izquierda) y falsos positivos (derecha) de la función de similitud de 
color en imágenes de baja saturación 
 

Flor Color de la línea 
Métrica Euclidiana en 

L*a*b*, descartando L* 

Enfoque 

probabilístico en 

a* y b*, 

descartando L* 

Métrica Euclidiana 

en RGB 

Función de 

similitud de 

color 

0  Azul 
60% (posición 7). 
Incrementa a 45° 

 
70% (posición 8). 

Incrementa 
lentamente  

0% (posición 1). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

1 Verde 
30% (posición 4). 
Incrementa lenta y 
progresivamente 

80% (posición 9). 
Incrementa 
lentamente  

0% (posición 1). 
Máxima falla en 
20%. Disminuye 
poco lentamente 

Inmune 

2 Rojo 
40% (posición 5). 

Incrementa abruptamente 

 
30% (posición 4). 

Incrementa 
rápidamente 

0% (posición 1). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

3 Cian 70% (posición 8). 
Incrementa a 45° 

80% (posición 9). 
Incrementa 
lentamente 

0% (posición 1). 
Máxima falla en 
20%. Disminuye 
poco lentamente 

Inmune 

4 Púrpura 
20% (posición 3). 
Incrementa lenta y 
progresivamente 

 
70% (position 8). 

Incrementa 
lentamente 

0% (posición 1). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

5 Amarillo 50% (posición 6). 
Incrementa abruptamente 

20% (posición 3). 
Incrementa 
rápidamente 

0% (posición 1). 
Máxima falla en 
20%. Disminuye 
poco lentamente 

Inmune 
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La Fig. 35 muestra los detalles de las curvas relacionadas con VP y FP de la función de 
similitud de color propuesta, con el siguiente código de color: flor_0 (azul), flor_1 (verde), 
flor_2 (rojo), flor_3 (cian), flor_4 (púrpura) y flor_5 (amarillo). Las variaciones en las 
curvas son inferiores al 1% [29]. 

 
Para obtener gráficas ROC representativas y que ilustren el comportamiento de la función 
de similitud de color propuesta con la métrica Euclidiana en el espacio de color L*a*b* 
(rechazando L*), el enfoque probabilístico en a* y b*, la métrica Euclideana de los canales 
R, G, y B en todos los sectores de color bajo estudio se calculó el VP promedio y FP para 
todas las flores de color, obteniéndose los resultados mostrados en las Figs. 36 y 37. 
 
En la gráfica ROC correspondiente a la media de VP y FP de todas las flores, se puede 
observar que los resultados de la función de similitud se mantienen en la zona de alta 
eficiencia (coordenada 0, 1), mientras que en todos los demás casos se aleja 
progresivamente de la zona de alta eficiencia. 
 

  
Fig. 36 Gráfica ROC de la métrica Euclidiana en L*a*b* descartando L* (izquierda) y del enfoque 
probabilístico en a* y b* (derecha) para imágenes de baja saturación 
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Fig. 37 Gráfica ROC de la métrica Euclidiana de los canales en RGB (izquierda) y de la función de similitud 
de color (derecha) para imágenes de baja saturación 
 
Los resultados en el espacio L*a*b* se mantienen estables inicialmente y más tarde lenta y 
progresivamente se desplazan a la zona superior derecha de la gráfica ROC, la que se puede 
considerar como el lado "liberal" (coordenada 1, 1), ya que hacen clasificaciones positivas, 
con evidencia débil, haciendo que casi todos los verdaderos positivos fueran clasificados 
correctamente, pero manteniendo una alta tasa de falsos positivos [29]. 
 
5.9 Resultados con imágenes de alta saturación  

 
Los colores básicos de alta saturación tanto para la figura como para el fondo fueron 
seleccionados manteniendo la intensidad constante a 0.9 y la saturación a 0.9 y como en el 
caso de los experimentos de baja saturación sólo se varió la tonalidad [29]. 
 
Las muestras de los píxeles correspondientes a la figura, se obtuvieron como en el caso de 
baja saturación de dos cuadrados de 2 x 2 píxeles que empiezan en los píxeles (84, 84) y 
(150, 150). Las muestras para los píxeles del fondo se obtuvieron de dos cuadrados de 2 x 2 
píxeles a partir de los píxeles (15, 15) y (150, 180). 
Las imágenes se generaron en los sectores 0, 60, 120, 180, 240 y 300 grados 
correspondientes a las imágenes flor_0h, flor_1h, ..., flor_5h (Fig. 38).  
 

 
Fig. 38 Pruebas en regiones con alta saturación con Delta en HUE  

 
Seguidamente se aplicó una sombra difuminada a cada una de las imágenes ruidosas y 
borrosas de 256 x 256 píxeles con el centro de luz en las coordenadas fijas en (150, 150). 
Esta sombra Se aplicó gradualmente con incrementos del 10% en cada paso. La Fig. 39 
muestra esto para la flor_0h. 
 
  0% 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 

 
Fig. 39 Ejemplo en cuadrante de color a 0 grados aplicando una sombra difuminada que se incrementa en un 
10% en cada paso 
 
En la Fig. 40 se muestran los resultados con la solución propuesta en este trabajo para la 
segmentación de imágenes en colores con un nivel diferente de la sombra difuminada 
(cuarto renglón de cada color) en comparación con los obtenidos con la métrica Euclidiana 
en el espacio de color CIE L*a*b* sin considerar L* como lo hace Matlab (primer renglón 
de cada color), un enfoque probabilístico en a* y b* (segundo renglón de cada color) y la 
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métrica Euclidiana en el espacio de color RGB (tercer renglón de cada color) para cada 
cuadrante de color (0°, 60°, 120°, 180°, 240° y 300°) y con incrementos de 10% de la 
sombra difuminada en cada paso. 
 0 10% 20% 30% 40% 50% 60% 70% 80% 90% 100% 

0° 

 

 

 

 
 
60° 

 

 

 

 
 
 120° 
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 180° 

 

 

 

 
 
 240° 

 

 

 

 
 
 300° 

 

 

 

 
Fig. 40 Resultados de la segmentación de color lograda entre la métrica Euclidiana de los parámetros a* y b* 
en el espacio de color L*a*b* (filas superiores de cada color), la métrica Euclidiana de los canales de color 
RGB (filas de en medio de cada color) y la función adaptativa de similitud de color propuesta (filas inferiores 
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de cada color), para cada cuadrante de color (0°, 60°, 120°, 180°, 240° y 300°) y en incrementos de 10% de la 
sombra difuminada en cada paso para imágenes de alta saturación 

 
En la Fig. 41 se grafican los resultados de VP y FP al aplicar la sombra difuminada con un 
10% en cada paso, con el paso 1 correspondiente a 0% y el 11 al 100%. Se pueden notar 
tres tendencias diferentes en sectores con 120 grados de diferencia: 1) Subida de la curva 
bruscamente (flores 0h, 2h y 4h, que corresponde a los canales del modelo de color RGB) 
con alta sensibilidad a la sombra difuminada (con más sensibilidad que en el caso de RGB, 
como se puede observar en la figura 40); 2) Subida lenta (flores 1h y 5h) inferior a RGB, y 
3) Incremento insensible (flor 3h) en cerca de 90%. La tabla 5 resume las observaciones 
sobre el comportamiento de las curvas que comparan la métrica Euclidiana en el espacio de 
color L*a*b*, la métrica Euclidiana en RGB, y la función adaptativa de similitud de color 
propuesta [28][46]. 

 

 
Fig. 41 Gráfica de la tasa de VP y FP utilizando métrica Euclidiana para los parámetros a* y b* en el espacio 
de color L*a*b* en incrementos de 10% de la sombra difuminada en cada paso para imágenes de alta 
saturación 
 
En la Fig. 42 se grafican los resultados de VP y FP al aplicar la sombra difuminada con un 
10% de aumento en cada paso, con el paso 1 correspondiente al 0% y el 11 al 100%. Se 
pueden notar dos tendencias principales y una intermedia: 1) Subida gradual iniciando 
aproximadamente con un 20% de la sombra difuminada que corresponden a los canales 
RGB y a las flores 0h, 2h y 4h que tienen 120 grados de diferencia entre ellos. 2) Subida 
abrupta iniciando con un 10 % de sombra difuminada y teniendo ya malos resultados con 
solo 20% de la sombra en flor 1h y flor 5h. 3) Comportamiento intermedio a las tendencias 
anteriormente mostradas para la flor 3h. 
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Fig. 42 Gráfica de la tasa de VP y FP utilizando métrica Euclidiana de RGB (izquierda) y de la función de 
similitud de color (derecha) en incrementos de 10% de la sombra difuminada en cada paso para imágenes de 
alta saturación 

 
En la Fig. 42 (derecha) se grafican los resultados para la función de similitud propuesta de 
la misma manera que en las gráficas anteriores. Como puede observarse, tiene un 
comportamiento muy regular para todos los colores siempre manteniendo alta eficiencia y 
prácticamente inmune a la aplicación de la sombra difuminada. La tabla 5 resume las 
observaciones de los comportamientos de las gráficas anteriores. 

 

  
Fig. 43 Detalles de la tasa de VP y FP usando la función de similitud de color en imágenes de alta saturación 

 
Para la métrica Euclidiana de los canales a* y b*, se pueden notar tres tipos de tendencias 
en sectores con 120 grados de diferencia (Figura 41 izquierda): 1) Subida de la curva 
bruscamente (flores 0h, 2h y 4h que corresponden a los canales de color RGB) con alta 
sensibilidad a la sombra difuminada; 2) Subida lenta (flores 1h y 5h), y 3) Incremento 
insensible (flor 3h) a cerca de 90% de la aplicación de la sombra. En la tabla 5 se resumen 
las observaciones sobre el comportamiento de las curvas que comparan la métrica 
Euclidiana en el espacio de color L*a*b* del enfoque probabilístico sobre a* y b*, y la 
función de similitud del color propuesta en esta tesis. 



 84

 
Nuestro sistema se comportó correctamente en todos los casos de estudio segmentando 
siempre el objeto de interés con una alta tasa de éxito mayor que el 95% de VP (excepto 
para el cian que tuvo una tasa de VP de alrededor del 94%) y con una baja tasa de error 
menor al 3% en promedio (Figura 43). El enfoque probabilístico mejoró en algunos casos la 
métrica Euclidiana en a* y b* como en las flores 1h y 3h. En otros casos, no se pudo 
segmentar el objeto de interés, incluso, sin aplicarle sombra, como sucedió en azul 240° 
(Figura 40). 
 
 
Tabla 5 Observaciones sobre el comportamiento de las curvas comparando las métrica Euclidiana en el 
espacio L*a*b rechazando L*, un enfoque probabilístico sobre a* y b*, la métrica Euclidiana en el espacio 
RGB, y la función de similitud de color propuesta 

 
Para obtener las gráficas ROC representativas que ilustren el comportamiento de la métrica 
Euclidiana en L*a*b* sin tomar en cuenta L*, la métrica Euclidiana de RGB y la función 
adaptativa de similitud de color, en todos los sectores de color bajo estudio, se calculó el 
promedio de los índices VP y FP para todas las flores de color, obteniendo los resultados 
que se muestran en las figuras 44 y 45, respectivamente. 

 

Flor 

Alta 

Saturación 

Color 

de la 

línea 

 

Métrica Euclidiana en 

L*a*b*, descartando 

L* 

Enfoque probabilístico 

en a* y b*, descartando 

L* 

 

Métrica Euclidiana 

en RGB 

Función de 

similitud de 

color 

0h Azul 0% (posición 1) 
Peor caso 

0% (position 1) 
Incrementa rápidamente 

20% (posición 3). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

1h Verde 
30% (posición 4). 
Incrementa lenta y 
progresivamente 

30% (posición 4). 
Incrementa muy 

lentamente 

10% (posición 2). 
Incrementa 

rápidamente. 
Máxima falla en 
30%. Disminuye 
poco lentamente 

Inmune 

2h Rojo 
10% (posición 2). 

Incrementa 
rápidamente 

10% (posición 2). 
Incrementa rápidamente 

20% (posición 3). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

3h Cian 80% (posición 9). 
Incrementa a 45° 

Inmune 

10% (posición 2). 
Incrementa 

rápidamente. 
Máxima falla en 
40%. Disminuye 
poco lentamente 

Inmune 

4h Púrpur
a 

10% (posición 2). 
Incrementa 
rápidamente 

0% (posición 1). 
Incrementa rápidamente 

20% (posición 3). 
Incrementa 

lentamente. Máxima 
falla en 100% 

Inmune 

5h 
Amaril

lo 

30% (posición 4). 
Incrementa 
rápidamente 

30% (posición 4). 
Incrementa rápidamente 

10% (posición 2). 
Incrementa 

rápidamente. 
Máxima falla en 
30%. Disminuye 
poco lentamente 

Inmune 
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Fig. 44 Gráficas ROC de la métrica Euclidiana de los parámetros a* y b* en el espacio de color L*a*b* 
(izquierda) y del enfoque probabilístico en a* y b*para todas las flores de alta saturación 
 
En la gráfica ROC correspondiente a la media de VP y FP de todas las flores, puede verse 
que los resultados en el espacio de color CIE L*a*b* (Figura 44 izquierda) son pobres 
desde el principio, peor que los resultados RGB (Figura 45 izquierda), pues la curva 
continuamente se mueve a la zona superior derecha de la gráfica ROC que se puede 
considerar como el lado "liberal" (coordenada 1, 1); en ella se ve que se hacen 
clasificaciones positivas con evidencia débil y aunque casi todos los verdaderos positivos 
fueron clasificados correctamente, se tiene una alta tasa de errores (falsos positivos) [28]. 

 
Fig. 45 Gráficas ROC de la distancia Euclidiana de los canales RGB (izquierda) y de la función adaptativa de 
similitud propuesta (derecha) 

 
Los resultados RGB se mantienen estables sólo en los dos primeros pasos y rápidamente se 
mueven a la zona superior derecha de la gráfica ROC hacia el lado "liberal" 
(coordenada 1, 1). 
De la gráfica ROC correspondiente (Figura 45 derecha) se puede observar que la función 
adaptativa de similitud de color propuesta se mantiene en la zona de alta eficiencia 
(coordenada 0, 1), mientras que la segmentación de color en el espacio CIE L*a*b* y la 
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métrica Euclidiana de los canales de color RGB progresivamente se alejan de la zona de 
alta eficiencia con cambios relativamente pequeños en la luminancia L* [28][46]. 
 
5.10 Resultados del algoritmo al usar solo la mitad de la información de entrada 
 
En esta sección se muestran gráfica y numéricamente los resultados, tanto en la región de 
baja saturación (ver la figura 46) como en la región de alta saturación (ver la figura 51) 
incrementando el nivel de sombra difuminada en un 10% en cada paso. La primera posición 
significa que no hay sombra y la posición 11 significa la aplicación del 100% de sombra 
difuminada. A todas las imágenes se les aplica el mismo posprocesamiento antes de obtener 
los gráficas ROC: eliminación de las áreas inferiores a 30 píxeles y un cierre morfológico 
con un elemento de estructura circular de radio igual a dos píxeles. 
 

5.10.1 Resultados en imágenes de baja saturación 
 
A continuación se presentan los resultados en imágenes de baja saturación aplicando 
diferentes niveles de sombra difuminada. Se comparan la métrica Euclidiana de los canales 
a* y b * rechazando L * en el espacio de color CIE L*a*b* (primera fila de cada color), la 
métrica Euclidiana de los canales RGB (segunda fila de cada color), el método propuesto 
que utiliza muestras de píxeles de la figura y el fondo y clasifica por máxima similitud 
(tercera fila de cada color) y el método propuesto que utiliza una sola muestra de píxeles de 
la figura y clasifica por umbralado automático usando la función de similitud propuesta 
(cuarta fila de cada color). Se muestran los resultados en la figura 46 para cada cuadrante 
de color (0°, 60°, 120°, 180°, 240° y 300°) y 10% de incrementos de la sombra 
desvanecida. 
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180° 

 

 

 

 
 
240° 

 

 

 

 
 
300° 

 

 

 

 

Fig. 46. Resultados de la segmentación de color en imágenes de baja saturación con la métrica Euclidiana de 
los parámetros a * y b * rechazando L * en el espacio de color CIE L*a*b* (primera fila de cada color), la 
métrica Euclidiana de los canales RGB (segunda fila de cada color), el método propuesto que utiliza muestras 
de píxeles de la figura y el fondo y que clasifica por máxima similitud (tercera fila de cada color) y el método 
que solo utiliza muestras de píxeles de la figura y que clasifica por umbralado automático utilizando la 
función de similitud adaptativa propuesta (cuarta fila de cada color) para cada cuadrante de color (0°, 60°, 
120°, 180°, 240° y 300°) y con incrementos de sombra de 10% en cada paso 
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Como se puede ver en las imágenes correspondientes a los resultados de la segmentación de 
las imágenes de prueba con baja saturación (Fig. 46, filas tercera y cuarta de cada color) y 
los gráficos correspondientes (en la Fig. 48 izquierda y derecha y en la Fig. 49 izquierda y 
derecha), donde ambos métodos utilizaron la función adaptativa de similitud de color 
propuesta, se comportaron correctamente en todos los casos de estudio, siempre 
segmentando el objeto de interés con una alta tasa de éxito de verdaderos positivos (VP) 
superior al 95% y con una tasa de error inferior al 2% (Figuras 49 y 50, izquierda y 
derecha). 
 
La Fig. 49 muestra los detalles de las curvas relacionadas con VP y FP del método que 
utiliza muestras de píxeles de la figura y fondo y que clasifica por máxima similitud. La 
figura 50 muestra los detalles de los resultados del método que utiliza solo muestras de 
píxeles de la figura y que clasifica mediante umbralado automático de la función de 
similitud de color en imágenes de baja saturación con el siguiente código de colores: flor_0 
(azul), flor_1 (verde), flor_2 (rojo), flor_3 (cian), flor_4 (púrpura) y flor_5 (amarillo); las 
variaciones en las curvas son inferiores al 2%. La tabla 6 muestra este caso y todos los 
demás casos, y el nivel cuando se produce una falla notoria en la calidad de la 
segmentación. 

 

  
Fig. 47. Gráficas que muestran los verdaderos positivos (VP) y falsos positivos (FP) de la distancia Euclidiana 
de los canales a * b * rechazando L* (izquierda) y la métrica Euclidiana de los canales RGB (derecha), con 
incrementos de sombra difuminada de 10% en cada paso para imágenes de baja saturación 
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Fig. 48. Gráficas de VP y FP del método que utiliza dos muestras de píxeles y que clasifica mediante máxima 
similitud (izquierda) y el método que utiliza solo una muestra y umbrala con el método de Otsu (derecha), con 
incrementos del 10% de la sombra difuminada en cada paso para imágenes de baja saturación 
 

  

Fig. 49. Detalles de los verdaderos positivos VP (izquierda) y falsos positivos FP (derecha) del método que 
utiliza dos muestras y clasifica por máxima similitud en imágenes de baja saturación 
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Fig. 50. Detalles de los verdaderos positivos VP (izquierda) y falsos positivos FP (derecha) del método que 
utiliza solo una muestra de píxeles y umbralado con el método de Otsu en imágenes de baja saturación 
 
Como se muestra en los gráficas de la figura 47 (izquierda) y en coincidencia con el análisis 
visual de la flor correspondiente (Figura 46, primera fila de cada color), las fallas en la 
segmentación para el caso de la distancia Euclidiana de los canales a* y b* rechazando L* 
en el espacio de color CIE L*a*b* (ver Fig. 47 izquierda) empiezan en diferentes niveles de 
aplicación de la sombra difuminada en todos los sectores en estudio. 
 
Se pueden observar tres tendencias generales en el comportamiento de los falsos positivos 
(FP) en la figura 47 izquierda, a saber: 1) Aumento tardío en un ángulo de 
aproximadamente 45° en los casos de flor_0 y flor_3 (con marcador de diamante); 2) 
Aumento lento y progresivo en casos de flor_1 y flor_4 (con marcador cuadrado) y 3) 
Aumento brusco en los casos de flor_2 y flor_5 (con marcador circular). El 
comportamiento se repite cada 180 grados y coincide con las posiciones de color oponente 
(amarillo-azul, por ejemplo). 
 
La segmentación utilizando la métrica Euclidiana de los canales de color RGB falló de una 
manera más regular, pues empezó a tener problemas en la baja saturación con menos de 
10% a 20% de la sombra aplicada. 
 
En la tabla 6 se resumen las observaciones sobre el comportamiento de las curvas que 
comparan la métrica Euclidiana de los canales a* y b* rechazando L* en el espacio de color 
CIE L*a*b*, la métrica Euclidiana de los canales RGB, el método que utiliza muestras de 
píxeles tanto de la figura y el fondo y clasifica por máxima similitud y el método que solo 
utiliza muestras de píxeles de la figura y clasifica mediante umbralado automático 
utilizando la función de similitud, para las imágenes de baja saturación. 
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Tabla 6. Observaciones sobre el comportamiento de las curvas que comparan los cuatro métodos bajo estudio 
para las pruebas de imágenes de baja saturación 

 
 

5.10.2 Resultados en alta saturación 

 
A continuación se presentan los resultados para las imágenes de alta saturación al aplicar 
diferentes niveles de sombra difuminada, al comparar la métrica Euclidiana de los canales 
a* y b* rechazando L* en el espacio de color CIE L*a*b* (primera fila de cada color), la 
métrica Euclidiana de los canales RGB (segunda fila de cada color), el método que utiliza 
muestras de píxeles de la figura y el fondo y clasifica por máxima similitud (tercera fila de 
cada color) y el método que utiliza solo muestras de píxeles de la figura y clasifica 
mediante umbralado automático usando la función de similitud (cuarta fila de cada color) 
incluidos en la figura 51 para cada cuadrante de color (0°, 60°, 120°, 180°, 240° y 300°) y 
con incrementos de 10% de la sombra desvanecida. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Flor baja 

saturación 

Color 

de línea 

Métrica Euclidiana 

de a* y b* 

Métrica Euclidiana 

en RGB 

Dos muestras y 

asigna por 

máxima 

similitud 

Una 

muestra y 

umbralada 

con Otsu 

0 Azul 60% (posición 7). 
Incrementa a 45° 

10% Incrementa 
lentamente 

Inmune Inmune 

1 Verde 
30% (posición 4). 
Incrementa lenta y 
progresivamente 

Menos de 10%. 
Incrementa 
rápidamente 

Inmune Inmune 

2 Rojo 
40% (posición 5). 

Incrementa 
rápidamente 

10% Incrementa 
lentamente Inmune Inmune 

3 Cian 70% (posición 8). 
Incrementa a 45° 

Menos de 10%. 
Incrementa 
rápidamente 

Inmune Inmune 

4 Púrpura 
20% (posición 3). 
Incrementa lenta y 
progresivamente 

10% Incrementa 
lentamente Inmune Inmune 

5 Amarillo 
50% (posición 6). 

Incrementa 
rápidamente 

Menos de 10%. 
Incrementa 
rápidamente 

Inmune Inmune 
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Fig. 51. Resultados de la segmentación de color en imágenes de alta saturación por la métrica Euclidiana de 
los canales a* y b* rechazando L* en el espacio de color CIE L*a*b* (primera fila de cada color), la métrica 
Euclidiana de los canales en el espacio de color RGB (segunda fila de cada color), el método que utiliza 
muestras de píxeles de la figura y el fondo y que clasifica por máxima similitud (tercera fila de cada color) y 
el método que utiliza solo muestras de píxeles de la figura y clasifica por umbralado automático mediante la 
función de similitud (cuarta fila de cada color) para cada cuadrante de color (0°, 60°, 120°, 180°, 240° y 300°) 
y con incrementos de sombra desvanecida de 10% en cada paso 
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Como puede verse en los resultados correspondientes de la segmentación de las imágenes 
de prueba con alta saturación (en la figura 51, tercera y cuarta línea de cada color), y las 
gráficas correspondientes (Figura 53, izquierda y derecha; Figura 54, izquierda y derecha; 
Figura 55, izquierda y derecha) ambos métodos que utilizan la función de similitud del 
color propuesta se comportaron correctamente en todos los casos, siempre segmentando el 
objeto de interés con una alta tasa de éxito de verdaderos positivos (VP) superior al 95% y 
con una tasa de error menor que el 2% (Figuras 54 y 55, izquierda y derecha). 
 
La primera fila de cada color en la figura 51 indica los resultados usando la distancia 
Euclidiana de los canales a* y b* rechazando L*. Tres tipos de tendencias se pueden notar 
en sectores de 120 grados de diferencia (véase la figura 52 izquierda): 1) Subida brusca de 
la curva (flores_0h, _2h y _4h que corresponden a los canales de color RGB) con alta 
sensibilidad a la sombra difuminada; 2) Subida lenta (flores_1h y _5h), y 3) Incremento 
insensible (flor_3h) a cerca de 90%. 

 

  
Fig. 52. Gráficas de verdaderos positivos VP y falsos positivos FP de la métrica Euclidiana de a* y b* 
rechazando L* (izquierda) y la métrica Euclidiana de los canales RGB (derecha) con incrementos de 10% de 
sombra desvanecida en cada paso en imágenes de alta saturación 
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Fig. 53. Gráficas de verdaderos positivos VP y falsos positivos FP del método que utiliza dos muestras de 
píxeles para fondo y figura y que clasifica mediante máxima similitud (izquierda) y el método que utiliza solo 
una muestra de la muestra de píxeles y clasifica mediante umbralado automático usando el método de Otsu 
(derecha) con incrementos de la sombra desvanecida del 10% en cada paso en imágenes de alta saturación 
 

  

Fig. 54. Detalles de verdaderos positivos VP (izquierda) y falsos positivos FP (derecha) del método que 
utiliza dos muestras de píxeles para figura y fondo y clasifica mediante el método de máxima similitud en 
imágenes de alta saturación 
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Fig. 55. Detalles de verdaderos positivos VP (izquierda) y falsos positivos FP (derecha) del método que 
utiliza solo una muestra y clasifica mediante umbralado automático con el método de Otsu para imágenes de 
alta saturación 
 
La segmentación que utiliza la métrica Euclidiana de los canales de color RGB falló de una 
manera más regular (Figura 52 derecha) empezando a tener problemas en alta saturación en 
alrededor del 20% al 30% de la aplicación de la sombra difuminada. 
 
La tabla 7 resume las observaciones sobre el comportamiento de las curvas que comparan 
la métrica Euclidiana de los canales a* y b* rechazando L* en el espacio de color CIE 
L*a*b*; la métrica Euclidiana de los canales RGB; el método que utiliza muestras de 
píxeles de la figura y el fondo que clasifica por máxima similitud; y el método que sólo 
utiliza muestras de píxeles de la figura y clasifica mediante umbralado automático 
utilizando la función de similitud en imágenes de prueba de alta saturación. 
 
Tabla 7. Observaciones sobre el comportamiento de las curvas que comparan los cuatro métodos de 
segmentación en estudio para imágenes de alta saturación 

Flor Alta 

Saturación 

Color de 

la línea 

Métrica 

Euclidiana en 

L*a*b* 

rechazando L* 

Métrica 

Euclidiana en 

RGB 

Dos muestras y 

clasifica por 

máxima similitud 

Una muestra y 

umbralada 

con Otsu 

0h Azul 
0% (posición 1). 

Peor caso 
10%. Incrementa 

rápidamente Inmune Inmune 

1h Verde 

30% (posición 4). 
Incrementa lenta 

y 
progresivamente 

 
20%. Incrementa 

lentamente 
Inmune Inmune 

2h Rojo 
10% (posición 2). 

Incrementa 
rápidamente 

10%-20%. 
Incrementa 
rápidamente 

Inmune Inmune 

3h Cian 80% (posición 9). 
Incrementa a 45° 

20%. Incrementa 
lentamente 

Inmune Inmune 

4h Púrpura 
10% (posición 2). 

Incrementa 
rápidamente 

 
10%. Incrementa 

rápidamente 
Inmune Inmune 

5h Amarillo 
30% (posición 4). 

Incrementa 
rápidamente 

 
20%. Incrementa 

lentamente 
Inmune Inmune 
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6. Conclusiones 

 
Los resultados obtenidos durante la investigación demostraron que la función adaptativa de 
similitud de color y el método supervisado de segmentación de los colores propuesto, 
ofrecen una alternativa útil y eficaz para la segmentación de objetos (o regiones) con 
diferentes colores en imágenes de color relativamente complejas, con un buen rendimiento 
en presencia del inevitable ruido aditivo. El método propuesto discrimina de un modo muy 
sencillo cualquier tipo de objetos de diferente color independientemente de sus formas y 
tonalidades.  
 
Por otro lado se presentó una evaluación cuantitativa y la caracterización de la función 
adaptativa de similitud de color propuesta y del algoritmo semiautomático de segmentación 
de imágenes en colores obtenido directamente a partir de la función de similitud. Se llevó a 
cabo la caracterización y evaluación mediante la generación de imágenes sintéticas con su 
correspondiente GT. Se calcularon la tasa de verdaderos positivos (VP) y la tasa de falsos 
positivos (FP) para cada imagen, con el fin de obtener las gráficas ROC de los resultados. 
Este sistema es útil en general para evaluar la calidad del uso de la información de color 
dentro de algoritmos de segmentación. 
 
El comportamiento (caracterización) se evaluó mediante la variación del tamaño, la forma y 
el contraste de color, la cantidad de ruido aditivo, el umbral y el número de píxeles tomados 
en la muestra. Después de un análisis de las correspondientes gráficas ROC, el algoritmo 
mostró buen comportamiento en todos los casos de estudio con tasas de VP mayores que el 
95% y tasas de FP inferiores al 2%. Se muestra el buen desempeño del algoritmo, incluso 
en casos en los que el contraste de color es tan bajo que un observador no encuentra 
diferencia de color.  

 
También se demuestra que la caracterización de la región acromática presentada en este 
trabajo de tesis mejora el rendimiento en comparación con los métodos previamente 
publicados, debido a la afectación de la saturación por un factor exponencial en un esfuerzo 
para modelar mejor la respuesta visual humana en el caso de muy bajo o muy alto brillo. La 
mejora en la calidad de los resultados es significativa. 

 
Se presentó un estudio comparativo entre el comportamiento de la técnica propuesta que 
utiliza una muestra de píxeles y umbralado automático, y dos técnicas de segmentación 
comparables en imágenes en color: 1) la métrica Euclidiana de los canales de color a* y b* 
rechazando L* en el espacio de color CIE L*a*b* y 2) un enfoque probabilístico en a* y 
b*.  
 
Los resultados obtenidos en este trabajo muestran que los dos métodos que utilizan la 
función de similitud de color propuesta obtuvieron buenos resultados en baja y alta 
saturación en todos los casos de estudio siendo prácticamente inmune a los cambios en el 
desvanecimiento de sombra, con tasas de éxito superior al 95% de verdaderos positivos 
(TP) y la tasa de falsos positivos (FP) (errores) menor que el 3%. El rendimiento del 
método que utiliza una sola muestra de píxeles y que clasifica mediante umbralado 
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automático es equivalente al método que usa muestras de píxeles tanto de la figura y el 
fondo y que clasifica por máxima similitud. 
 
Como puede verse por los resultados, los dos métodos implementados que emplean la 
función de similitud de colores en todos los casos superaron: 1) El método que utiliza la 
distancia Euclidiana en el espacio de color CIE L*a*b*, pero descartando L*; 2) El método 
que usa un enfoque probabilístico en a* y en b* y 3) La métrica Euclidiana de los canales 
de color RGB usada como referencia. 

 
En las regiones de alta saturación el algoritmo de segmentación que utiliza la distancia 
Euclidiana en el espacio de color CIE L*a*b* descartando L*, sufrió errores en todos los 
casos. Se manifestaron en diferentes grados y en diferentes niveles de sombra difuminada 
(de menos de 10% al 80%). Se pueden notar tres tipos de tendencias (como se muestra en la 
figura 33 izquierda) en sectores con 120 grados de diferencia: 1) Subida de la curva 
bruscamente (flores_0h, _2h _4h y que corresponden a los canales de color RGB) con una 
alta sensibilidad a la sombra difuminada (superior a la distancia Euclidiana en RGB); 2) 
Subida lenta (flores_1h y 5h) inferior al caso de la distancia Euclidiana en RGB y 3) 
Incremento insensible (flor_3h) hasta cerca de 90% de sombra.  
 
También en las regiones de baja saturación, la segmentación tuvo errores en todos los 
casos. Los errores se manifestaron en diferentes grados y en diferentes niveles de sombra 
desvanecida (del 20% al 80%). Tres tipos de tendencias o simetrías recurrentes se pudieron 
notar en sectores con 180 grados de diferencia: 1) Subida de la curva gradualmente 
(flores_1h y _4h); 2) Elevación abrupta (flores_2h y_5h), y 3) Aumento en un ángulo 
cercano a los 45º (flores_0h y _3h). 
 
El método de segmentación que utiliza un enfoque probabilístico en a* y b* mejoró en 
muchos casos los resultados al usar la métrica Euclidiana en a* y b*, pero en otros casos no 
se pudieron obtener mejoras debido a la corrupción del mismo espacio L*a*b*. 
 
La corrupción de los componentes de color a* y b* debido a los cambios de luminancia ya 
se nota en algunas regiones de baja saturación, pero aumenta rápidamente en la mayoría de 
las regiones de alta saturación de forma irregular. En algunas regiones de alta saturación el 
espacio de color L*a*b* no es útil para distinguir cambios sutiles en el tono con la mínima 
cantidad de sombra aplicada. 
 
La mayoría de las regiones de alta saturación son muy sensibles a los cambios de 
luminancia, ya que los más pequeños cambios provocan fallos durante la segmentación. De 
estos resultados se puede observar que el CIE L*a*b* tiene un rendimiento peor que el 
espacio de color RGB en varias regiones de color de alta saturación. Hemos demostrado 
que la mejora en la calidad de la técnica de segmentación propuesta con sus rápidos 
resultados es sustancialmente significativa. 
 
Se puede observar que la no consideración del parámetro de luminancia L* en el cálculo de 
la distancia Euclidiana y en el enfoque probabilístico, no hizo a los métodos inmunes a 
cambios en la iluminación, de tal modo que una simple sombra podía alterar la calidad de 
sus resultados. También se pudo notar a partir de los resultados, que los parámetros a* b* 



 101

del espacio de color L*a*b* no son independientes del parámetro L* como uno podría 
suponer. 
 
La segmentación usando la métrica Euclidiana de los canales RGB falló en una forma más 
regular empezando a tener problemas en baja saturación con menos del 10% de difuminado 
y en alta saturación con menos del 20% de difuminado. Se pueden observar dos tipos de 
comportamiento: 1) Incremento abrupto de los errores y 2) Incremento progresivo de los 
errores. 
 
El método propuesto de segmentación también se puede utilizar directamente en imágenes 
en escala de grises sin realizar ningún cambio, brindando buenos resultados. Por el 
contrario, los otros métodos de prueba que utilizan el espacio de color CIE L*a*b* 
necesitan incluir el valor de la luminancia L* para realizar la segmentación en ese tipo de 
imágenes, ya que los valores a* y b* se mantienen sin cambios en el centro del plano a*b*. 
Una tarea adicional por realizar es decidir cuándo el parámetro de luminancia L* debe ser 
considerado en el cálculo de la distancia. 
 
El sistema de pruebas diseñado se puede utilizar ya sea para explorar el comportamiento de 
una función de similitud en diferentes espacios de color o para explorar diferentes 
distancias de color (o funciones de similitud) en el mismo espacio de color. En lugar de 
intercambiar espacios de color en los experimentos, sólo sería necesario un cambio de la 
métrica (o de la función de similitud) en el mismo espacio. 
 
 La corrupción de los componentes de color a* y b* debido a los cambios de luminancia ya 
se hace notable en algunas regiones de baja saturación, pero aumenta rápidamente en la 
mayoría de las regiones de alta saturación de forma irregular. En algunas regiones de alta 
saturación el espacio de color L*a*b* no es útil para distinguir cambios sutiles en el tono 
con la mínima cantidad de sombra aplicada. 
 
La mayoría de las regiones de alta saturación son muy sensibles a los cambios de 
luminancia, ya que los más pequeños cambios provocan fallos durante la segmentación. De 
estos resultados se puede observar que el CIE L*a*b* tiene un rendimiento peor que el 
espacio de color RGB en varias regiones de color de alta saturación. Hemos demostrado 
que la mejora en la calidad de la técnica de segmentación propuesta y sus rápidos 
resultados son sustancialmente significativos. 
 
Como se puede observar directamente a partir de los resultados de la segmentación y de las 
gráficas generadas, la función adaptativa de similitud de color propuesta superó en todos 
los casos a la distancia Euclidiana en el espacio de color L*a*b*, sin tomar en cuenta L*. 
El método de segmentación utilizando la función de similitud se desempeñó bien en todos 
los casos con tasas superiores al 95% de verdaderos positivos (VP) y tasas menores que el 
3% de falsos positivos (FP). 
 
En cuanto a la evaluación del método de segmentación de color con condiciones muy 
difíciles, podemos notar que la función adaptativa de similitud de color propuesta tuvo un 
buen desempeño en todas las pruebas y se mantuvo cerca de la zona de alta eficiencia de las 
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gráficas ROC (coordenadas 0, 1), sin cambios notables, cuando el nivel de sombra 
difuminada aumentaba. 

 
Durante el curso de la presente investigación se pudieron observar las deficiencias del 
espacio de color CIE L*a*b*para el proceso de la segmentación del color y se puede ver 
que los resultados obtenidos son pobres y variables para cada región de color y nivel de 
saturación. Por lo tanto, todas las aplicaciones que utilizan ese espacio de color tendrán 
malos e inesperados resultados, en función de las imágenes de entrada y la iluminación. 
 
De los resultados se puede afirmar que algunos sistemas basados en el espacio de color 
CIE L*a*b* usan imágenes que se adaptan a sus pruebas y a sus resultados, como es el caso 
de las imágenes con baja saturación. Con este tipo de imágenes, la segmentación en el 
espacio de color CIE L*a*b* se comporta bien con cambios de luminancia, incluso mejor 
que en el espacio de color RGB. Sin embargo, con imágenes de alta saturación los sistemas 
que utilizan el espacio de color CIE L*a*b* se comportan peor que en el espacio de color 
RGB, por lo que forzosamente producen resultados muy pobres en la segmentación, incluso 
con la menor variación en la iluminación.  
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