
Universidad Nacional Autónoma de México
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Interfaz Cerebro Computadora (BCI) con Imaginación
Musical

T E S I S
QUE PARA OPTAR POR EL GRADO DE:

MAESTRO EN CIENCIA E INGENIERÍA DE LA COMPUTACIÓN
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Resumen

Actualmente existen diferentes tipos de interfaces que permiten la comunicación

entre hombre-máquina. Básicamente el ser humano es capaz de interactuar con una

computadora a través de diferentes canales de entrada/salida, por ejemplo: voz, visión,

audición, tacto y movimiento. Sin embargo, existen dispositivos que permiten la comu-

nicación hombre-máquina mediante el registro de actividad cerebral, y son conocidas

como Interfaces Cerebro Computadora (BCI).

En los últimos años se han desarrollado cada vez más BCI’s que permiten a los se-

res humanos interactuar con diversos tipos de aplicaciones, tales como: videojuegos,

control de prótesis, robots, drones, entre otras. Actualmente los sistemas BCI han mos-

trado su verdadero potencial en varias aplicaciones, pero también han comenzado a ser

muy utilizados en aplicaciones referentes a la música.

Esta tesis presenta una investigación en el área de imaginación musical como paradigma

BCI junto con técnicas de aprendizaje automático. Es decir, explorar la identificación

y clasificación de caracteŕısticas presentes en la actividad cerebral de una persona en

el momento exacto que imagina una actividad musical (imaginación musical).

En este proyecto se establece que un sistema capaz de identificar una actividad musical

imaginada está conformado por una Interfaz Cerebro Computadora (BCI), un módu-
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lo de análisis de señales EEG, un módulo de aprendizaje y clasificación de patrones

cerebrales y, por último, un módulo de audición. No obstante, este trabajo se acota

únicamente al uso de una BCI basada en imaginación musical permitiendo la recolec-

ción de un corpus EEG, posteriormente realizar un análisis de señales EEG e iniciar

experimentos para la clasificación de patrones cerebrales. Esto con el propósito de im-

plementar un sistema que permita discernir entre un conjunto acotado de actividades

musicales imaginadas de manera intencional por un usuario (usando Music Imagery),

extrayendo su actividad cerebral por medio de una BCI y utilizando coeficientes MFCC

como caracteŕısticas para el entrenamiento de modelos de aprendizaje de máquina, y

aśı identificar fragmentos musicales durante el proceso de imaginación musical.
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4.13. Señal EEG resultante correspondiente a un fragmento musical imaginado. 33

4.14. Ejemplo de un problema de dos clases linealmente separable por el hi-

perplano H3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38
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5.4. Gráfica representando la precisión de clasificación de 4 modelos separan-

do dos clases y utilizando 17 coeficientes MFCC. . . . . . . . . . . . . . 49
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5.14. Gráfica representando la precisión de clasificación de 5 clases, 2 algorit-

mos y utilizando 17 coeficientes MFCC. . . . . . . . . . . . . . . . . . . 59
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5.22. Gráfica lineal representando la precisión de clasificación entre un frag-

mento musical imaginado y un estado de relajación (Blank Mind). . . . 68
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5.6. Máquina de Soporte Vectorial. Promedio de precisión de clasificación de

dos clases aplicando diferentes tamaños de ventanas de muestras (sin

traslape) y números de coeficientes MFCC. . . . . . . . . . . . . . . . . 43

xvii
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Caṕıtulo 1

Introducción

Actualmente existen diferentes tipos de interfaces que permiten la comunicación

entre hombre-máquina. Básicamente el ser humano es capaz de interactuar con una

computadora a través de diferentes canales de entrada/salida, por ejemplo: voz, visión,

audición, tacto y movimiento. Sin embargo, existen dispositivos que permiten la comu-

nicación hombre-máquina mediante el registro de actividad cerebral, y son conocidos

como Interfaces Cerebro Computadora (o bien BCI por las siglas en inglés de Brain

Computer Interface) [2].

Existen diferentes definiciones en la literatura respecto a una Interfaz Cerebro Compu-

tadora, pero por el momento se considera la siguiente, es un dispositivo que provee al

cerebro un nuevo canal de control y comunicación [3]. Es decir, una BCI registra ondas

eléctricas generadas por el cerebro en diferentes zonas de la cabeza humana, traduce

estas señales en acciones y comandos que permiten controlar entornos f́ısicos o virtuales.

En los últimos años se han desarrollado cada vez más BCI’s que permiten a los se-

res humanos interactuar con diversos tipos de aplicaciones, tales como: videojuegos [4],

control de prótesis [5], robots [6], drones [7], entre otras. Y recientemente, también se

han comenzado a utilizar en aplicaciones referentes a la música.

Por ejemplo, algunos compositores han generado música a través de señales adqui-
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1. INTRODUCCIÓN

ridas por electroencefalograf́ıa (EEG), tal como el compositor estadounidense Alvin

Lucier quien fue pionero en utilizar señales cerebrales como fuente de música, en su

pieza llamada Music for Solo Performer (1965), donde utilizó ondas alfa para hacer

vibrar instrumentos de percusión [8]. También el compositor David Rosenboom empleó

técnicas de EEG para la creación de sonido y música [9]. A partir de estos proyectos

comienza a existir más presencia de las BCI en las artes, tal como DECONcert, proyecto

donde un grupo de personas participaron con el fin de obtener sus señales cerebrales

y explorar la combinación de estas junto con ondas generadas por el agua, y aśı crear

música [10]. Hay que destacar que estos proyectos no utilizan ninguna técnica basada en

aprendizaje automático, con el objetivo de distinguir patrones cerebrales justo cuando

una persona piensa o imagina una actividad musical de manera intencional con el fin

de crear música.

Hay algunas investigaciones que buscan desarrollar herramientas para la generación

de música, por ejemplo, se creó un proyecto donde se pretende explorar los sistemas

BCI para la composición musical, donde el usuario por medio de una interfaz GUI

(Interfaz Gráfica de Usuario) y una BCI puede componer música a partir de la técnica

de P300. Básicamente el usuario selecciona notas musicales mostradas en un panel y

el sistema las coloca en un pentagrama para que posteriormente sean reproducidas.

En esta investigación se pretende que la creación de melod́ıas cortas proporcione una

experiencia agradable para los usuarios [11].

Otro ejemplo, consiste en producir una interpretación musical mediante la integración

de datos extráıdos de señales EEG. Es decir, el desarrollo de un instrumento musical

que utiliza ondas cerebrales mientras se ejecuta un proceso mental de imaginación mu-

sical complementado con técnicas de sonificación y visualización. El proyecto se llama

Brain dreams Music. El proceso de extracción de caracteŕısticas es por medio de Pa-

trones Espaciales Comunes y la clasificación usando Análisis Discriminante Lineal [12].

Es importante mencionar que falta incursionar más en la aplicación de aprendizaje de
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1.1 Definición del problema

máquina en este tipo de investigaciones.

Tomando como base estos sistemas, en esta tesis se realiza una investigación en el

área de imaginación musical como paradigma BCI junto con técnicas de aprendizaje

de máquina. Es decir, explorar la identificación y clasificación de caracteŕısticas pre-

sentes en la actividad cerebral de una persona en el momento exacto que imagina una

actividad musical. Tal como, Rebecca Schaefer [13] y Sebastian Stober [14] quienes han

incursionado en verificar si es posible clasificar con precisión est́ımulos musicales perci-

bidos e imaginados a partir de datos EEG. Esto es, distinguir entre ambas actividades,

y entendiendo como:

Percepción: cuando una persona es sometida a un est́ımulo musical de tipo audi-

tivo (escuchar una canción, una nota o un tono musical).

Imaginación: cuando se le solicita a la persona que piense o recree mentalmente

el est́ımulo auditivo que ha escuchado previamente. Este proceso se denomina

Imaginación Musical (Music Imagery) concepto definido en el caṕıtulo 3.

Por lo tanto, en este primer caṕıtulo se plantea la definición del problema, el objetivo,

las metas y la contribución de este proyecto de investigación relacionado con el uso de

una BCI utilizando imaginación musical.

1.1. Definición del problema

La mayoŕıa de los humanos somos capaces de imaginar música y este proceso puede

ser definido como una recreación interna deliberada de la experiencia perceptiva de

escuchar música [15]. Este proceso regularmente sucede con el simple hecho de escu-

char una melod́ıa, y posteriormente recrearla intencionalmente de manera imaginada

como una actividad puramente mental. Esto es conocido como una actividad musical

imaginada.
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Idealmente, el uso de una BCI basada en imaginación musical podŕıa permitir construir

un sistema de composición musical o un sistema de identificación de canciones con solo

pensarla. Por tal motivo, hay proyectos que investigan el uso de la imaginación musical

como paradigma para las Interfaces Cerebro Computadora (BCI). Basados principal-

mente en la posibilidad de identificar patrones espećıficos que puedan encontrarse en

los datos EEG, realizando inicialmente un pre procesamiento de datos EEG, un análisis

y una clasificación con técnicas de aprendizaje de máquina.

Por ejemplo, las señales cerebrales ya han sido utilizadas para clasificar la percepción de

melod́ıas. En un experimento realizado por Schaefer [16] participaron 10 sujetos quienes

escucharon 7 segmentos de melod́ıas de entre 3 y 4 segundos de duración, alternando

los est́ımulos de forma aleatoria. La precisión de la clasificación varió entre el 25 % y

70 % entre los sujetos.

En otro experimento [17] se estudió la existencia de información compartida entre

ritmos auditivos percibidos e imaginados por un grupo de 10 personas. Entrenaron dos

clasificadores, uno con datos de percepción y probado con datos de imaginación, y de

manera inversa. Para el clasificador entrenado con percepción y probado con imagina-

ción tuvo un rendimiento para el mejor de los sujetos de 66.4 %. Y para el clasificador

entrenado con imaginación y probado con percepción el rendimiento tuvo un valor de

59.8 % para el mejor de los sujetos. El autor, con base en los resultados, concluye que

efectivamente es posible encontrar información compartida entre ambas actividades.

Por lo tanto, este proyecto se enfoca a investigar la clasificación de 4 fragmentos musi-

cales (actividades musicales) imaginados y un estado de relajación (mente en blanco o

Blank Mind) con el propósito de explorar si es posible hacer una distinción entre ellos,

y aśı contribuir en la construcción de un sistema para la identificación de actividades

musicales imaginadas.
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1.2 Objetivo

Con base en investigaciones previas [12], un sistema que permita identificar una ac-

tividad musical imaginada utilizando una BCI está conformada generalmente por una

Interfaz Cerebro Computadora (BCI), un módulo de análisis de señales EEG, un módu-

lo de aprendizaje y clasificación de patrones cerebrales, y finalmente un módulo de

audición como es presentado en la figura 1.1.

Figura 1.1: Esquema general de un sistema para la identificación de una actividad musical
imaginada.

Esta tesis se enfoca únicamente en el uso de una BCI con un paradigma de imaginación

musical, aśı como en el módulo de análisis, aprendizaje y clasificación de señales EEG.

En la figura 1.1 se observan estos módulos dentro de la sección punteada. El módulo

de sonificación se refiere a la reproducción de la melod́ıa identificada por el sistema

con base en la actividad musical imaginada; sin embargo, su desarrollo se contemplará

como trabajo a futuro.

1.2. Objetivo

Implementar un sistema que permita discernir entre un conjunto acotado de activi-

dades musicales imaginadas de manera intencional por un usuario (usando imaginación

musical como paradigma BCI), extrayendo su actividad cerebral por medio de una

Interfaz Cerebro Computadora (BCI).
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1.2.1. Objetivos particulares

Adquirir un corpus de datos EEG de músicos profesionales mientras realizan

tareas de imaginación musical.

Analizar el corpus adquirido y encontrar caracteŕısticas representativas que ayu-

den a discernir entre diferentes actividades musicales imaginadas.

Clasificar patrones de las señales cerebrales que representan un fragmento musi-

cal imaginado y un estado de relajación (mente en blanco o Blank Mind) para

identificar una distinción entre ellos.

1.3. Contribución y relevancia

La contribución y relevancia de este trabajo es:

Recopilar un corpus con datos EEG aplicando un paradigma de imaginación

musical.

Explorar el uso de coeficientes MFCC como caracteŕısticas de representación de

los datos EEG.

Contribuir en la exploración de la imaginación musical como paradigma BCI.

Un avance importante en el desarrollo de un sistema de composición musical para

personas que no tengan habilidad motora.

Expandir el uso de Interfaces Cerebro Computadora para la composición musical.

Contribuir en la investigación de análisis de señales EEG para la comunicación

hombre-máquina mediante una BCI.

1.4. Estructura de la tesis

Este trabajo está dividido en 6 caṕıtulos. En el primer caṕıtulo se presenta una

breve introducción referente a BCI’s e imaginación musical, aśı como la definición del
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problema, objetivo, contribuciones y metas a cumplir en el proyecto. El caṕıtulo 2 des-

cribe los antecedentes referentes a imaginación musical como paradigma BCI. En el

caṕıtulo 3 se mencionan las caracteŕısticas de un dispositivo BCI y se define imagina-

ción musical. El caṕıtulo 4 contiene la metodoloǵıa para la recolección de un corpus de

señales cerebrales con imaginación musical, el preprocesamiento, el análisis y clasifica-

ción de datos EEG. El caṕıtulo 5 muestra la evaluación y resultados de los diferentes

modelos entrenados para la clasificación de fragmentos musicales imaginados. Y por

último, en el caṕıtulo 6 se incluyen las conclusiones y trabajo a futuro correspondientes

a esta investigación.
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Caṕıtulo 2

Estado del arte

En este caṕıtulo se presentan los antecedentes en el área de imaginación musical

como paradigma BCI. En primer lugar se exponen diferentes investigaciones donde

se describe la clasificación de est́ımulos musicales percibidos e imaginados. Posterior-

mente, proyectos relacionados con la clasificación de actividades musicales imaginadas

combinadas con imaginación motora, y también otros paradigmas utilizados por las

BCI’s, para comprobar cuales son los más eficientes. Al mismo tiempo, se menciona el

preprocesamiento de datos, el análisis de datos, métodos de clasificación y resultados.

Y por último, se presenta una base de datos pública relacionada a la adquisición de

señales EEG con actividades musicales imaginadas.

2.1. Clasificación de percepción e imaginación de est́ımu-

los musicales

Una exploración básica acerca de investigar si la música funciona como paradigma

para las BCI se ha realizado en varias investigaciones.

Por ejemplo, Schaefer [13] realizó unos experimentos donde participaron 6 sujetos quie-

nes ejecutaron un ejercicio de percepción e imaginación de 4 frases musicales de manera

intercalada. Se observó en este primer acercamiento que la percepción de las frases mu-

sicales es totalmente detectable hasta en un 90 % de las veces, y la imaginación solo en
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2. ESTADO DEL ARTE

algunos sujetos es efectiva entre 70 % y 90 % de precisión. Concluyendo que es una bue-

na aproximación en el área y que la música imaginada es un paradigma BCI prometedor.

En este caso, no hay mención de la adquisición de datos EEG y del preprocesamiento

de datos. No obstante, hace referencia a que utilizó un modelo basado en Regresión

Loǵıstica Lineal para clasificar 4 clases.

En otra investigación, Vlek [17] ejecutó un experimento de percepción e imaginación de

acentos musicales, con el fin de verificar si es posible decodificarlos mediante señales ce-

rebrales. En esta prueba participaron 10 sujetos. La secuencia del experimento consistió

en 3 fases: percepción, atenuación (fade) e imaginación. En la parte de imaginación,

se les solicitó a los sujetos la instrucción expĺıcita de imaginar lo que escuchaban y no

usar otras estrategias, tales como aplaudir o contar para mantener el ritmo.

Los resultados mostraron que para la percepción el mejor sujeto alcanzó una tasa de

clasificación de 74.9 %, y un promedio en todos los sujetos de 69.6 %. Para la imagina-

ción el mejor sujeto alcanzó una tasa de clasificación de 65.7 %, y un promedio en todos

los sujetos de 60.8 %. Esto indicando, según los autores, que los resultados permiten

decodificar acentos musicales imaginados y percibidos a partir de señales cerebrales,

siendo benéfico para la investigación y aplicaciones de las BCI.

La adquisición de señales se hizo con 64 electrodos a una frecuencia de muestreo de

2048 Hz. Se eliminaron canales malos aplicando 4 criterios relacionados a la ampli-

tud, correlación y varianza de las señales. Los trials que funcionaban correctamente

para el análisis fueron preprocesados con el método de Referencia Promedio Común

(CAR). Este método tiene como fin mejorar la relación señal a ruido de la señal EEG.

Posteriormente, la señal se filtró entre un rango de 0.5 y 15 Hz. Se aplicó Análisis de

Componentes Principales (PCA) y un promedio de Potenciales Relacionados con Even-

tos (ERP) para una mejor visualización de la respuesta neurofisiológica a la percepción
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e imaginación. Y para clasificar se utilizó Regresión Loǵıstica (LR) regularizado con L2.

Aśı tambien, Stober [18] cita que los sistemas MIIR (Music Imagery Information Re-

trieval Systems) un d́ıa serán capaces de reconocer una canción únicamente con nuestros

pensamientos. Inicia recolectando una base de datos pública llamada OpenMIIR, don-

de participaron 10 sujetos. Utilizó 12 piezas musicales como est́ımulos con duración

entre 7 y 12 segundos en orden aleatorio. La señal EEG de los sujetos se registró con 4

condiciones referentes a la percepción e imaginación musical.

En este estudio se recolectó únicamente la información con 64 canales EEG con una

frecuencia de muestreo de 512 Hz. Eliminando canales malos de manera visual y apli-

cando un filtro entre los rangos de 0.5 y 30 Hz. Para remover artefactos1 causados por

el parpadeo de los ojos se aplicó Análisis de Componentes Independientes (ICA). Y

únicamente analizó Potenciales Relacionados con Eventos (ERP).

Posteriormente, Sternin [15] retoma esta base de datos, aplicando técnicas de aprendiza-

je profundo usando una red neuronal convolucional (CNN) para clasificar los est́ımulos

musicales percibidos e imaginados. Uno de los modelos entrenados fue capaz de clasi-

ficar 12 clases con 28.7 % de precisión para los est́ımulos percibidos. Sin embargo, no

fue aśı para los est́ımulos musicales imaginados, la clasificación resultó con un 7.41 %

de precisión. Concluyendo con esto que es necesario explorar otras caracteŕısticas en

los datos para clasificar con mayor efectividad los est́ımulos musicales.

2.2. Exploración de imaginación musical y motora

La tarea cognitiva más comúnmente utilizada en los estudios de BCI es la imagina-

ción motora, ya que produce cambios en la actividad EEG que ocurren naturalmente

en la planificación del movimiento y son relativamente simples de detectar [19].

1Actividades eléctricas que contaminan las señales cerebrales.

11



2. ESTADO DEL ARTE

Por tal motivo, hay investigaciones que exploran estos dos tipos de paradigmas pa-

ra verificar su comportamiento.

Por ejemplo, Soriano [20] explora el uso de dos tipos de imaginación (motora y musi-

cal) como potenciales paradigmas de sistemas BCI. Participaron 9 personas realizando

experimentos de imaginación musical (imaginar una canción) e imaginación motora

(imaginar el movimiento de la mano derecha), intercalando un descanso o pensar en

una luz blanca. La variabilidad de los resultados fue muy grande entre los sujetos. Indi-

cando que no hay un patrón de similitud en la actividad EEG, únicamente se aprecia en

resonancias magnéticas debido a que se activaban zonas cerebrales similares en ambas

tareas. Comprobando que la actividad de imaginación musical fue la más complicada

de clasificar casi para todos los sujetos. De hecho, la tasa de éxito fue superior al 50 %,

solo un sujeto quedó por debajo de este valor.

La adquisición de los datos se hizo con 64 electrodos con una frecuencia de muestreo de

5 KHz. Para evitar artefactos (movimientos o parpadeos) en la señal se aplicaron filtros

CAR (Common Average Reference). Se etiquetaron las señales con valores escalares pa-

ra poder clasificar: descanso o pensar en una luz blanca (valor 0), imaginación musical

(valor 1) e imaginación motora (valor 2). La extracción de atributos para caracterizar

mejor los est́ımulos se hizo usando Densidad Espectral de Potencia (PDS) obtenido con

el Método de Welch, y la selección de caracteŕısticas se realizó con base en el ı́ndice de

Davies-Bouldin. Por último, la clasificación se realizó con Análisis Discriminante Lineal

(LDA).

12
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2.3. Exploración de imaginación musical con otros para-

digmas BCI

La imaginación musical también se ha evaluado junto con otras tareas cognitivas

para verificar su eficacia. Curran [21] propone evaluar diferentes tareas cognitivas para

diferenciarlas utilizando señales cerebrales EEG. Participaron 10 sujetos realizando la

ejecución de 4 tareas cognitivas:

1. Navegación espacial (Imaginar que se mueven de un cuarto a otro)

2. Imaginación auditiva (Imaginar un tono familiar)

3. Imaginación motora (Imaginar movimiento en la mano izquierda)

4. Imaginación motora (Imaginar movimiento en la mano derecha)

Estas tareas se clasificaron por parejas. Y el mejor rendimiento de clasificación fue pa-

ra el par Navegación espacial - Imaginación auditiva con 74 %. Concluyendo con este

resultado que la imaginación auditiva es posible discriminarla de una tarea cognitiva

diferente con alta probabilidad de éxito.

El registro de datos se hizo con 7 electrodos de plata con una frecuencia de mues-

treo de 384 Hz. Aplicando un filtro paso banda entre el rango 0.1 y 100 Hz. La señal

EEG fue parametrizada usando un modelo autorregresivo (AR) para cada uno de los

canales EEG con el fin de estimar coeficientes de reflexión. Y la clasificación de datos

se realizó con un modelo basado en Regresión Loǵıstica.

2.4. Bases de datos EEG utilizando imaginación musical

En esta sección se describe la única base de datos pública que se encontró con in-

formación EEG basada en imaginación musical.
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OpenMIIR

Los sistemas de recuperación de información de imaginación musical (MIIR por las

siglas en inglés de Music Imagery Information Retrieval Systems) tienen como objetivo

que algún d́ıa puedan reconocer una canción solo a través del pensamiento. Como avan-

ce para que esto suceda, se publica OpenMIIR que es un conjunto de datos de dominio

público de grabaciones de electroencefalograf́ıa (EEG) tomadas durante la percepción

y la imaginación de música [18].

Caracteŕısticas:

10 sujetos de prueba

64 canales EEG

12 fragmentos cortos de música entre 7 y 16 segundos utilizados como est́ımulos

10 archivos EEG sin procesar se encuentran en formato FIF

Recomiendan procesar los archivos con la herramienta MNE (MEG + EEG Analy-

sis And Visualization)

Por lo tanto, se observa que hay pocas bases de datos referentes a imaginación musical.

Aśı que es importante contribuir en la recolección y publicación de nuevas bases de

datos EEG que permitan a la comunidad generar nuevas investigaciones en el área.

OpenMIIR no fue utilizada en este proyecto debido a que los perfiles de los sujetos

corresponden a personas que no tienen un entrenamiento musical profesional, y no

cuenta con registros EEG donde los sujetos muestren un estado de relajación; siendo

estos puntos importantes para esta tesis.

14



Caṕıtulo 3

Señales cerebrales

En este caṕıtulo se presenta una breve introducción referente a las Interfaces Cerebro

Computadora basadas en señales cerebrales (EEG). Y se explica la imaginación musical

como paradigma BCI.

3.1. Interfaz Cerebro Computadora

Las neuronas cerebrales se comunican entre śı produciendo pequeñas señales eléctri-

cas, que llevan el nombre de impulsos [22]. Estos impulsos en conjunto generan una

actividad eléctrica cerebral que puede ser medida a través de una prueba de electroen-

cefalograf́ıa (EEG).

La electroencefalograf́ıa (EEG) es un método cĺınico o de investigación que consiste

en el registro de actividad eléctrica cerebral utilizando electrodos que se colocan sobre

el cuero cabelludo de una persona [23].

Los artefactos son otras actividades eléctricas que contaminan las señales cerebrales,

por ejemplo:

Actividad bioeléctrica causada por el parpadeo y movimiento de los ojos (EOG

por las siglas en inglés de Electrooculography).

Actividad bioeléctrica causada por los músculos (EMG por las siglas en inglés de
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Electromyography).

Actividad electromagnética en el ambiente.

Varias Interfaces Cerebro Computadora están basadas en electroencefalograf́ıa (EEG).

Es decir, registran cambios en la actividad cerebral en diferentes momentos y en dife-

rentes áreas del cerebro. Por lo tanto, una BCI se define como un sistema que permite la

comunicación hombre-máquina mediante la adquisición de señales eléctricas cerebrales,

y el cual es capaz de traducir pensamientos cognitivos (o intenciones) del usuario en

acciones reales para interactuar con un entorno f́ısico o virtual [2].

Según Bernhard [23] para que una BCI sea considerada como tal, debe cumplir las

siguientes caracteŕısticas básicas:

1. Registrar actividad cerebral (Invasivo o No invasivo).

2. Proveer retroalimentación al usuario en tiempo real.

3. Basarse en el control intencional.

Estas caracteŕısticas implican que el usuario debe elegir realizar una tarea mental siem-

pre que desee alcanzar un objetivo con una BCI. Un dispositivo que detecta de forma

pasiva cambios en la actividad cerebral que ocurren sin ningún tipo de intención, como

la actividad EEG asociada con la carga de trabajo, la excitación o el sueño, no son

BCI.

3.2. Métodos de adquisición

La elección del método de adquisición tiene consecuencias importantes de usabili-

dad, ética, diseño del sistema y calidad de la señal.

Principalmente hay 2 métodos de adquisición de señales cerebrales en las BCI.
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3.2 Métodos de adquisición

3.2.1. No invasivo

Este método consiste en colocar una serie de electrodos o sensores de tal forma que

no se realiza una intrusión sobre el cerebro o cuerpo humano. Es la forma más utiliza-

da debido a que no es necesario algún tipo de ciruǵıa. EEG es un método de los más

utilizados en BCI.

Existen otras técnicas no invasivas que se utilizan frecuentemente pero regularmen-

te es costoso y los equipos son muy voluminosos, por ejemplo:

Magnetoencefalograf́ıa (MEG por las siglas en inglés de Magnetoencephalography)

[24].

Tomograf́ıa por Emisión de Positrones (PET por las siglas en inglés de Positron

Emission Tomography) [25].

Tomograf́ıa Computarizada por Emisión de Fotones Individuales (SPECT por las

siglas en inglés de Single-Photon Emission Computed Tomography) [26].

Imagen por Resonancia Magnética Funcional (fMRI por las siglas en inglés de

functional Magnetic Resonance Imaging) [27].

Espectroscopia Funcional del Infrarrojo Cercano (fNIRS por la siglas en inglés de

functional Near-Infrared Spectroscopy) [28].

3.2.2. Invasivo

El método invasivo requiere ciruǵıa para implantar los sensores necesarios. Esta

ciruǵıa incluye la apertura del cráneo a través de un procedimiento quirúrgico llamado

craneotomı́a y el corte de las membranas que cubren el cerebro.

Las técnicas invasivas combinan excelente calidad en la señal, muy buena resolución

espacial y un alto rango de frecuencia. Además, los artefactos no son problema en este
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tipo de técnicas. Sin embargo, existen desventajas, tal como el grave inconveniente de

que requiere ciruǵıa lo cual implica riesgos, y un costo elevado.

3.3. Imaginación musical

En el caṕıtulo 2 se mencionan antecedentes que involucran paradigmas BCI basados

en la imaginación. Uno de los objetivos de este proyecto es analizar señales cerebrales

que se adquieren durante la percepción e imaginación de música basando en un para-

digma BCI.

Algunos estudios han identificado una relación entre áreas cerebrales que se activan

durante la imaginación y percepción de música [29, 30, 31, 32]. Además, la imaginación

no es exclusivamente visual, ya que cualquier persona puede hacer mención que alguna

vez ha sido molestada por alguna melodia publicitaria que suena repetidamente en su

mente [33].

De manera más formal, según Schaefer, la imaginación musical puede definirse como

una recreación interna deliberada de la experiencia perceptiva de escuchar música [34].

Esto significa que todos hemos experimentado imaginación musical en algún momento

[35].

Varios neurocient́ıficos computacionales han realizado avances importantes al respecto.

Sin embargo, la capacidad de clasificar entre fragmentos de música puramente imagi-

nados y un estado de relajación no ha sido explorada.

Por lo tanto, debido a que existe una correlación entre la percepción e imaginación mu-

sical, en esta investigación se retoma dicho paradigma BCI para el análisis de señales

cerebrales, aśı como el entrenamiento de modelos que permitan clasificar fragmentos

musicales imaginados y un estado de relajación.
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Caṕıtulo 4

Metodoloǵıa

En este caṕıtulo se expone el paradigma BCI para la recolección de un corpus

EEG con imaginación musical. También se explica el preprocesamiento y análisis de

datos EEG. Y por último, se describen los métodos de clasificación que se realizaron

utilizando aprendizaje de máquina supervisado.

4.1. Recolección de corpus EEG

Existen varias investigaciones relacionadas al uso de BCI basadas en imaginación

musical y otras tareas cognitivas. No obstante, la información o bases de datos EEG

disponibles en repositorios públicos es casi nula. Por tal motivo, este proyecto se enfoca

a recolectar una base de datos que involucre registros de electroencefalograf́ıa mien-

tras usuarios ejecutan percepción e imaginación musical. Brevemente se describe el

paradigma BCI.

4.1.1. Selección de sujetos de prueba

Al medir las respuestas en el tronco encefálico de músicos y no músicos durante

la percepción de una melod́ıa, se mostró que los músicos tienen un sistema sensorial

especialidado para procesar aspectos del sonido [36]. Además, pocos investigadores han

sometido únicamente a músicos a un paradigma BCI basado en imaginación musical.

Por lo tanto, se decide conformar un corpus de datos cerebrales con 12 personas dedi-

cadas a la música profesionalmente (4 mujeres y 8 hombres) entre 18 y 30 años. Esto
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4. METODOLOGÍA

Sujeto ID Experiencia musical

S01 Compositor, toca la guitarra y es cantante

S02 Toca la guitarra

S03 Cantante y toca el piano

S04 Estudiante de composición y toca la guitarra

S05 Estudiante de composición y toca el piano

S06 Estudiante de composición, toca la guitarra, el contrabajo y las congas

S07 Profesor de música y toca la guitarra

S08 Estudiante de interpretación y toca el piano

S09 Toca el vioĺın y la flauta transversal

S10 Toca el piano y percusiones

S11 Toca el contrabajo

S12 Estudiante de composición, toca el piano y es cantante

Tabla 4.1: Perfil musical de los sujetos de prueba

con el objetivo de comprobar si tienen mayor facilidad para imaginar un fragmento

musical. El perfil musical de cada sujeto de prueba se describe en la tabla 4.1.

Cada participante firmó una carta de confidencialidad, donde se explica el protoco-

lo de adquisición de datos EEG y algunas consideraciones que deb́ıa tomar (dormir 8

horas mı́nimo, no tomar café, no usar qúımicos en el cabello, etc.) para no alterar o

sesgar el registro de señales cerebrales.

4.1.2. Preparación de equipo y entorno para registro EEG

Para realizar el registro de señales cerebrales se utilizó un dispositivo de adquisi-

ción y procesamiento de datos EEG llamado g.USBamp [37], utilizando 32 electrodos

colocados según el sistema internacional 10-20 (ver figura 4.1) [38] y con una tasa de

muestreo de 256 Hz. Se empleó el sistema BCI2000 [39] como software de adquisición.

El experimento se realizó en la cabina de radio de la Universidad Autónoma Metropo-

litana (UAM), Unidad Iztapalapa para aislar, lo más posible, el ruido ambiental y las

distracciones para el sujeto mientras realizaba el ejercicio de percepción e imaginación

musical. En la figura 4.2 se muestra cuando un sujeto está realizando el experimento.
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4.1 Recolección de corpus EEG

Figura 4.1: Configuración de 32 electrodos (identificados en color verde) según el Sistema
Internacional 10-20.
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4. METODOLOGÍA

Figura 4.2: Adquisición de actividad cerebral de un sujeto mientras realizaba el experi-
mento de percepción e imaginación musical.

4.1.3. Percepción e imaginación musical

La adquisición de señales cerebrales de un sujeto se desarrolló utilizando un para-

digma BCI basado en percepción e imaginación musical. La percepción es cuando el

sujeto escucha un fragmento musical. La imaginación se refiere a la recreación mental

del fragmento musical escuchado previamente por el sujeto.

Este experimento se efectuó en 3 etapas:

1. BaseLine (Estado de relajación, mente en blanco o Blank Mind): En esta fase

se le solicita al sujeto que se relaje y no piense en nada en particular (mente en

blanco). Un conjunto de señales auditivas le dan la pauta al sujeto para que inicie

en un estado de relajación, aśı como cuando inicia y finaliza el ejercicio. Este

evento tiene un periodo de tiempo de 109.4 segundos, de los cuales únicamente

se consideran 70 segundos. Un esquema del registro se muestra en la figura 4.3.
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4.1 Recolección de corpus EEG

Figura 4.3: BaseLine (Estado de relajación, mente en blanco o Blank Mind).

2. Entrenamiento: Es un registro de prueba para asegurar que el participante en-

tendió la dinámica del ejercicio de percepción (P) e imaginación (I) musical. El

sujeto escucha únicamente 4 fragmentos musicales con una duración de 6 segun-

dos cada uno (ver tabla 4.2), intercalando un periodo de tiempo de 6 segundos

enseguida de cada est́ımulo musical para que el sujeto inmediatamente lo imagine.

El proceso del registro se muestra en el figura 4.4. Este evento tiene un periodo

de tiempo de 139.4 segundos.

Figura 4.4: Entrenamiento: PB = Percepción del fragmento musical en tono B; IB =
Imaginación del fragmento musical en tono B.

Los fragmentos o est́ımulos musicales corresponden únicamente a 4 notas musica-

les (según el sistema inglés de notación musical): B, C, D y G. Estos fragmentos

musicales tienen el mismo ritmo armónico entre śı, solo la nota musical es la que

cambia. Para mayor detalle, las partituras de cada pieza musical se muestran en

el apéndice A.1.

Identificador Fragmento musical Duración

B Fragmento musical en tono B 6 s

C Fragmento musical en tono C 6 s

D Fragmento musical en tono D 6 s

G Fragmento musical en tono G 6 s

Tabla 4.2: 4 fragmentos musicales (o est́ımulos musicales). Los audios están disponibles
en SoundCloud [1].

3. Secuencia: Es el registro de interés donde se ejecutan diferentes series de percep-

ción (P) e imaginación (I) musical por el sujeto. Son 4 series cada una con 10
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4. METODOLOGÍA

fragmentos musicales aleatorios, intercalando las tareas de percepción e imagina-

ción. Este evento tiene un periodo de tiempo de 946.4 segundos, considerando las

4 series de manera continua. Este evento se muestra en la figura 4.5.

Figura 4.5: Secuencia: 4 series de 10 fragmentos musicales en orden aleatorio.

Los sujetos llevaron acabo las 3 fases descritas anteriormente con los ojos cerrados. Hi-

cieron uso de un par de aud́ıfonos para escuchar señales auditivas que indican cuando

inicia y termina cada fase, y cuando deben imaginar cada fragmento musical después

de escucharlo previamente.

Por último, hay que destacar que principalmente se busca discernir entre señales ce-

rebrales registradas durante el estado de relajación o mente blanco y un fragmento

musical imaginado. Esto involucra un preprocesamiento, análisis y clasificación de los

datos adquiridos durante la primera y tercera fase del paradigma BCI.

4.1.4. Base de datos EEG

La recolección de las señales cerebrales de los músicos (sujetos) y la conformación

de la base de datos, se hizo en colaboración entre el Instituto de Investigaciones en Ma-

temáticas Aplicadas y en Sistemas (IIMAS) de la Universidad Nacional Autónoma de

México (UNAM) y por el Laboratorio de Neuroimagenoloǵıa (LINI) de la Universidad

Autónoma Metropolitana (UAM), Unidad Iztapalapa.

La base de datos EEG tiene las siguientes caracteŕısticas:

12 sujetos de prueba con experiencia musical
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4.2 Preprocesamiento de datos EEG

32 canales EEG

Tasa de muestreo de 256 Hz

12 archivos con formato *.DAT, para cada sujeto existe:

• Estado de relajación o Blank Mind con 70 segundos de información

• Percepción con 60 segundos de información total para cada fragmento mu-

sical

• Imaginación con 60 segundos de información total para cada fragmento mu-

sical

4.2. Preprocesamiento de datos EEG

4.2.1. Filtrado espectral de datos EEG

Los datos adquiridos de cada sujeto que participó en la prueba de percepción e

imaginación musical fueron preprocesados utilizando MATLAB, espećıficamente con el

software EEGLAB que permite el procesamiento de datos de electroencefalograf́ıa. Con

esta herramienta se realizó un filtrado espectral en cada uno de los registros. Un filtro

FIR paso bandas fue aplicado con frecuencia de corte entre 1 y 14 Hz [17], tomando

como referencia algunos rangos espectrales de las bandas de electroencefalograf́ıa [40].

4.2.2. Selección y eliminación de canales EEG

Los registros de electroencefalograf́ıa (EEG) regularmente son muy ruidosos. Con-

tienen artefactos causados por la actividad muscular, el parpadeo de los ojos, presencia

de altas impedancias en los electrodos o algún problema en la conexión de los electrodos

durante el transcurso del registro.

Con el fin de analizar señales de mejor calidad, se aplicaron 3 métodos para la eli-

minación de canales malos que se encuentren el registro EEG: Eliminación de canales

por inspección, Kurtosis y Coeficiente de Correlación de Pearson.
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4. METODOLOGÍA

Figura 4.6: Ejemplo de un registro cerebral donde un electrodo dejó de hacer contacto
con el cuero cabelludo del sujeto. El canal No. 12 muestra visualmente demasiado ruido,
siendo eliminado del electroencefalograma.

4.2.2.1. Eliminación de canales por inspección

Es un proceso que se realiza frecuentemente en el preprocesamiento de señales cere-

brales. Es decir, visualizar los electroencefalogramas con las señales adquiridas ayuda

a eliminar canales EEG que no son adecuados para su análisis. Es una técnica que

complementa otros métodos para la eliminación de canales contaminados por ruido.

Esta técnica se aplicó si durante la adquisición de señales cerebrales se presentaron

los siguientes problemas:

Si durante el registro EEG se observó que algún electrodo dejó de hacer contacto

con el cuero cabelludo del sujeto.

Si la señal de algún canal EEG presenta demasiado ruido visualmente.

Los canales que no presentaron ninguno de estos inconvenientes se consideraron como

adecuados para su próximo análisis. En la figura 4.6 se observa el ejemplo de un canal

EEG que presenta demasiado ruido.
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4.2 Preprocesamiento de datos EEG

4.2.2.2. Kurtosis

Una actividad eléctrica puede aparecer en uno de los canales EEG y estar ausente

en los canales restantes. Tales eventos se pueden detectar calculando el valor de Kurto-

sis en cada uno de los canales EEG. Esta medida indica la presencia de valores at́ıpicos

en conjuntos de datos, un valor muy alto o bajo revela que canal muestra un evento

particular [41].

La medida de kurtosis muestra que tan apuntada o achatada está una distribución.

Es decir, indica la cantidad de datos que hay cercanos a la media, de manera que a

mayor grado de Kurtosis, más apuntada será la forma de la curva [42]. Al tomar la dis-

tribución normal como referencia, una distribución según su valor de Kurtosis se puede

clasificar en tres grupos: leptocúrtica, platicúrtica y mesocúrtica como se muestran en

la figura 4.7.

Figura 4.7: Forma de la curva según el valor de Kurtosis(k).

Kurtosis se mide promediando la cuarta potencia de la diferencia entre cada elemento

del conjunto y la media, dividido entre la desviación t́ıpica elevado también a la cuarta

potencia. Sea el conjunto X = (x1, x2, . . . , xN ), entonces el valor de Kurtosis se define

por la ecuación: 4.1:

k(x) =
1

S4

[
1

N

N∑
i=1

(xi − x̄)4

]
− 3 (4.1)

Donde:
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4. METODOLOGÍA

x̄: Media aritmética de la distribución.

S: Desviación estándar de la distribución.

En este experimento se propone un umbral para el valor de Kurtosis entre el rango

de – 3 y 3 para cada uno de los canales, tomando como base los ĺımites de una dis-

tribución normal [42] . En la figura 4.8 se observa un registro cerebral donde se aplicó

Kurtosis, rechazando tres canales EEG (No. 14, 16 y 18) que sobrepasan los umbrales

establecidos.

Figura 4.8: Ejemplo de un registro cerebral donde se aplica Kurtosis. Los canales No. 14,
16 y 18 se encuentran fuera del umbral y son rechazados.

4.2.2.3. Coeficiente de correlación de Pearson

Debido a la resolución espacial limitada de un electroencefalograma, un subconjun-

to de electrodos locales mide la actividad correlacionada espacialmente. Un canal con

una correlación baja de su actividad respecto con la de sus vecinos tiene una mayor

probabilidad de contener artefactos [41].

Para saber si un canal EEG está correlacionado con respecto a sus vecinos, se calculó

el Coeficiente de Correlación de Pearson [43] entre dos señales, utilizando la ecuación

4.2:

28



4.2 Preprocesamiento de datos EEG

Cor(x, y) =

∑n
i=1(xi − x̄)(yi − ȳ)√∑n

i=1(xi − x̄)2
√∑n

i=1(yi − ȳ)
(4.2)

Donde:

Cor(x, y): Es el coeficiente de correlación de Pearson entre las señales x y y.

El valor de correlación Cor(x, y) vaŕıa en el intervalo [−1, 1] , las propiedades son

las siguientes:

Si Cor(x, y) = −1, entonces hay una correlación negativa lineal perfecta entre x

y y.

Si Cor(x, y) = 1, entonces hay una correlación positiva lineal perfecta entre x y

y.

Si Cor(x, y) = 0, entonces no hay una correlación entre x y y.

En este experimento, nos interesa que exista una correlación positiva lineal entre x

y y. Por lo tanto, empleando el coeficiente de correlación de Pearson, se definieron 2

criterios para rechazar un canal EEG:

1. Si el promedio de correlación de los canales vecinos es menor que 0.4. Definido

por la ecuación 4.3:

µiCor =
1

n

n∑
j=1

Cor(Xi, Xj) (4.3)

Donde:

µiCor: Promedio del coeficiente de correlación de Pearson.

n: Número de canales vecinos de Xi.

Cor(Xi, Xj): Coeficiente de correlación de Pearson entre canal Xi y Xj .

2. Si el canal cuenta con 3 o más correlaciones menores que 0.4

Los criterios anteriores utilizan un umbral de 0.4 de correlación mı́nima entre canales

vecinos. Este valor se decidió a partir de haber llevado a cabo pruebas preliminares en
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Figura 4.9: Definición de red de canales EEG adyacentes para el cálculo del Coeficiente
de Correlación de Pearson.

las que se observó que valores de correlación mayores a 0.6 no teńıan un efecto en la

selección de canales. Se deja como trabajo a futuro explorar el impacto de este umbral

en la selección de los canales, aśı como del desempeño final del sistema.

El software evalúa estos criterios mediante la definición de una red de canales EEG

adyacentes como se muestra en la figura 4.9. La red está basada en la configuración de

canales EEG según el sistema internacional 10-20 que se muestra en la figura 4.1. En

la figura 4.10 se observa un ejemplo de correlaciones que no cumplen alguno de los 2

criterios.

4.2.3. Segmentación de datos EEG

Para un análisis más adecuado, se eliminaron los segmentos de ruido e información

que no son de interés en cada uno de los registros cerebrales. Es decir, únicamente se

conservaron periodos de tiempo donde los eventos de Blank Mind e imaginación de
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4.2 Preprocesamiento de datos EEG

Figura 4.10: Los canales conectados con ĺıneas azules representan correlaciones que no
cumplen alguno de los 2 criterios definidos por el Coeficiente de Correlación de Pearson.

los 4 fragmentos musicales estaban siendo ejecutados, esto con el objetivo de extraer

caracteŕısticas de la información posteriormente.

En la figura 4.11 se observan los segmentos de interés que se extraen para el registro

de relajación o mente en blanco, aśı como para cada uno de los fragmentos musicales

imaginados por el sujeto.

Una vez segmentada la información de interés, se procedió a promediar todos los canales

EEG seleccionados, por medio de la ecuación 4.4:

x(t) =
1

n

n∑
i=0

ci(t) (4.4)

Donde:

n: Número de canales EEG.

ci(t): Señal del canal i.

x(t): Señal resultante.

31



4. METODOLOGÍA

Figura 4.11: Extracción de segmentos de interés para el registro de relajación o mente en
blanco y para cada uno de los fragmentos musicales imaginados.

En la figura 4.12 se muestra un electroencefalograma con 32 señales EEG y en 4.13

se muestra la señal resultante x(t) correspondiente al promedio de los 32 canales EEG

seleccionados anteriormente.

Figura 4.12: 32 señales EEG correspondientes a un fragmento musical imaginado.
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Figura 4.13: Señal EEG resultante correspondiente a un fragmento musical imaginado.

4.3. Análisis de datos

La extracción de caracteŕısticas es la determinación de los elementos que confor-

man un vector de caracteŕısticas que describen un patrón, reduciendo al mismo tiempo

el espacio dimensional para representarlo. Las caracteŕısticas se usan para representar

patrones con el objetivo de minimizar la pérdida de información importante [44].

La selección de caracteŕısticas juega un papel relevante en la clasificación de siste-

mas basados en aprendizaje de máquina. En nuestro caso, para clasificar actividades

cognitivas es necesario seleccionar las caracteŕısticas que representen el estado de rela-

jación o Blank Mind y los fragmentos musicales imaginados. Por tal motivo, se propone

el uso de los siguientes métodos: Transformada Discreta de Fourier (DFT por las siglas

en inglés de Discrete Fourier Transform) y Coeficientes Cepstrales en las Frecuencias

de Mel (MFCC por las siglas en inglés de Mel-Frequency Cepstral Coefficients).
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4.3.1. Transformada Discreta de Fourier (DFT)

La señal EEG adquirida se encuentra en el dominio del tiempo y la distribución

de energia está dispersa. Para extraer las caracteŕısticas, la señal EEG es analizada

para dar una descripción de la enerǵıa de la señal como una función del tiempo y/o

frecuencia [45].

La DFT es una técnica muy usada para el análisis de frecuencia en áreas como acústica,

imagen/video, audio, instrumentación y sistemas de comunicaciones [46]. Aśı tambien

es un método muy frecuente en el análisis de señales EEG. Y con base en algunos

estudios previos, las caracteŕısticas en el dominio de la frecuencia son adecuadas para

reconocer las tareas mentales basadas en señales EEG [47, 48, 49, 50], por tal motivo

su exploración en este trabajo.

El primer método de análisis fue aplicar la Transformada Discreta de Fourier a la

señal y aśı encontrar su espectro. La señal EEG no es estacionaria, lo que significa que

su espectro cambia con el tiempo; dicha señal se puede aproximar como estacionaria,

al utilizar una secuencia de segmentos de señal estacionarios independientes [51]. Las

funciones de Fourier no representan adecuadamente las señales no estacionarias. Por

lo tanto, la señal es dividida en pequeñas ventanas con sobrelape y la DFT se calcula

para cada una de ellas, y aśı generar un conjunto de espectros que se utilizan como

caracteŕısticas. En el capitulo 5 se mencionan los diferentes tamaños de ventanas que

se evaluaron, pero el tamaño de la ventana más eficiente fue de 256 muestras con un

traslape de 255 muestras.

La ecuación de la Transformada Discreta de Fourier está definida por 4.5:

X[k] =

N−1∑
n=0

x[n]e−
2πj
N

kn (4.5)
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Donde:

N : Número de muestras en x[n].

x[n]: Señal de prueba discreta.

X[k]: Espectro en función de la frecuencia discreta.

El cálculo de la DFT fue importante para la obtención de los espectros de las señales

EEG que se utilizaron como datos de entrenamiento para los clasificadores.

4.3.2. Coeficientes Cepstrales en las Frecuencias de Mel (MFCC)

Coeficientes Cepstrales en las Frecuencias de Mel es un método de extracción de

caracteŕısticas para la representación del habla y frecuentemente es usado en sistemas

de reconocimiento de voz. El cálculo de los coeficientes MFCC es una de las técnicas de

parametrización más populares. Además, se ha experimentado su uso para la extracción

de caracteŕısticas en diversas aplicaciones relacionadas al análisis de señales [52].

Particularmente se ha aplicado en la clasificación de tareas EEG. Por ejemplo, cla-

sificación de tareas con imaginación motora [53] [54], clasificación de emociones [55] e

imaginación visual [56], donde se obtuvo una alta precisión de clasificación de hasta

90 %. Sin embargo, no se ha encontrado registro de su uso en imaginación musical, por

tal su aplicación y exploración en esta investigación.

Para calcular los coeficientes MFCC, la señal es dividida en pequeñas ventanas con

sobrelapes, cada uno de estos fragmentos de información fueron convertidos al domino

de la frecuencia por medio de la DFT. Posteriormente, los espectros se multiplican por

un banco de filtros triangulares espaciados de acuerdo con la escala de frecuencias de

Mel 4.6, donde f corresponde con la frecuencia representada en el eje de escala lineal.

mel(f) = 2595log10(1 +
f

700
) (4.6)
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Una vez que la envolvente del espectro de la señal EEG es multiplicada por el banco, se

calcula la enerǵıa correspondiente en cada uno de los filtros. Y enseguida, se hace uso

de la Transformada Discreta del Coseno (DCT), que lleva los coeficientes espectrales

al dominio de la frecuencia convirtiéndolos en coeficientes cepstrales (MFCC) 4.7:

cn =

√
2

k

k∑
k=1

(logSk)cos
[
n(k − 0.5)

π

k

]
(4.7)

Donde:

Sk: Salida del banco de filtro.

k: Longitud de Sk.

cn: Coeficientes cepstrales.

Los coeficientes MFCC y espectros de los fragmentos de la señal EEG se calcularon

con la libreŕıa de python speech features [57].

4.4. Clasificación

En aprendizaje de máquina supervisado, dado un conjunto de muestras de entrena-

miento D = {(x1, y1), (x2, y2), ..., (xn, yn)}, el objetivo es encontrar una aproximación

de la función desconocida g : X → Y , que ha generado las muestras. Cada xi es un

vector de caracteŕısticas y yi es la etiquera del vector de caracteŕısticas correspondiente.

X es la matriz de caracteŕısticas y Y es un vector correspondiente a la etiqueta de cada

fila de X [58].

Algunos paradigmas estad́ısticos de clasificación son muy utilizados para predecir el

resultado de una variable categórica en función de las variables independientes o pre-

dictorias. Por ejemplo, Regresión Loǵıstica ha sido usado en estudios relacionados a

la clasificación de actividades relacionadas con imaginación musical [17] [21] [13], con

buenos resultados en la clasificación de clases. Máquina de Soporte Vectorial no se en-

contró registro para la clasificación de actividades musicales imaginadas, pero se ha
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implementado en el reconocimiento de emociones musicales [59] y en la clasificación

general de señales EEG [60] [61]. Por lo tanto, debido a que han sido funcionales, se

propone la implementación de estas técnicas para la clasificación de fragmentos musi-

cales imaginados.

4.4.1. Regresión loǵıstica

La Regresión Loǵıstica (LR por las siglas en inglés de Logistic Regression) [62]

es un algoritmo supervisado y es un clasificador de aprendizaje discriminativo que

directamente estima los parámetros de la función de distribución a posteriori P (c|x).

Este algoritmo asume la distribución P (c|x) que es dada por 4.8:

P (c = k|x) =
exp(wT

k x)∑K
j=1 exp(w

T
j x)

(4.8)

donde wj representa los parámetros a estimar y K es el número de clases. Entonces el

método de máxima verosimilitud se usa para aproximar directamente a wj . Como la

matriz Hessiana para el modelo de regresión loǵıstica es positiva definida, la función

de error tiene un mı́nimo único. El sobreajuste puede ocurrir en la regresión loǵısti-

ca cuando los datos son escasos y de gran tamaño, lo cual puede evitarse usando la

regularización L1 y L2 [63].

4.4.2. Máquina de soporte vectorial

Máquina de Soporte Vectorial (SVM por las siglas en inglés de Support Vector Ma-

chine) es un algoritmo de clasificación discriminativo capaz encontrar un hiperplano de

decisión con la distancia máxima (margen) a los puntos de datos más cercanos (vectores

de soporte) de cada clase (ver figura 4.14). La función de decisión de SVM está com-

pletamente especificada por un subconjunto de los puntos de datos de entrenamiento y

la función de costo es una función convexa que conduce a una solución óptima para la

tarea de optimización [64].
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Figura 4.14: Ejemplo de un problema de dos clases linealmente separable por el hiperplano
H3.

El uso de un kernel es beneficioso, especialmente cuando los puntos de datos no se

pueden separar con un hiperplano en el espacio de caracteŕısticas original. Esto puede

conducir a una separación más fácil de los puntos de datos en el espacio de destino.

Por lo tanto, el algoritmo SVM evita el problema de dimensionalidad confiando en los

puntos de datos solo a través del kernel [65]. Un SVM lineal puede aproximarse con un

kernel RBF, y está diseñado inherentemente para tareas de clasificación de dos clases,

pero se han propuesto métodos diferentes para adaptarlos a problemas multiclases [66].
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Caṕıtulo 5

Evaluación y Resultados

En este caṕıtulo se presenta la evaluación y los resultados de diferentes modelos

entrenados con técnicas de aprendizaje de máquina combinados con la extracción de

caracteŕısticas que representan a los datos EEG basados en imaginación musical.

5.1. Selección y evaluación de parámetros iniciales

Para ejecutar pruebas finales fue necesario seleccionar un conjunto de parámetros

para el entrenamiento de los diferentes modelos, por lo cual se realizaron pruebas pre-

liminares basadas en los siguientes parámetros iniciales:

Número de sujetos

Número de clases a clasificar

Tamaño de ventana (con o sin traslape)

Extracción de caracteŕısticas de la señal

Algoritmo de clasificación

Método de selección y eliminación de canales EEG

5.1.1. Pruebas preliminares

Estas pruebas preliminares ayudaron a seleccionar la mejor combinación de paráme-

tros para ejecutar una serie de pruebas finales, y aśı evaluar métodos de clasificación y
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extracción de caracteŕısticas de la señal EEG que ayuden a revelar mejores resultados

para discernir entre Blank Mind y fragmentos musicales imaginados. A continuación se

presentan los resultados de las dos pruebas ejecutadas, donde el principal diferenciador

es el método para la extracción de caracteŕısticas de la señal.

Prueba preliminar No. 1: Transformada Discreta de Fourier (DFT)

Los parámetros utilizados en esta prueba fueron:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (sin traslape): 256, 128, 64 y 32 muestras

Extracción de caracteŕısticas de la señal: Transformada Discreta de Fourier (DFT)

Algoritmo de clasificación: Regresión Loǵıstica y Máquina de Soporte Vectorial

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

En la tabla 5.1 se muestra un resumen del promedio de precisión ( %) de clasificación

obtenido para diferentes tamaños de ventanas de muestras (sin traslape).

Regresión Loǵıstica (LR) Máquina de Soporte Vectorial (SVM)

Promedio BM - B BM - C BM - D BM - G BM - B BM - C BM - D BM - G

Ventana 32 muestras (ver 5.2) 53.9 % 52.1 % 55.4 % 53.9 % 54.8 % 53.1 % 53.6 % 54.0 %

Ventana 64 muestras (ver 5.3) 53.3 % 54.7 % 52.0 % 56.2 % 53.9 % 56.7 % 52.6 % 53.8 %

Ventana 128 muestras (ver 5.4) 57.4 % 54.0 % 53.4 % 53.5 % 54.5 % 52.1 % 54.2 % 50.6 %

Ventana 256 muestras (ver 5.5) 55.8 % 51.6 % 55.8 % 53.2 % 55.4 % 53.5 % 48.4 % 54.2 %

BM BlankMind; B Fragmento musical imaginado en tono B; C Fragmento musical imaginado en tono C; D Fragmento musical

en tono D; G Fragmento musical en tono G

Tabla 5.1: Promedio de precisión de clasificación de dos clases aplicando dos algoritmos
de aprendizaje de máquina para 4 tamaños de ventanas de muestras (sin traslape).
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Regresión Loǵıstica (LR) Máquina de Soporte Vectorial (SVM)

ID BM - B BM - C BM - D BM - G BM - B BM - C BM - D BM - G

S01 48.6 % 50.0 % 61.1 % 48.1 % 53.8 % 54.3 % 54.3 % 52.4 %

S02 56.3 % 50.0 % 58.2 % 59.1 % 55.8 % 50.5 % 50.5 % 51.4 %

S03 49.5 % 50.0 % 54.8 % 55.8 % 54.8 % 58.2 % 56.3 % 57.2 %

S04 54.8 % 52.4 % 54.3 % 55.3 % 50.0 % 57.2 % 52.9 % 54.8 %

S05 54.8 % 53.8 % 53.8 % 55.3 % 51.4 % 49.5 % 53.8 % 55.8 %

S06 52.9 % 51.9 % 50.5 % 50.5 % 55.8 % 53.4 % 55.3 % 51.9 %

S07 53.8 % 54.3 % 55.3 % 56.7 % 56.3 % 51.0 % 50.5 % 51.4 %

S08 60.1 % 52.4 % 54.8 % 59.6 % 56.3 % 55.3 % 56.3 % 58.7 %

S09 56.3 % 51.9 % 54.3 % 50.5 % 54.3 % 54.3 % 57.7 % 55.3 %

S10 51.0 % 48.6 % 56.3 % 54.3 % 56.3 % 54.3 % 58.2 % 53.8 %

S11 51.9 % 54.8 % 56.7 % 48.6 % 55.8 % 49.5 % 48.1 % 55.3 %

S12 57.2 % 54.8 % 54.8 % 53.4 % 56.7 % 49.5 % 50.0 % 50.0 %

Promedio 53.9 % 52.1 % 55.4 % 53.9 % 54.8 % 53.1 % 53.6 % 54.0 %

BM Blank Mind; B Fragmento musical imaginado en tono B; C Fragmento musical imaginado en tono C; D Fragmento musical

en tono D; G Fragmento musical en tono G

Tabla 5.2: Precisión de clasificación de dos clases por sujeto aplicando dos algoritmos de
aprendizaje de máquina con ventanas de 32 muestras (sin traslape).

Regresión Loǵıstica (LR) Máquina de Soporte Vectorial (SVM)

ID BM - B BM - C BM - D BM- G BM - B BM - C BM - D BM- G

S01 51.9 % 51.9 % 43.3 % 58.7 % 51.0 % 59.6 % 52.9 % 51.9 %

S02 52.9 % 56.7 % 51.0 % 54.8 % 51.0 % 55.8 % 56.7 % 57.7 %

S03 54.8 % 52.9 % 57.7 % 61.5 % 55.8 % 54.8 % 56.7 % 48.1 %

S04 53.8 % 56.7 % 58.7 % 57.7 % 57.7 % 56.7 % 48.1 % 54.8 %

S05 53.8 % 55.8 % 54.8 % 52.9 % 48.1 % 59.6 % 51.9 % 52.9 %

S06 53.8 % 51.0 % 52.9 % 58.7 % 54.8 % 53.8 % 55.8 % 52.9 %

S07 51.9 % 54.8 % 53.8 % 51.0 % 55.8 % 58.7 % 51.9 % 57.7 %

S08 43.3 % 60.6 % 48.1 % 62.5 % 54.8 % 59.6 % 52.9 % 52.9 %

S09 62.5 % 56.7 % 49.0 % 51.0 % 55.8 % 53.8 % 53.8 % 53.8 %

S10 49.0 % 51.9 % 49.0 % 52.9 % 58.7 % 57.7 % 48.1 % 57.7 %

S11 51.0 % 50.0 % 50.0 % 54.8 % 47.1 % 55.8 % 47.1 % 49.0 %

S12 60.6 % 57.7 % 55.8 % 57.7 % 56.7 % 53.8 % 55.8 % 56.7 %

Promedio 53.3 % 54.7 % 52.0 % 56.2 % 53.9 % 56.7 % 52.6 % 53.8 %

BM Blank Mind; B Fragmento musical imaginado en tono B; C Fragmento musical imaginado en tono C; D Fragmento musical

en tono D; G Fragmento musical en tono G

Tabla 5.3: Precisión de clasificación de dos clases por sujeto aplicando dos algoritmos de
aprendizaje de máquina con ventanas de 64 muestras (sin traslape).
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Regresión Loǵıstica (LR) Máquina de Soporte Vectorial (SVM)

ID BM - B BM - C BM - D BM- G BM - B BM - C BM - D BM- G

S01 57.7 % 53.8 % 44.2 % 57.7 % 59.6 % 50.0 % 59.6 % 48.1 %

S02 53.8 % 55.8 % 46.2 % 34.6 % 48.1 % 40.4 % 53.8 % 51.9 %

S03 65.4 % 53.8 % 50.0 % 50.0 % 55.8 % 48.1 % 57.7 % 53.8 %

S04 48.1 % 63.5 % 65.4 % 63.5 % 61.5 % 55.8 % 40.4 % 53.8 %

S05 61.5 % 50.0 % 51.9 % 57.7 % 51.9 % 59.6 % 57.7 % 42.3 %

S06 51.9 % 55.8 % 57.7 % 59.6 % 50.0 % 51.9 % 50.0 % 50.0 %

S07 57.7 % 48.1 % 46.2 % 53.8 % 53.8 % 53.8 % 55.8 % 53.8 %

S08 57.7 % 57.7 % 55.8 % 53.8 % 57.7 % 48.1 % 61.5 % 51.9 %

S09 55.8 % 50.0 % 53.8 % 55.8 % 55.8 % 48.1 % 46.2 % 42.3 %

S10 67.3 % 55.8 % 51.9 % 55.8 % 53.8 % 61.5 % 50.0 % 48.1 %

S11 67.3 % 51.9 % 65.4 % 55.8 % 55.8 % 57.7 % 59.6 % 61.5 %

S12 44.2 % 51.9 % 51.9 % 44.2 % 50.0 % 50.0 % 57.7 % 50.0 %

Promedio 57.4 % 54.0 % 53.4 % 53.5 % 54.5 % 52.1 % 54.2 % 50.6 %

BM Blank Mind; B Fragmento musical imaginado en tono B; C Fragmento musical imaginado en tono C; D Fragmento musical

en tono D; G Fragmento musical en tono G

Tabla 5.4: Precisión de clasificación de dos clases por sujeto aplicando dos algoritmos de
aprendizaje de máquina con ventanas de 128 muestras (sin traslape).

Regresión Loǵıstica (LR) Máquina de Soporte Vectorial (SVM)

ID BM - B BM - C BM - D BM- G BM - B BM - C BM - D BM- G

S01 53.8 % 61.5 % 57.7 % 61.5 % 50.0 % 61.5 % 26.9 % 42.3 %

S02 57.7 % 57.7 % 50.0 % 53.8 % 50.0 % 57.7 % 53.8 % 42.3 %

S03 57.7 % 42.3 % 53.8 % 53.8 % 61.5 % 42.3 % 53.8 % 61.5 %

S04 61.5 % 53.8 % 42.3 % 53.8 % 65.4 % 53.8 % 46.2 % 30.8 %

S05 42.3 % 53.8 % 65.4 % 50.0 % 53.8 % 61.5 % 53.8 % 65.4 %

S06 46.2 % 34.6 % 61.5 % 42.3 % 53.8 % 57.7 % 42.3 % 61.5 %

S07 50.0 % 57.7 % 57.7 % 53.8 % 46.2 % 50.0 % 46.2 % 57.7 %

S08 61.5 % 50.0 % 61.5 % 57.7 % 65.4 % 50.0 % 53.8 % 61.5 %

S09 46.2 % 50.0 % 50.0 % 50.0 % 57.7 % 57.7 % 61.5 % 53.8 %

S10 61.5 % 53.8 % 42.3 % 61.5 % 46.2 % 34.6 % 50.0 % 42.3 %

S11 65.4 % 50.0 % 65.4 % 57.7 % 57.7 % 61.5 % 46.2 % 69.2 %

S12 65.4 % 53.8 % 61.5 % 42.3 % 57.7 % 53.8 % 46.2 % 61.5 %

Promedio 55.8 % 51.6 % 55.8 % 53.2 % 55.4 % 53.5 % 48.4 % 54.2 %

BM Blank Mind; B Fragmento musical imaginado en tono B; C Fragmento musical imaginado en tono C; D Fragmento musical

en tono D; G Fragmento musical en tono G

Tabla 5.5: Precisión de clasificación de dos clases por sujeto aplicando dos algoritmos de
aprendizaje de máquina con ventanas de 256 muestras (sin traslape).

Los modelos entrenados en esta primera prueba preliminar arrojaron un desempeño

muy bajo para ambos algoritmos. La precisión que se obtuvo corresponde a un porcen-

taje abajo del 55 % en la mayoŕıa de los casos, indicando con esto que los modelos no son

capaces de separar adecuadamente las diferentes clases. Por lo tanto, el uso de espectros
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como datos de entrenamiento, no mostraron resultados satisfactorios para identificar

entre el estado de relajación o Blank Mind y un fragmento musical imaginado. Con-

tinuando con una segunda prueba preliminar que involucra el uso de coeficientes MFCC.

Prueba preliminar No. 2: Coeficientes Cepstrales en las Frecuencias de Mel

(MFCC)

Los parámetros utilizados en esta prueba fueron:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (sin traslape): 256, 128, 64 y 32 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 5, 10, 15, 20 y 25 coeficientes

Algoritmo de clasificación: Regresión Loǵıstica y Máquina de Soporte Vectorial

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

En las tablas 5.6 y 5.7 se muestra un resumen del promedio de precisión ( %) de clasi-

ficación para diferentes ventanas de muestras (sin traslape) y números de coeficientes

MFCC. En este ejercicio se resumieron diferentes modelos para una mejor selección de

parámetros.

Máquina de Soporte Vectorial (SVM)

Promedio MFCC = 5 MFCC = 10 MFCC = 15 MFCC = 20 MFCC = 25

Ventana 32 muestras 56.5 % 56.7 % 58.2 % 58.1 % 59.3 %

Ventana 64 muestras 60.1 % 58.4 % 57.8 % 58.1 % 57.6 %

Ventana 128 muestras 60.0 % 59.4 % 56.1 % 61.6 % 62.3 %

Ventana 256 muestras 62.1 % 60.2 % 63.0 % 67.3 % 65.2 %

Tabla 5.6: Máquina de Soporte Vectorial. Promedio de precisión de clasificación de dos
clases aplicando diferentes tamaños de ventanas de muestras (sin traslape) y números de
coeficientes MFCC.
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Regresión Loǵıstica (LR)

Promedio MFCC = 5 MFCC = 10 MFCC = 15 MFCC = 20 MFCC = 25

Ventana 32 muestras 57.4 % 57.9 % 57.1 % 56.6 % 57.6 %

Ventana 64 muestras 58.7 % 58.3 % 58.1 % 57.8 % 56.5 %

Ventana 128 muestras 56.8 % 58.3 % 59.1 % 60.3 % 62.0 %

Ventana 256 muestras 62.2 % 60.4 % 61.0 % 63.6 % 61.6 %

Tabla 5.7: Regresión Loǵıstica. Promedio de precisión de clasificación de dos clases apli-
cando diferentes tamaños de ventanas de muestras (sin traslape) y números de coeficientes
MFCC.

Al analizar los resultados de las tablas 5.6 y 5.7 el mejor resultado se obtuvo cuando

se entrenaron los modelos con ventanas de 256 muestras (sin traslape) y con 15, 20 y

25 coeficientes MFCC. Particularmente en este caso, el algoritmo basado en Máquina

de Soporte Vectorial obtuvo un mejor rendimiento con respecto a Regresión Loǵıstica.

Además, se comprueba con estas dos pruebas preliminares que la extracción de carac-

teŕısticas de la señal es más eficiente al utilizar coeficientes MFCC en vez de espectros

obtenidos con DFT, comparando con los resultados de la tabla 5.1.

Por lo tanto, se concluye que los mejores parámetros iniciales por el momento son:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (sin traslape): 256 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 15, 20 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial (Entrenamiento 80 % y

Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección
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5.2. Resultados: Clasificación de Blank Mind e imagina-

ción musical

En este apartado se muestran los resultados obtenidos de acuerdo al entrenamien-

to de diferentes modelos basados en la selección de parámetros iniciales. El objetivo

de estas pruebas es comprobar la clasificación de dos clases: Blank Mind y un frag-

mento musical imaginado. Por lo tanto, enseguida se presentan los diferentes modelos

entrenados que se exploraron con las observaciones correspondientes para cada uno.

5.2.1. Prueba No. 1: Eliminación de canales por inspección

Los parámetros utilizados en esta prueba fueron:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial y Regresión Loǵıstica

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

Los resultados se observan en las gráficas 5.1, 5.2 y 5.3, donde se compara el porcentaje

de precisión de clasificación para cada uno de los sujetos y sus clases a diferenciar.
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Figura 5.1: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 17 coeficientes MFCC.

Figura 5.2: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 21 coeficientes MFCC.
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Figura 5.3: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 25 coeficientes MFCC.

Observaciones para Prueba No. 1

Al comparar los resultados previos, Máquina de Soporte Vectorial y 21 coeficientes

MFCC es la mejor combinación para diferenciar entre Blank Mind y cualquier

fragmento musical imaginado obteniendo entre 70 % y 95 % de precisión en la

clasificación de las clases.

Para 17 y 25 coeficientes MFCC el porcentaje de precisión para la clasificación fue

más baja. Sin embargo, los porcentajes obtenidos son funcionales para clasificar

dos clases.

El sobrelape de las ventanas de información con 255 muestras permitió incre-

mentar el conjunto de datos para el entrenamiento y pruebas de los modelos,

ayudando a generar mejores resultados.

En ambos casos, los sujetos S02, S05 y S09 presentaron un porcentaje por arriba

del 85 % de precisión en la clasificación. Curiosamente, el sujeto S05 tuvo una

formación musical desde los 4 años.
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Regresión Loǵıstica presentó una precisión de clasificación por debajo del 60 %,

siendo un método poco robusto para los datos EEG con imaginación musical.

5.2.2. Prueba No. 2: Eliminación de canales por Kurtosis

Los parámetros utilizados en esta prueba fueron:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial y Regresión Loǵıstica

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Kurtosis

Los resultados se muestran en las gráficas 5.4, 5.5 y 5.6, donde se compara el porcentaje

de precisión de clasificación para cada uno de los sujetos y sus clases a diferenciar. En

esta prueba se aplicó Kurtosis para la eliminación de canales malos en cada uno de los

registros, con el fin de verificar si es posible incrementar el porcentaje de precisión.
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Figura 5.4: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 17 coeficientes MFCC.

Figura 5.5: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 21 coeficientes MFCC.
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Figura 5.6: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 25 coeficientes MFCC.

Observaciones para Prueba No. 2

Comparando las gráficas previas, nuevamente Máquina de Soporte Vectorial y 21

coeficientes MFCC es la mejor combinación para diferenciar entre Blank Mind y

cualquier fragmento musical imaginado obteniendo entre 70 % y 90 % de precisión

en la clasificación de las clases.

Para 17 y 25 coeficientes MFCC el porcentaje de precisión para la clasificación

fue más baja. No obstante, los porcentajes obtenidos son efectivos para clasificar

dos clases.

Al eliminar señales EEG con la técnica de Kurtosis la precisión de clasificación

entre clases vaŕıa entre ± 5 %. Por lo tanto, al utilizar esta medida estad́ıstica los

resultados no son afectados significativamente.

Nuevamente se observa que los sujetos S02, S05 y S09 presentaron un porcentaje

por arriba del 80 % de precisión en la clasificación.

Regresión Loǵıstica presentó una precisión de clasificación por debajo del 60 %,
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siendo un método poco robusto para los datos EEG con imaginación musical

también al aplicar Kurtosis.

5.2.3. Prueba No. 3: Eliminación de canales por coeficiente de corre-

lación de Pearson

Los parámetros utilizados en esta prueba fueron:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial y Regresión Loǵıstica

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Coeficiente de Correlación de

Pearson

Los resultados se presentan en las gráficas 5.7, 5.8 y 5.9, donde se compara el porcentaje

de precisión de clasificación para cada uno de los sujetos y sus clases a diferenciar.

En esta prueba se aplicó Coeficiente de Correlación de Pearson para la eliminación

de canales malos en cada uno de los registros, con el fin de verificar si hay cambios

significativos en el porcentaje de precisión par la clasificación de los datos EEG.
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Figura 5.7: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 17 coeficientes MFCC.

Figura 5.8: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 21 coeficientes MFCC.
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Figura 5.9: Gráfica representando la precisión de clasificación de 4 modelos separando
dos clases y utilizando 25 coeficientes MFCC.

Observaciones para Prueba No. 3

Las gráficas muestran que Máquina de Soporte Vectorial y 21 coeficientes MFCC

es la mejor combinación para diferenciar entre Blank Mind y cualquier fragmento

musical imaginado obteniendo entre 70 % y 90 % de precisión en la clasificación

de las clases.

Para 17 y 25 coeficientes MFCC el porcentaje de precisión para la clasificación

fue más baja pero son favorables para clasificar dos clases.

Al eliminar señales EEG mediante el cálculo del Coeficiente de Correlación de

Pearson la precisión de clasificación entre clases continua variando entre ± 5 %.

Por lo tanto, los resultados siguen siendo favorables.

Se presentaron sujetos con correlaciones menores a 0.4 en los canales centrales

y temporales, dibujando una segmentación de electrodos. Esto permitió realizar

una exploración de canales EEG que se expone en la prueba No. 4.

En estos resultados también los sujetos S02, S05 y S09 presentaron un porcentaje

por arriba del 80 % de precisión en la clasificación.
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Regresión Loǵıstica presentó una precisión de clasificación por debajo del 60 %,

siendo un método poco robusto para los datos EEG con imaginación musical

aunque se haya aplicado el cálculo de Coeficiente de Correlación de Pearson.

Con los resultados de estas primeras pruebas, se comprueba que los 3 métodos

utilizados para la eliminación y selección de canales EEG permiten identificar

conjuntos de señales que no son aptas para los diferentes modelos que se entre-

naron. Cualquier método puede aplicarse en este corpus recolectado sin afectar

significativamente los resultados. Hay que destacar que es importante el uso de es-

tos métodos para la eliminación y selección de canales EEG con el fin de remover

señales que contegan artefactos.

5.2.4. Prueba No. 4: Clusterización de electrodos aplicando coeficien-

te de correlación de Pearson

En la prueba No. 3 se rechazaron señales de electrodos que no están correlacionadas

con sus vecinos según el Coeficiente de Correlación de Pearson y basándonos en la red de

canales EEG adyacentes que se muestra en la figura 4.9 . En algunos casos, las correla-

ciones que no cumplieron con los criterios del apartado 4.2.2.3 coincidieron justamente

con los electrodos ubicados en la zona central y temporal del cerebro, marcándose una

segmentación del área cerebral en dos partes. Algunos sujetos presentaron esta división

muy particular, tal y como se muestra en las figuras 5.10.

La segmentación de electrodos coincide con dos partes: área frontal y occipital del ce-

rebro. Debido a esta similitud en 3 sujetos, se decidió realizar una clusterización de

electrodos según su ubicación.

Cluster 1 : Electrodos ubicados mayormente en el área frontal del cerebro.

Cluster 2 : Electrodos ubicados mayormente en el área occipital del cerebro.

Por lo tanto, tomando en cuenta lo anterior, se realizó una exploración con cada uno
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Figura 5.10: Segmentación de electrodos EEG para 3 sujetos (S04, S05 y S07) en dos
clusters.
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de estos clústers para verificar si es posible identificar diferencias entre los fragmentos

musicales imaginados y Blank Mind para cada uno de los sujetos. Es decir, se eje-

cutó un entrenamiento para cada uno de los clústers identificados según los siguientes

parámetros de prueba:

Número de sujetos: 3 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial (Entrenamiento 80 % y

Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Coeficiente de Correlación de

Pearson

Los resultados se muestran en las gráficas 5.11, 5.12 y 5.13, donde se compara el por-

centaje de precisión de clasificación para cada uno de los sujetos, sus clases a diferenciar

y su respectivo clúster. En esta prueba se aplicó Coeficiente de Correlación de Pear-

son para la eliminación de canales no correlacionados en cada uno de los registros, y

principalmente segmentar el área cerebral en 2 secciones.

Figura 5.11: Comparación de 2 clústers según su precisión de clasificación para 2 clases
utilizando 17 coeficientes MFCC.
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Figura 5.12: Comparación de 2 clústers según su precisión de clasificación para 2 clases
utilizando 21 coeficientes MFCC.

Figura 5.13: Comparación de 2 clústers según su precisión de clasificación para 2 clases
utilizando 25 coeficientes MFCC..

Observaciones para Prueba No. 4

Se observa que para el clúster 1, Máquina de Soporte Vectorial y 21 coeficientes

MFCC funciona adecuadamente para diferenciar entre Blank Mind y cualquier

fragmento musical imaginado obteniendo entre 75 % y 95 % de precisión en la

clasificación de las clases. Los valores obtenidos son muy similares con las pruebas

No. 1 pero con una cantidad menor de electrodos EEG.

Para 17 y 25 coeficientes MFCC la precisión de clasificación fue más baja en

ambos clústers. Pero los porcentajes obtenidos son favorables para clasificar dos

clases.

En todos los casos, para el clúster 1 se obtuvieron mejores resultados que el

clúster 2. Lo que significa que hay una mejor relación entre entre los electrodos

EEG ubicados en la zona frontal con los fragmentos musicales imaginados.

En esta prueba hay una aproximación de resultados muy similares a los de la

prueba No. 1. Por tal motivo, existe la posibilidad de analizar los datos con una
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cantidad menor de electrodos EEG.

5.2.5. Prueba No. 5: Clasificación de 5 clases por sujeto

En pruebas anteriores, se ha comprobado satisfactoriamente la clasificación entre

Blank Mind y algún fragmento musical imaginado con una precisión arriba del 70 %

para 12 sujetos. Por lo tanto, en esta prueba se decide realizar el entrenamiento de un

modelo para clasificar 4 fragmentos musicales imaginados y Blank Mind para verificar

si las técnicas usadas hasta el momento son capaces de diferenciar entre 5 clases. Los

parámetros para esta prueba son los siguientes:

Número de sujetos: 12 sujetos

Número de clases a clasificar: 5 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Regresión Loǵıstica y Máquina de Soporte Vectorial

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

Los resultados se presentan en las gráficas 5.14, 5.15 y 5.16, donde se compara el

porcentaje de precisión de clasificación para cada uno de los sujetos según dos algoritmos

de clasificación.
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Figura 5.14: Gráfica representando la precisión de clasificación de 5 clases, 2 algoritmos
y utilizando 17 coeficientes MFCC.

Figura 5.15: Gráfica representando la precisión de clasificación de 5 clases, 2 algoritmos
y utilizando 21 coeficientes MFCC.
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Figura 5.16: Gráfica representando la precisión de clasificación de 5 clases, 2 algoritmos
y utilizando 25 coeficientes MFCC.

Observaciones para Prueba No. 5

En esta prueba se observa que los algoritmos de aprendizaje de máquina em-

pleados no fueron totalmente capaces de clasificar 5 clases. Por lo tanto, como

trabajo a futuro, se propone probar algoritmos de aprendizaje profundo con una

mayor cantidad de datos EEG, aśı como experimentar otras caracteŕısticas para

la representación de las señales cerebrales.

En esta prueba Máquina de Soporte de Vectorial sigue siendo más eficiente. Sin

embargo, no se alcanzó como mı́nimo un 70 % de precisión en la clasificación de

5 clases.

5.2.6. Prueba No. 6: Clasificación de 5 clases para todos los sujetos

En la prueba No. 5 se experimentó clasificar 4 fragmentos musicales imaginados y

Blank Mind pero los algoritmos no fueron lo suficientemente robustos para dicha tarea.

No obstante, nos dimos a la tarea de homologar toda la información de los sujetos en

un solo conjunto de datos, es decir, conocer únicamente la clase a la que pertenecen los

datos y no al sujeto. Los parámetros de prueba que se aplicaron fueron:

Número de sujetos: 12 sujetos (Información homologada)
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Número de clases a clasificar: 5 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Regresión Loǵıstica y Máquina de Soporte Vectorial

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

Los resultados se presentan en la gráficas 5.17, donde se compara el porcentaje de

precisión de clasificación para los dos algoritmos de clasificación. Los resultados de esta

prueba se predećıan debido a la prueba No. 5, pero es importante presentar los datos

generados en esta ejecución.

Figura 5.17: Gráfica representando la precisión de clasificación de 5 clases, 2 algoritmos y
utilizando 17, 21 y 25 coeficientes MFCC con la información homologada de los 12 sujetos.

Observaciones para Prueba No. 6

El conjunto de datos homologado que se conformó con toda la información EEG

de los sujetos, proyectó una precisión baja para ambos algoritmos: Regresión

Loǵıstica y Máquina de Soporte vectorial.
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Se comprueba hasta el momento que cada persona es diferente respecto a su

actividad cerebral y aún no se puede generalizar. Aunque es necesario comprobar

con algoritmos más sofisticados tales como redes neuronales, para comparar estos

resultados.

5.2.7. Prueba No. 7: Clasificación de 4 clases para 3 sujetos

En la mayoŕıa de pruebas realizadas se ha encontrado que los sujetos S02, S05 y S09

han tenido un mejor rendimiento en el entrenamiento de sus modelos para clasificar

un fragmento musical imaginado y Blank Mind. Por lo tal motivo, se recurrió a homo-

logar la información únicamente de estos 3 sujetos para clasificar 4 clases (fragmentos

musicales imaginados). Es decir, disminuir la cantidad de sujetos para que no haya

variabilidad de patrones tan relevante en los datos EEG. El objetivo de esta prueba

es comprobar si es posible clasificar 4 clases con un solo conjunto de datos EEG. Los

parámetros de prueba que se aplicaron son los siguientes:

Número de sujetos: 3 sujetos (Información homologada)

Número de clases a clasificar: 4 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Regresión Loǵıstica y Máquina de Soporte Vectorial

(Entrenamiento 80 % y Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

Los resultados se presentan en la gráfica 5.18, donde se compara el porcentaje de

precisión de clasificación para los dos algoritmos de clasificación.
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Figura 5.18: Gráfica representando la precisión de clasificación de 4 clases, 2 algoritmos
y utilizando 17, 21 y 25 coeficientes MFCC con la información homologada de 3 sujetos.

Observaciones para Prueba No. 7

El conjunto de datos homologado que se conformó con toda la información EEG

de 3 sujetos con mejor rendimiento, arrojó un bajo porcentaje en la precisión de

clasificación.

Seguimos manteniendo el argumento que el desempeño de los clasificadores de-

pende de cada sujeto.

Buscar nuevos algoritmos, representación de los datos EEG y complementar las

bases de datos posiblemente muestren resultados más prometedores.

5.3. Resultados: Clasificación de imaginación musical

Se ha comprobado que los modelos entrenados previamente saben discriminar co-

rrectamente entre Blank Mind y cualquier fragmento musical imaginado. Es importante

saber que esta clasificación se ha logrado utilizando técnicas de aprendizaje de máquina

y principalmente el uso de coeficientes MFCC para representar los datos EEG. Aún fal-

ta explorar nuevos algoritmos para mejorar la clasificación de clases, pero es necesario

iniciar con una prueba que permita clasificar únicamente entre fragmentos musicales

imaginados, es decir, eliminar el estado de relajación o Blank Mind. Para esta prueba

se utilizaron los siguientes parámetros:
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5. EVALUACIÓN Y RESULTADOS

Número de sujetos: 12 sujetos

Número de clases a clasificar: 2 clases

Tamaño de ventana (con traslape): 256 muestras y un traslape de 255 muestras

Extracción de caracteŕısticas de la señal: Coeficientes Cepstrales en las Frecuen-

cias de Mel (MFCC) con 17, 21 y 25 coeficientes

Algoritmo de clasificación: Máquina de Soporte Vectorial (Entrenamiento 80 % y

Pruebas 20 % de datos)

Método de selección y eliminación de canales EEG: Por inspección

Los resultados se presentan en la gráficas 5.18, 5.20 y 5.21, donde se compara el por-

centaje de precisión de clasificación para diferentes sujetos y coeficientes MFCC.

Figura 5.19: Gráfica representando la precisión de clasificación de 6 modelos separando
dos clases y utilizando 17 coeficientes MFCC.
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Figura 5.20: Gráfica representando la precisión de clasificación de 6 modelos separando
dos clases y utilizando 21 coeficientes MFCC.

Figura 5.21: Gráfica representando la precisión de clasificación de 6 modelos separando
dos clases y utilizando 25 coeficientes MFCC.

Observaciones

Con esta prueba se comprobó que entre 2 segmentos musicales, es posible dife-

renciar hasta con un 78 % de precisión. Particularmente este resultado se obtuvo

con Máquina de Soporte Vectorial y 21 coeficientes MFCC.

Espećıficamente el fragmento musical en tono D es el más fácil de identificar en

todos los modelos entrenados.
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Se comprueba que la precisión de clasificación disminuye aproximadamente un

20 % en comparación con los modelos que incluyen la clase Blank Mind. Por lo

tanto, es importante explorar el uso de diferentes algoritmos más eficientes y

robustos.

La precisión de clasificación para todos los sujetos se mantuvo dentro de un mar-

gen del 70 % y 80 % en promedio. Lo que significa que los fragmentos musicales

imaginados compartan caracteŕısticas similares, haciendo que los modelos entre-

nados se confundan en la evaluación.

5.4. Resumen general de observaciones

A continuación se muestran las observaciones más importantes referentes a las prue-

bas realizadas:

Para seleccionar parámetros iniciales de prueba (5.1.1), se ejecutaron dos prue-

bas preliminares donde se concluye que los modelos entrenados con ventanas de

256 muestras (sin traslape), coeficientes MFCC y utilizando Máquina de Soporte

Vectorial arrojan un mayor desempeño en la separación de clases.

Después de haber seleccionado los parámetros iniciales, en la prueba No. 1 (5.2.1)

se comprueba que Máquina de Soporte Vectorial y 21 coeficientes MFCC es la

mejor combinación para diferenciar entre Blank Mind y cualquier fragmento mu-

sical imaginado obteniendo entre 70 % y 95 % de precisión en la clasificación de

las clases. Además, el sobrelape de las ventanas de información con 255 muestras

permitió incrementar el conjunto de datos para el entrenamiento y pruebas de

los modelos, ayudando a generar mejores resultados. Y por último, los sujetos

S02, S05 y S09 presentaron un porcentaje por arriba del 85 % de precisión en la

clasificación.

En las pruebas No. 2 (5.2.2) y No. 3 (5.2.3) resultó que Máquina de Soporte

Vectorial y 21 coeficientes MFCC es la mejor combinación para diferenciar entre
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Blank Mind y cualquier fragmento musical imaginado obteniendo entre 70 % y

90 % de precisión en la clasificación de las clases. Ambas técnicas aplicadas para la

selección y eliminación de canales EEG, revelaron un cambio de precisión entre ±

5 % para la clasificación entre clases. Por lo tanto, los resultados no son afectados

significativamente.

Al generar clústers de electrodos en la prueba No. 4 (5.2.4), se observa que pa-

ra el clúster 1, Máquina de Soporte Vectorial y 21 coeficientes MFCC funciona

adecuadamente para diferenciar entre Blank Mind y cualquier fragmento musical

imaginado obteniendo entre 75 % y 95 % de precisión en la clasificación de las

clases. Por lo tanto, existe la posibilidad de analizar los datos con una cantidad

menor de electrodos EEG.

En la prueba No. 5 (5.2.5) se comprueba que los algoritmos de aprendizaje de

máquina empleados no fueron totalmente capaces de clasificar 5 clases. Es nece-

sario emplear algoritmos más potentes.

En la prueba No. 6 (5.2.6) se realizó una homologación de datos EEG con la infor-

mación de todos los sujetos, obteniendo una precisión baja para ambos algoritmos

utilizados al separar 5 clases. Comprobando hasta el momento que cada persona

es diferente respecto a su actividad cerebral y aún no se puede generalizar.

Posteriormente, en la prueba No. 7 (5.2.7) se realizó la homologación de datos

EEG únicamente con la información de 3 sujetos quienes presentaron un alto

rendimiento en las pruebas, pero también mostró un bajo porcentaje para la

clasificación de clases. Manteniendo el argumento referente a que el desempeño

de los clasificadores depende de cada sujeto.

En la última prueba (5.3) se experimentó únicamente la clasificación de frag-

mentos musicales imaginados. La prueba reveló que es posible diferenciar entre 2

segmentos musicales imaginados hasta con un 78 % de precisión, aplicando Máqui-

na de Soporte Vectorial y 21 coeficientes MFCC. Espećıficamente el fragmento
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musical en tono D es el más fácil de identificar en todos los modelos entrenados

En las gráficas 5.22 y 5.23 se muestran los modelos con mejor desempeño durante

el desarrollo de este trabajo. La gráfica 5.22 muestra la precisión de clasificación

para diferenciar entre un fragmento musical imaginado y un estado de relajación

(Blank Mind). Por otro lado, la gráfica 5.23 presenta la precisión de clasificación

para diferenciar únicamente entre 2 fragmentos musicales imaginados, observando

que los sujetos S02, S05 y S12 imaginan con mayor facilidad tonos totalmente

diferentes, por mencionar algunos casos. Es decir, no se muestra una tendencia a

la imaginación de algún tono en espećıfico para todos los sujetos. No obstante, la

combinación de tonos C y G indica mayor complejidad de imaginación para los

sujetos.

Por último, en la tabla 5.8 se muestra un resumen comparativo de las investiga-

ciones más representativas relacionadas al área de imaginación musical. Especifi-

cando métodos y condiciones de prueba, aśı como el desempeño de los diferentes

modelos entrenados. Además, se incluyen los resultados generales obtenidos en

este trabajo para resaltar el desempeño conseguido.

Figura 5.22: Gráfica lineal representando la precisión de clasificación entre un fragmento
musical imaginado y un estado de relajación (Blank Mind).
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Figura 5.23: Gráfica lineal representando la precisión de clasificación entre 2 fragmentos
musicales imaginados.
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Caṕıtulo 6

Conclusiones

En este caṕıtulo se presenta un resumen de los logros alcanzados en el desarrollo

de esta tesis. Además, se discuten los puntos que podŕıan estudiarse como trabajo a

futuro.

6.1. Resumen y contribuciones

Al inicio de esta tesis se planteó un objetivo general que consiste en implementar

un sistema que permita discernir entre un conjunto acotado de actividades musicales

imaginadas de manera intencional por un usuario (usando Imaginación Musical como

paradigma BCI), extrayendo su actividad cerebral por medio de una BCI. Esta meta

tiene como intención explorar la posibilidad de crear a largo plazo un sistema de com-

posición musical básicamente orientado a personas que hayan perdido sus habilidades

motoras. Por lo tanto, el uso de dispositivos BCI basados en un paradigma de imagi-

nación musical es una combinación prometedora para la identificación de actividades

musicales imaginadas por un usuario y, esto principalmente, reforzado con el uso de

algoritmos basados en aprendizaje de máquina y técnicas para la extracción de carac-

teŕısticas en las señales EEG.

Actualmente hay varias investigaciones donde se han realizado experimentos para hacer

aproximaciones interesantes en el área, aśı como comprobar que la música imaginada

es un paradigma funcional con BCI’s. Estos experimentos son complicados de imple-
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mentar, si no existen bases de datos conformadas por señales cerebrales que permitan

el entrenamiento de modelos basados en inteligencia artificial. Y como se observa en

el apartado 2.4, no hay suficientes bases de datos públicas con imaginación musical.

Por tal motivo, fue necesario conformar una nueva base de datos EEG con imaginación

musical de 12 participantes con experiencia en el área de música. Es un proceso largo y

lento pero se espera que en un futuro se pueda compartir a la comunidad para realizar

nuevas investigaciones que complementen y ayuden a generar nuevos descubrimientos

en el área de imaginación musical como paradigma BCI.

El procedimiento para la clasificación de fragmentos musicales imaginados ha sido desa-

rrollado con algoritmos de aprendizaje de máquina. Esto significa que es necesario una

recolección importante de información para que los algoritmos cuenten con datos de

entrenamiento relevantes, y aśı sean capaces de predecir el valor correspondiente según

haya sido la entrada que reciba la función. Por lo tanto, como trabajo a futuro, se pue-

den explorar técnicas de aprendizaje profundo con esta base de datos EEG recolectada

que complementen los resultados obtenidos en este proyecto.

Por otro lado, al analizar las diferentes pruebas ejecutadas se obtuvieron resultado

similares entre śı. Es decir, se comprobó que la combinación con mejores resultados

es el uso de Máquina de Soporte Vectorial y coeficientes MFCC para diferenciar entre

Blank Mind y cualquier fragmento musical imaginado obteniendo entre un 70 % y 95 %

de precisión en la clasificación. Anteriormente, los coeficientes MFCC no hab́ıan sido

probados en imaginación musical, únicamente en imaginación motora. Por lo tanto, una

aportación importante ha sido la comprobación del uso de coeficientes MFCC para la

representación de señales EEG, debido a que han otorgado un alto desempeño en el

entrenamiento de diferentes modelos evaluados.

Espećıficamente para esta colección de datos EEG, se comprobó que al aplicar un

método estad́ıstico para la selección de canales, el rendimiento en los modelos entre-
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nados vaŕıa aproximadamente entre ±5 de precisión. Es decir, los 3 métodos aplicados

funcionan correctamente para discriminar canales EEG que no son de interés. Aśı tam-

bién, aplicando Coeficiente de Correlación de Pearson en algunos sujetos, se mostró

claramente una división de la cabeza en área frontal y occipital. Por lo tanto, se entre-

naron modelos para verificar si existe una correlación entre estas áreas de la cabeza con

la imaginación musical. Los resultados arrojaron una precisión similar a los modelos

iniciales. Sin embargo, la información de la parte frontal ayudó a diferenciar mejor entre

2 clases. Indicando la posibilidad de usar menos electrodos en el análisis de datos EEG

con imaginación musical.

Al entrenar modelos de aprendizaje de máquina supervisado para clasificar 5 clases

para cada sujeto, se obtuvieron resultados poco favorables. Esto comprueba que hay

mucha información que no es fácil diferenciar con los modelos de Regresión Loǵıstica y

Máquina de Soporte Vectorial. Por tal razón, es necesario verificar con otras técnicas

más robustas o añadir más datos de entrenamiento. Adicionalmente, se decidió homo-

logar los datos EEG de todos los sujetos, con el fin de comprobar si Regresión Loǵıstica

y/o Máquina de Soporte Vectorial permiten clasificar diferentes clases. Los resultados

proyectaron una precisión baja . Demostrando que cada persona es diferente respecto a

su actividad cerebral y es complicado aún generalizar. Incluso al homologar la informa-

ción de los sujetos S02, S05 y S09 que obtuvieron individualmente un alto rendimiento,

no fue posible clasificar eficientemente entre 4 clases.

Y por último, se comprobó que la mayoŕıa de los modelos saben discriminar correcta-

mente entre Blank Mind y algún fragmento musical imaginado. Además, se comprobó

que la clasificación entre 2 fragmentos musicales imaginados es posible diferenciar hasta

con un 78 % de precisión. Y particularmente, el fragmento musical en tono D es el más

fácil para clasificar respecto a los demás. Esto da la pauta de seguir realizando nuevos

experimentos pero únicamente con datos relacionados a la imaginación de fragmentos

musicales imaginados.
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6.2. Trabajo a futuro

A continuación se mencionan algunas actividades como trabajo a futuro que de-

beŕıan desarrollarse para complementar y mejorar el proyecto relacionado a Interfaz

Cerebro Computadora con imaginación musical.

Se propone probar algoritmos más robustos capaces de clasificar únicamente frag-

mentos musicales imaginados. Por ejemplo, redes neuronales entrenadas con co-

eficientes MFCC y complementar con diferentes métricas de evaluación.

El punto anterior debe ser complementado con el análisis y extracción de otras

caracteŕısticas para la representación de los datos EEG.

Debido a la existencia en el mercado de diferentes dispositivos portátiles BCI,

se recomienda iniciar la exploración de estos dispositivos, principalmente para

acelerar el proceso de adquisición de datos EEG.

En caso de generar una nueva base de datos con algún dispositivo BCI portátil, se

propone probar otras tareas musicales imaginadas para verificar su desempeño.

Por ejemplo, combinar imaginación motora con imaginación musical, tal como

tocar las teclas de un piano. Aśı como incrementar la duración del ejercicio de

imaginación para contar con mayor cantidad de información para alimentar una

red neuronal.

Iniciar el diseño y desarrollo del módulo de audición que se propone al inicio de

este proyecto, con el fin de sonificar los fragmentos musicales imaginados que son

identificados por el sistema.

6.3. Colaboraciones
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Apéndice A

Fragmentos musicales

A.1. Partituras musicales

En esta sección se observa la representación gráfica de los 4 fragmentos musicales

que escucharon los sujetos de prueba durante el experimento de imaginación musical.

En las partituras se observa que las piezas musicales tienen el mismo ritmo armónico.

Los audios están disponibles en SoundCloud [1].

Figura A.1: Partitura del fragmento musical en tono B

Figura A.2: Partitura del fragmento musical en tono C

Figura A.3: Partitura del fragmento musical en tono D
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Figura A.4: Partitura del fragmento musical en tono G
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[3] Jonathan R Wolpaw, Niels Birbaumer, Dennis J McFarland, Gert Pfurtscheller,

and Theresa M Vaughan. Brain-computer interfaces for communication and con-

trol, jun 2002. 1

[4] Minkyu Ahn, Mijin Lee, Jinyoung Choi, and Sung Chan Jun. A review of brain-

computer interface games and an opinion survey from researchers, developers and

users. Sensors, 14(8):14601–14633, 2014. 1

[5] G. R. Muller-Putz and G. Pfurtscheller. Control of an electrical prosthesis with an

ssvep-based bci. IEEE Transactions on Biomedical Engineering, 55(1):361–364,

Jan 2008. 1

[6] Christian J Bell, Pradeep Shenoy, Rawichote Chalodhorn, and Rajesh P N Rao.

Control of a humanoid robot by a noninvasive brain–computer interface in humans.

Journal of Neural Engineering, 5(2):214, 2008. 1

[7] Karl LaFleur, Kaitlin Cassady, Alexander Doud, Kaleb Shades, Eitan Rogin, and

79

https://soundcloud.com/jose-francisco-neri-gonzalez/sets/fragmentos-musicales
https://soundcloud.com/jose-francisco-neri-gonzalez/sets/fragmentos-musicales


BIBLIOGRAFÍA
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